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Sammanfattning 

Sandvik Coromant och deras kunder har maskiner inom skärande bearbetning 

som genererar data vid produktion. Nyttolasten av det data som genereras 

innehåller olika mätvärden från sensorer inuti maskinen samt händelser som 

sker i maskinen under produktion. 

I det här arbetet har insamlad data från maskiner använts för att försöka öka 

maskinernas produktivitet genom att bistå tekniker och maskinoperatörer med 

relevant information. För att förmedla informationen utvecklades ett 

mjukvarusystem som analyserar och visualiserar maskindata. 

Dataanalysen gjordes med hjälp av artificiell intelligens som tränades på 

sekventiell data för att prediktera verktygsbrott. Vid identifikation av en 

datasekvens som potentiellt kan leda till ett verktygsbrott, meddelas 

maskinoperatören via en mobilapplikation installerad på en portabel enhet. 

Datavisualiseringarna består av interaktiva linjediagram och tidssorterade listor 

av maskinhändelser. De interaktiva linjediagrammen är tvådimensionella och 

visar mätvärden med sitt ursprung från någon maskins sensorer längs y-axeln 

och tiden längs x-axeln. Interaktiviteten som finns tillgänglig för användare i 

linjediagrammen är zoomning, panorering samt klickbara datapunkter. 

Nyckelord: Verktygsbrott, prediktering, visualisering, neurala nätverk, skärande 

bearbetning. 
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Abstract 

Sandvik Coromant and their customers have cutting machines that generate 

data during production. The payload of the data generated contains various 

measurement values from sensors inside the machineas, well as events that 

occur in the machine during production. 

In this work, the data collected from the machines has been analyzed to try to 

increase the machines’ productivity by assisting technicians and machine 

operators with relevant information. To communicate the information, a 

software system was developed that analyzes and visualizes machine data. 

The data analysis was done using artificial intelligence trained on sequential 

data to predict tool failure. When identifying a data sequence that could 

potentially lead to a tool failure, the machine operator is notified via a mobile 

application installed on a portable device. 

The data visualizations consist of interactive line charts and time-sorted lists of 

machine events. The interactive line diagrams are two-dimensional and show 

measurement values originating from any machine's sensors along the y axis 

and time along the x axis. The interactivity available to users in the line graphs 

is zooming, panning, and clickable data points. 

Keywords: Tool breakage, prediction, visualization, neural networks, cutting 

processing. 
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1 Inledning 

1.1 Bakgrund 

Den globala tillverkningsindustrin utvecklas mot Industri 4.0, även kallad den fjärde 

industriella revolutionen [1]. Industri 4.0 är ett teknologiskt ramverk som gör det 

möjligt för tillverkande företag att göra en omfattande teknologisk förändring [2]. 

När denna rapport skrevs fanns det ingen entydig definition av vad Industri 4.0 är 

för något, då över 100 olika versioner av konceptet existerade [3]. 

De nyckelord som förekommer mest frekvent hos de olika definitionerna av Industri 

4.0 är kommunikation, flexibilitet och realtid [2]. De nio teknologier som 

huvudsakligen associeras med Industri 4.0 är följande: Internet of Things, Molnet, 

Big data, cybersäkerhet, autonoma robotar, simulering, ökad tillverkning samt 

horisontell och vertikal integration [4] [5]. 

Gemensamt för de teknologier som associeras med Industri 4.0 är att de (1) 

genererar stora mängder data, (2) använder sammankopplingar mellan maskiner, 

produkter, leverenskedjan och kunder. Syftet med detta är att göra tillverkande 

system mer agila, effektiva och lönsamma [2]. 

Sandvik Coromant är ett svenskt företag som erbjuder sina kunder produkter och 

tjänster inom skärande bearbetning. Produkterna används för att framställa olika 

metallkomponenter inom en mängd olika industrier. Tjänsterna är utvecklade för att 

öka hållbarhet, kunskap och effektivitet för skärande bearbetning.  

Sandvik Coromant har ett sortiment av produkter inom digitala hjälpmedel för 

skärande bearbetning förberett för Industri 4.0 vid namn CoroPlus®. Mer specifikt 

innehåller sortimentet digitala lösningar för att: öka produktivitet, minska antalet 

kasserade komponenter, effektivisera planering av maskinunderhåll, förkorta 

riggningstider av verktyg, öka flexibiliteten vid bearbetning av små 

tillverkningsserier samt att överbrygga kompetensklyftan hos personalen. Exempel 

på något som det befintliga sortimentet av CoroPlus® saknar är en produkt som 

explicit predikterar verktygsbrott [6]. 

De maskiner, avsedda för att bedriva skärande bearbetning hos Sandvik och deras 

kunder, som är uppkopplade med hjälp av CoroPlus® [6] genererar data vid 

produktion. Det data som genereras är tidsseriedata och skickas i realtid för 

persistent lagring hos en molnlagringstjänst. Nyttolasten av data består av 

momentana mätvärden från sensorer i maskinen och händelser som uppstår i 

samband med produktion. Mätvärdena består av: 
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• Matningshastighet. Matning av verktyget i förhållande till arbetsstycket 

uttryckt i sträcka per tidsenhet. 

• Verktygspositionering. Verktygets position uttryckt i koordinater på 

maskinens axlar. 

• Belastning. Den kraft som verkar på verktyget längs maskinens olika axlar. 

• Rotationshastighet. Hastigheten av maskinens spindel. 

• Spindelbelastning. Den kraft som verkar på maskinens spindel. 

• Temperaturer. Temperaturer på maskinens servomotorer och pulskodare. 

Verktyg inom skärande bearbetning är ofta dyra och kan gå sönder eller råka ut för 

onödigt slitage om de används på ett felaktigt sätt. Vid verktygsbrott kan 

produktionen stanna av helt och hållet vilket innebär en stor kostnad. Det råder även 

brist på maskinoperatörer inom industrin vilket leder till att en maskinoperatör ofta 

ansvarar för ett flertal maskiner under ett skift. 

För att optimera produktiviteten hos bearbetande maskiner ska de data som 

maskinerna genererar analyseras och vidare visualiseras på ett sätt som gynnar 

tekniker/maskinoperatörer. Kommunikationen av information kommer att ske 

genom ett mjukvarusystem. Systemet ska ta emot maskinernas data som input för 

analysering att vidare presentera relevant information till 

tekniker/maskinoperatörer som output. Det output som systemet genererar ska 

sträva efter att öka kunskap och produktivitet. 

1.2 Syfte 

Syftet med detta arbete är att undersöka hur driftsäkerheten och produktiviteten av 

maskiner för skärande bearbetning kan optimeras genom att använda det data som 

de genererar, genom att utveckla ett mjukvarusystem som analyserar och 

visualiserar maskindata. Systemet riktar sig primärt mot tekniker/maskinoperatörer 

inom skärande bearbetning. 
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1.3 Frågeställning 

De frågeställningar det här arbetet utgick ifrån var följande: 

• Vilka parametrar har störst inverkan på verktygsbrott/verktygsslitage inom 

skärande bearbetning? 

• Vad krävs för att prediktera verktygsbrott/verktygsslitage genom dataanalys? 

• Hur kan man visualisera maskindata för att göra det lättillgängligt för 

tekniker/maskinoperatörer? 

1.4 Avgränsningar 

Verktygsslitage och verktygsbrott är mycket komplexa händelser då det finns en 

riklig mängd av påverkande faktorer. Exempel på påverkande faktorer är verktygets 

och arbetsstycket material. Dessa två faktorer fanns inte med i det data som 

genereras av maskinerna. Andra påverkande faktorer som saknas är vibrationer och 

temperatur på ett verktyg. Det här uteblivandet av parametrar har lett till att flera 

faktorer som påverkar verktygsslitage och verktygsbrott uteslöts vid dataanalysen. 

Mjukvarusystemet som utvecklades kan endast betraktas som en prototyp som är 

helt fristående från Sandvik Coromants övriga mjukvarusystem. 

Användargränssnittet av mjukvarusystemet utvecklades mot webbläsare och mobila 

enheter. 

Det framkom aldrig någon chans att hämta data i realtid från någon maskin. Som 

substitut för detta utvecklade vi ett eget maskinsimuleringsprogram. Programmet 

använder sig av en databas som innehåller historiska maskindata hämtat från Sandvik 

Coromants molnlagringstjänst. 

Det man även bör tänka på är att när en maskin meddelar att ett verktyg har gått 

sönder genom att skicka en maskinhändelse sker detta inte per automatik. Det sker 

genom att någon form av prob eller laser har mätt arbetsstycket och märkt att något 

moment inte har utförts på korrekt sätt. Till exempel att ett borrhål är för kort 

vilket kan tyda på att borren har gått sönder. Utöver detta lär man även tänka på att 

dessa sökningar sker bara utifrån instruktioner, det är programmet som bestämmer 

när verktyget skall kontrollmätas. Vilket betyder att ett verktyg kan ha gått sönder 

långt innan de upptäcks. Detta påverkar dataanalysen negativt då det inte går att 

peka ut vid vilken tidpunkt ett verktyg faktiskt går sönder med god precision. 
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2 Teori 

2.1 Skärande bearbetning 

Det finns en stor mängd av varianter på maskiner för att genomföra olika 

bearbetningsprocesser. Nedan i Figur 1 visas en konceptuell bild på ett modernt 

maskincentra som kan användas för fräsning och borrning, dessa 

bearbetningsprocesser beskrivs under rubrikerna 2.1.4 och 2.1.5. Moderna 

maskiner inom skärande bearbetning har gemensamt är att de utför instruktioner 

från ”Computer Numerical Cotrol” eller CNC, vilket är programmerad kod som 

berättar för en maskin hur den ska utföra ett arbete. Denna kod är unik för varje 

produkt som tillverkas, då den bestämmer exakta koordinater, hastigheter och 

krafter med tidspann för varje intruktion som ska utföras av maskinen. 

 

Figur 1: Maskincentra för skärande bearbetning [7].  
Sandvik Coromant har gett tillstånd för att använda bilden. 
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Skärande bearbetning innefattar följande bearbetningsprocesser [8]: 

• Svarvning 

• Avstickning 

• Gängning 

• Fräsning 

• Borrning 

Andra viktiga aspekter inom skärande bearbetning är [8]: 

• Bearbetbarhet (material i arbetsstycket och i skärverktyget) 

• Verktygshållarsystem 

• Bearbetningsekonomi 

Nedan förklaras ovanstående termer från punktlistorna mycket kortfattat under 

respektive underrubrik. 

2.1.1 Svarvning 

En kombination av två rörelser, arbetsstyckets rotation och verktygets 

matningsrörelse. Verktyget flyttas utmed arbetsstyckets axel för att svarva ner 

detaljens diameter. Verktyget kan även matas mot mitten på änden av detaljen, detta 

kallas för plansvarvning [8]. 

2.1.2 Avstickning 

Avstickning använder sig av samma kombination av rörelser som svarvning. 

Skillnaden är att verktyget rör sig enbart mot arbetsstyckets centrum för att kapa av 

det. Det som är avgörande i den här bearbetningsprocessen är spånavgången, desto 

djupare verktyget befinner sig i arbetsstycket är utrymmet mer begränsat. Skäräggen 

utformas på ett sådant sätt att spånavgången underlättas. Vid otillräckligt bra 

spånavgång blir konsekvenserna dålig kvalité på ytan och i värsta fall spånhamring 

som leder till att verktyget fastnar i arbetsstycket [8]. 

2.1.3 Gängning 

Gängning använder sig samma kombination av rörelser som svarvning. Ett verktyg 

med vändskär gör ett antal passeringar längs någon del av arbetsstycket för att skapa 

en skruvgänga. För att motverka onödigt slitage på skäreggens ömtåliga 

gängprofilspets delas gängans skärdjup upp på en serie av passeringar [8]. 
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2.1.4 Fräsning 

Fräsning utförs med hjälp av ett roterande skärverktyg som innehar flera eggar. 

Målet med fräsning är oftast att skapa plana ytor genom att utföra programmerade 

matningsrörelser mot ett arbetsstycke i olika riktningar [8]. 

2.1.5 Borrning 

Borrning är de bearbetningsprocesser som används för att skapa cylindriska hål i ett 

arbetsstycke med ett roterande eller stillastående verktyg [8]. 

2.1.6 Bearbetbarhet 

Bearbetbarhet handlar om att matcha det mest lämpade skärmaterialet och 

skärgeometrin med arbetsstyckets material för att få en så problemfri och produktiv 

bearbetningsprocess som möjligt [8]. 

2.1.7 Verktygshållarsystem 

Verktygshållarsystem är en anordning för fastspänningen av verktyg till maskin, 

något som har stor inverkan på produktiviteten och prestanda hos skärverktyget. 

Stabilitet krävs för att motverka vibrationer som i sin tur påverkar verktygsslitage. 

Även hur snabbt man växlar verktyg har inverkan på den effektiva bearbetningstiden 

[8]. 

2.1.8 Bearbetningsekonomi 

Bearbetningsekonomi handlar om att maximera produktiviteten. Detta är 

nödvändigt då kostnaderna inom samtlig industriverksamhet ökar snabbare än priset 

för de produkter som säljs [8]. 

Vid skärande bearbetning har skärhastigheten, matning och skärdjup, inverkan på 

skärens livslängd och tillverkningshastigheten hos en maskin. Där skärhastigheten 

har störst inverkan, följt av matningshastighet och skärdjup. Nedan i Figur 2 visas de 

parametrar som ingår för att maximera produktivitet vid skärande bearbetning [8]. 
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Figur 2: Illustration av de parametrar som har inverkan på produktiviteten inom skärande bearbetning [8]. 
Sandvik Coromant har gett tillstånd för att använda bilden. 

2.2 Data 

Data som genereras av maskinerna för skärande bearbetning är olika typer av 

tidsserie data som slutligen sammanställs till JSON-objekt. Det mest frekventa 

JSON-objektet som genereras av maskinerna är av typen Data:ProcessDataCold. 

Nyttolasten av Data:ProcessDataCold består av både kvalitativ och kvantitativ data. 

Den kvalitativa delen består av den nuvarande CNC-koden som maskinen exekverar 

och den kvantiativa delen består av olika mätvärden från maskinens sensorer. Data 

av typen Data:ProcessDataCold genereras ungefär 1 gång i sekunden. Ett exempel 

på ett JSON-objekt av typen Data:ProcessDataCold visas i Figur 3. Enheterna för de 

mätvärden som en maskin uppmäter skickas i ett inledande JSON-objekt. Det 

inledande JSON-objektet är av typen Event:StartRun och bär på information om 

enheterna i en JSON-lista med namnet”chanDesc” som visas i Figur 4. I skrivande 

stund tilldelas samtliga enheter i listan värdet ”N/A”, vilket är en engelsk 

förkortning på inte tillgänglig. Av den här anledningen visas inte enheter någonstans 

i systemet. 
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Figur 3: Data av typen Data:ProcessDataCold. 
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Figur 4: JSON-listan med namnet ”chanDesc” som bär på metainformation om en maskins mätvärden. JSON-
listan skickas med i ett inledande JSON-objekt av typen Event:StartRun. 

En annan typ av JSON-objekt som maskinerna genererar är av typen Event. Ett 

exempel på en subtyp av typen Event är Event:ToolBreakageActive, som är en 

händelse som uppstår hos en maskin när ett verktygsbrott har uppstått. Nyttolasten 

av Event:ToolBreakageActive består enbart av kvalitativ data som anger verktygets 

magasinnummer i maskinen, antalet verktygsbrott och den nuvarande orderns 

nummer. Exempel på ett JSON-objekt av typen Event:ToolBreakageActive visas i 

Figur 5. 
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Figur 5: Data av typen Event:ToolBreakageActive. 

För att möjliggöra datainsamling från bearbetningsprocessen hos maskiner krävs det 

att programmet FANUC MTConnect Server installeras på en fabriksserver. Vidare 

ansluts maskinerna till samma nätverk som fabrisksservern, som nu kan samla in data 

från maskinernas via FANUC FOCAS [9] protokollet. Data som samlas in av 

fabriksservern skickas vidare över Internet i komprimerat format till en 

molntjänstlagringsleverantör. Vidare kan olika system hämta data från 

molntjänstlagringsleverantören för applikation. I Figur 6 visas en visualisering av 

dataflödet från maskin till applikation som beskrivs ovan. [10] 

 

Figur 6: Visualisering av dataflödet från maskin till slutanvändare [10]. 
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2.3 Datavisualisering 

Datavisualisering användes i detta arbete för att förenkla kommunikationen av 

maskindata till domänkunniga. Datavisualisering ger användare ett enklare gränssnitt 

för att nästan omedelbart kunna analysera data som i sitt textbaserade grundformat 

skulle vara mycket mer tidsomfattande att analysera [11] [12]. Forskare estimerar att 

människor uppfattar visuell data 60 000 gånger snabbare i jämförelse med 

textbaserade data. Därtill består 90% av informationen som bearbetas i den 

mänskliga hjärnan av visuell information [12]. 

Något som utnyttjas vid datavisualisering är människans grundläggande kapacitet 

med avseende på perception och varseblivning, vilket är den mänskliga hjärnans 

egenskap att upptäcka något genom de fem sinnena. Vid visualisering av stora 

datamängder underlättas identifikationen av trender, mönster och dolda relationer i 

data mängder [12] [13]. 

För att undvika en överbelastning hos en användares perceptuella och kognitiva 

förmåga vid visualiseringar av flerdimensionellt data, bör ett diskret urval 

genomföras i förarbetet. Urvalet ska filtrera bort onödig komplexitet hos det data 

som skall visualiseras. Innan urvalet genomförs krävs ett omfattande arbete om vilka 

dimensioner av data som är relevanta för det specifika scenariot för att undvika 

informationsförlust i datavisualiseringen [12]. Även efter att relevanta 

datadimensioner har identifierats och visualiserats finns det en risk för kognitiv 

överbelastning hos den som analyserar data om variationen eller mängden av data är 

tillräckligt stor. Det här kan motverkas genom interaktiva filteringsfunktioner som 

betonar de data som användaren momentant är intresserad av [11].  

Det finns ett begränsat antal visuella variabler att använda vid datavisualisering och 

de vanligaste förekommande är följande: färg, storlek, form, värde, textur och 

position [13]. Färg är en mycket effektiv visuell variabel när det kommer till att 

visualisera kategoriska data, då man nästan omedelbart kan se vilka datavärden som 

hör ihop med varandra och därtill enkelt kan jämföra värden från olika kategorier 

[13]. En stor anledning till färgens effektivitet som visuell variabel är att det 

mänskliga ögat kan särskilja upp till 10 millioner olika färger [14]. 

Att välja ut färger för att representera kategoriska data är en uppgift som ofta kräver 

god insikt i färgernas semantiska, estetiska och perceptuella egenskaper. Användning 

av färg kan antingen framhäva viktigt information i visualiseringen eller gömma det i 

form av spektralt brus [11]. Generellt sett så kan två problem uppstå vid färgsättning 

av en visualisering: Färger som representerar olika kategoriska data är svåra att 

särskilja på grund av deras perceptuella avstånd relativt varandra är otillräckligt. 

Samt att visuellt starka strukturer döljer andra visuella strukturer, vilket kan leda till 

felaktiga slutsatser vid analys av visualiseringen [13]. 
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En annan aspekt som är viktig att ta hänsyn till vid representation av kategoriska data 

med hjälp av färg är personer med nedsatt färgseende. Cirka 8-10% män och 0.4-

0.5% kvinnor drabbas av nedsatt färgseende. Den vanligaste typen av nedsatt 

färgseende kallas för röd-grön färgblindhet, vilket gör det svårt att särskilja röda och 

gröna nyanser, i Figur 7 visas deras färguppfattning relativt en person med normalt 

färguppfattning. De personer med nedsatt färgseende går oftast inte ut med det 

offentligt och för att undvika felaktiga tolkningar av visualiseringar bör dettas tas i 

beaktning [11] [14]. 

 

Figur 7: Färguppfattning hos personer med röd-grön färgblindhet.  

Data som genereras av maskinerna är av typen tidsserie data, det vill säga 

kronologisk sorterade observationer. Vid visualisering kan de temporära 

relationerna som uppstår mellan olika parametrar i data användas för att planera och 

prediktera framtiden [15]. Genom att visa datavisualiseringar från olika datakällor 

intill varandra förenklas den analytiska jämförelsen då det blir intuitivt att hitta 

relationer mellan olika datamängder [11]. När användare analyserar tidsserie data så 

är de vanligtvis intresserade av hur utvecklingen av data ser ut över tid. Användares 

primära mål för att uppnå detta är att kunna jämföra olika data som finns på olika 

positioner längs tidsaxeln. Det sekundära målet är att kunna identifiera trender och 

mönster som finns hos data för att erhålla en fördjupad kunskap [15]. 

Den tidsliga parametern av tidsserie data kan definieras på två olika sätt. Den första 

är tidpunkt, vilket motsvtidarar ett ögonblick i tiden. Och den andra är tidintervall, 

vilket kan definieras med hjälp av två tidpunkter eller en tidpunkt plus en 

varaktighet. Det data som behandlas i det här arbetet är av den första typen, d.v.s 

tidpunkt. Konsekvenserna av det här är att det inte explicit går att uttrycka de 

mellanliggande datapunkterna vid datavisualisering. Vilket är något som kan leda till 

missförstånd beroende på vilken interpolationsalgoritm som används för att rendrera 

visualiseringen mellan de givna datapunkterna [15]. 
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Datavisualisering kan ske i olika dimensionaliteter, där de mest förekommande är i 

2D eller 3D. Nackdelarna med 3D visualisering är ökad komplexitet vid 

implementation och analys, samt att information kan döljas beroende på 

observatörens position. Fördelarna med 3D visualisering är att den kan bära 

ytterligare en dimension av information. Fördelarna med 2D visualiseringar är ökad 

tydlighet och mindre komplexitet. Nackdelen med 2D visualiseringar är att den kan 

bära mindre information. Nämnvärt med 3D visualiseringar är att naturlig 3-

dimensionell data som till exempel volymer ibland kräver en 3D visualisering för att 

ge observatören intuitiv insikt vid analys av data [15].  

Interaktivitet är ett avgörande element vid analysen av visualisering av tidsserie data. 

Att användaren ges möjlighet till att välja tidsenhet och tidsspann på tidsaxeln anses 

vara den viktigaste formen av interaktivitet [12]. Zoomning och panorering är andra 

interaktiviteter som är nödvändiga för att förenkla en användares analys vid 

visualisering av stora data mängder [16] [17]. 

Samtliga bearbetningsprocesser som används inom skärande bearbetning är 

komplexa multivariabla processer. Det här leder till att data som genereras av dessa 

bearbetningsprocesser blir utmanande att visualisera för att ge användare insikt om 

hur olika datavärden relaterar till varandra. Trots komplexa förhållanden mellan 

variabler inom bearbetningsprocesser så är tvådimensionell grafik det som används 

mest för att visualisera förhållanden mellan olika variabler inom forskningen. Dock 

så finns det möjlighet att visualisera flera dimensioner i tvådimensionella grafer med 

hjälp av visuella variabler. Se Figur 8 nedan som visar ytjämnheten längs y-axeln och 

matningshastigheten längs x-axeln, vidare visualiseras skärhastigheten med hjälp av 

den visuella variabeln form. Nackdel med den här visualiseringstekniken är att det 

blir svårare och i värsta fall omöjligt för användare att intuitivt dra slutsatser från 

visualiseringarna [18]. 
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Figur 8: Ytjämnhet beroende på matningshastigheten per varv (mm/rev) och skärhastighet (mm/min). 
Skärhastigheten anges med hjälp av den visuella variabeln form [18]. 

2.4 Dataanalys 

AI eller Artificiell Intelligens är ett samlingsnamn för program som kan efterlikna 

kognitiva funktioner hos människor, exempelvis att lösa problem, planera framåt i 

tiden och att lära sig av tidigare erfarenheter. AI försöker alltså efterlika en 

människas intelligens och detta kan uppnås på olika sätt. I detta arbete används 

kategorin neurala nätverk. 

Dataanalysering användes i detta arbete för att förstå vilka parametrar som påverkar 

verktygsslitage och verktygsbrott. Då denna analys kommer att handla om 

multivariabelanalys på sekventiell tidsseriedata valdes AI framför 

multivariablaalgoritmer med den anledningen att det går fortare att skapa en AI, då 

detta arbete är tidsbegränsat. Men det finns även en förhoppning om att en AI kan 

prestera bättre än en deterministisk algoritm. 
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Teorin bakom detta är att lära en AI att förstå sekvenser av data som genereras av 

maskiner. Denna AI skall kunna finna trender i den sekvenserade datan som skickas i 

realtid i ett flöde under en maskinkörning för att kunna predikera verktygsslitage / 

verktygsbrott. Detta skall möjliggöras genom maskininlärning, men ett ”vanligt” 

neuralt nätverk kan inte användas i detta fall då de endast tar in ett fixerat dataset 

som inmatning och utifrån hela datasetet tar ett beslut. I detta fall behövs en form av 

maskininlärning som kan ta beslut från sekvenser av data eller ofärdiga data, till 

exempel kan en AI lära sig att hitta siffror i bilder, istället för att läsa in en hel bild 

direkt kan man läsa rad för rad av pixlar, så kan en AI ta beslutet halvvägs genom 

analysen att det är en viss siffra som kommer att visas. I denna situation handlar det 

om att analysera rader av parametrar som värme, varvtal och krafter. En AI skall då 

kunna se genom ett flöde av dessa parametrar att ett verktyg börjar prestera sämre 

eller att ett verktyg börjar bete sig konstigt, utan att behöva se hela bilden av alla 

parametrar direkt, för då måste körningen köra klart och det motverkar 

optimeringssyftet. 

2.4.1 Artificial Neural Networks 

Artificiella neurala nätverk (ANN) baseras på att simulera hjärnceller inuti en dator, 

detta för att en dator skall kunna lära sig att hitta mönster och lösa komplexa 

problem på ett mänskligt sätt. Strukturen i ett ANN består av lager, i huvudsak är 

det ett input-lager, eller flera gömda lager och ett output-lager. Dessa lager 

innehåller då neuroner som i sin tur har kopplingar eller ”synapser” till alla andra 

neuroner i nästa lager, se Figur 9 [19].  

 

Figur 9: Visualisering av ett neuralt nätverk. 

Ett ANN lär sig genom mönster av inputs som skall ge ett svar i form av outputs. 

För att träna ett ANN används träningsdata, denna data består av både input-data 

och förväntat output-data. Det gör att ett felvärde kan beräknas utifrån de outputs 

som ANN tillverkar utifrån givna inputs. Ett ANN lär sig då genom att via 

felvärdena använda en ”Backpropagations” algoritm som går baklänges och 

korrigerar hjärncellerna så resultatet liknar den förväntade outputen mer. [19] 
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2.4.2 Recurrent Neural Networks 

Återkommande neurala nätverk (RNN) är baserade på ANN men funktionaliteten 

utvidgas genom att RNN består av flera ANN, som tar inputs och genererar outputs 

som sedan skickas till nästa nätverk osv. Varje nätverk gör även en egen förutsägelse 

som sedan beaktas med alla andra resultat. Se Figur 10. Detta gör att ett RNN kan 

till viss del behålla ett ”minne” av vad som hänt innan vilket passa väldigt bra för 

sekvenserade data som till exempel tal eller skrift där sammanhanget är viktigt och 

vad som kom före har stor betydelse. [20] 

 

Figur 10: Visualisering av ett återkommande neuralt nätverk (RNN). 

 

2.4.3 Long Short Term Memory 

RNN är bra på att lösa problem som kräver ”korttidsminne” som text och språk där 

det endast behöver komma ihåg ett fåtal ord / ljudvågor innan den nuvarande. Men 

man stöter på ett problem om man vill att nätverket ska lära sig från saker som hänt 

mycket tidigare.  

Ett stort problem inom RNN men även DNN (Deep Neural Networks) som är en 

variant av ANN, är det s.k. ”Vanishing/Exploding Gradient”. Det tillkommer från 

”Backpropagation” funktionen i Neurala Nätverk som med hjälp av felvärdet ändrar 

på vikterna hos synapserna i ett nätverk. Eftersom RNN utför beräkningar på värden 

under tid kan positiva värden på ”gradient” funktionen explodera till väldigt stora 

positiva värden, samt att små positiva värden kan förminskas till väldigt små värden. 

Detta gör att träningen av nätverket blir helt bortkastat då förändringarna på 

vikterna blir antingen för stora eller för små. [20] 

För att försöka lösa detta skapades Long Short-Term Memory (LSTM) [21]. Ett 

LSTM innehåller ännu mera delar än ett RNN för att möjligöra ”långtidsminne”. 

Dessa extra delar kallas för minnesceller (Memory Cells) och grindenheter (Gate 

Units), se Figur 11 nedan från [21]. 
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Figur 11: Figur från [21] som visar minnesceller och grindenheter i ett LSTM. 

Tack vare dessa minnesceller och grindenheter, kan långa sekvenser av data användas 

i maskininlärning och det är exakt det som kommer att användas i detta arbete, där 

varje dataset kommer innehålla långa sekvenser av data med små tidsfönster mellan 

sig. 

2.4.4 Detektering av verktygsbrott med maskininlärning 

I förarbetet hittades ett antal rapporter om arbeten där neurala nätverk användes för 

att predikera verktygsbrott. 

I artikeln ”Tool Breakage Detection using Deep Learning” [22] mäts strömmen som 

går genom kontrollkabeln på en spindelmotor i en maskin. Forskarna valde en 

spindelhastighet på 6500 varv/min och en matningshastighet på 1500 mm/min, 

bearbetningsprocessen var svarvning. De använde en Hall sensor för att mäta 

strömmen samt ett NI PCIe datasamlingskort för att samla in data och frekvensen av 

datahämtningen var 20,000 datapunkter per sekund. De använde en mer advancead 

form av ANN som kallas Convolutional Neural Network (CNN) för 

maskininlärningen. De kunde genom analys och filtrering av sitt insamlade data få 

93% träffäskerhet på detektion av verktygsbrott, dock utfördes undersökningen 

under en kontrollerad miljö, med samma parametrar, verkyg, maskiner och 

material. En av slutsatser är att deras resultat endast går att reflektera på de 

parametrar och resurser dem använt. D.v.s. skulle någon parameter förändras som 

till exempel skärhastighet kommer resultatet inte att bli användbart då nätverket 

måste tränas om. 
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I artikeln skriven av J. Zhong, W. Cai, X. Hu och S. Sun [23] föreslås en ny metod 

för att hitta verktygsbrott av skären på verktyg inom fräsning genom akustiskt 

utsläpp (AE, Acustic Emission). Man använder Support Vector Machine (SVM) för 

klassificeringen. Den aukustiska datan genereras med hjälp utav en R15a sensor som 

användes i et PCI-2 baserat (AE) system. Även här använde man sig av strikta 

parametrar där hasigheten på fräsen var 35 varv/min, matningshastigheten var 

350mm/min och skärdjupet var 50 mm. Slutsatsen var sådant att de lyckads validera 

med 98% träffsäkerhet vilket visar att en sådan metod kan vara användbar och även 

praktiskt. Men som den tidigare undersökning så skedde denna även i kontrollerad 

miljö så förändringar på parametrar, material eller verktyg kommer att påverka 

resultatet. 

I arbetet utfört av P. T. B. Huang, C. C. Ma, och C. H. Kuo [24] föreslås en annan 

variation av neuralt nätverk för att detektera verktygsslitage på fräsning. Denna 

variant av neurala nätverk kalals för Probabilistic Neural Network (PNN) och denna 

sort är vald för att den kan träna sig själv genom att skicka in ny data till sitt 

träninsgset under tiden den körs vilket gör att den kan lära sig från nya körningar 

autonomt. Man anser även att den ”inte” har en inlärningstid vilket gör den mer 

attraktiv. I denna studie använde man sig utav en fräs som man mätte varvtal, 

matningshasighet, skärdjup & skärkraft, sedan klassificerade man dessa värden som 

bra eller dåliga beroende på om verktyget var trasigt eller inte. De nämner inte 

specifika parametrars värde ingående bara värdena från sensorerna. Slutsatsen är att 

ett PNN kan detektera verktygsslitage med 100% efter en självinlärningsprocess. 

Eftersom PNN kan lära om sig direkt efter att ny data blir tillgängligt, kan nätverket 

bygga om sig sjäv om ett problem uppstår där den klassifiserar fel för att öka 

träffsäkerheten. Det som är starkast gällande det här tillvägagångssättet är att man 

slipper den långa tiden det tar att träna ett nätverk med stor mängd data då 

nätverket kan träna sig själv på ny data på egen hand vilket tar bort den manuella 

träningstiden och därmed minskar kostnaden. 
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3 Metod & Genomförande 

Det här arbetet krävde en viss nivå av domänkunskap inom området skärande 

bearbetning för förstå den generella problemdomänen och komplexiteten av 

verktygsbrott/verktygsslitage. För att få grundläggande kunskap om skärande 

bearbetning genomfördes ett flertal onlinekurser som finns tillgängliga via Sandvik 

Coromants hemsida. Samlingsnamnet för onlinekurserna på hemsidan är ”E-learning 

om skärande bearbetning” och finns tillgängliga för allmänheten. Onlinekurserna går 

igenom samtliga skärande bearbetningsprocesser och annan viktig information kring 

skärande bearbetning på en praktisk nivå [8]. 

För att få en mer fördjupad kunskap om skärande bearbetning utfördes en serie av 

intervjuer med tekniker/maskinoperatörer. Intervjuerna med domänkunniga 

beskrivs utförligare under rubriken 3.1. Enligt planen skulle erhållen kunskap från 

onlinekurserna som beskrevs i stycket ovan i kombination med intervjuerna med 

domänkunniga bidra till svaren på frågeställningarna. 

En prototyp av ett mjukvarusystem utvecklades, syftet med mjukvarusystemet var 

att ge svar på arbetets frågeställningar och samtidigt visa hur skärande bearbetning 

kan optimeras genom presentera relevant information för maskinoperatörer. 

Mjukvarusystemet består av två delsystem, backend och frontend, utvecklingen av 

backend beskrivs under rubriken 3.4 och frontend beskrivs under rubriken 3.7. För 

att förenkla testning av systemet, utvecklades även ett hjälpprogram för att simulera 

en maskin som genererar data vid produktion, utvecklingen av detta program 

beskrivs under rubriken 3.3. 

3.1 Intervjuer med domänkunniga 

Då arbetet krävde god domänkunskap genomfördes ett antal intervjuer med 

domänkunniga tekniker och maskinoperatörer. Åtta stycken olika 

maskinoperatörer/tekniker intervjuades. Tre stycken av intervjuerna utfördes 

fysiskt, ansikte mot ansikte, resterande skedde virtuellt. Vid utvärderingen av 

systemet intervjuades fyra stycken respondenter som även deltog vid 

behovsanalysen. 
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3.1.1 Behovsanalys 

Under ett tidigt skede i arbetet utfördes intervjuer med tekniker/maskinoperatörer 

för att få en bättre insikt i deras dagliga arbete, behov och utmaningar. Avsikten med 

frågorna som ställdes under intervjuerna var att göra en behovsanalys, samt att svara 

på eller delvis svara på någon av arbetets frågeställningar. Totalt ställdes 15 frågor 

till varje respondent, där några frågor innehöll delfrågor. Ett antal av frågorna var 

framställda med hjälp från handledare hos Sandvik Coromant. Underlaget som 

användes vid intervjuerna visas under Bilaga A. Resultatet av intervjuerna visas 

under rubriken 4.6. 

3.1.2 Utvärdering 

Efter att prototypen av systemet hade färdigställts utfördes ytterligare intervjuer för 

att utvärdera systemet. Dessa intervjuer skedde virtuellt med fyra av de 

respondenter som intervjuades under behovsanalysintervjuerna. Syftet med 

utvärderingen var att få ett opartiskt resultat som beskriver hur väl systemets 

funktioner presterar utifrån en maskinoperatörs/teknikers perspektiv. 

Utvärderingen skulle även identifiera vilka funktionaliteter som saknas eller har 

förbättringspotential. Underlaget som användes vid utvärderingen av systemet visas 

under Bilaga B. Resultat av utvärderingarna visas under rubriken 4.6.2. 

3.2 Maskindata 

Data som genereras av de maskiner som är uppkopplade lagras avslutningsvis i 

Microsoft Azure Storage [25], som är en molnlagringstjänst som tillhandahålls av 

företaget Microsoft. Hos molnlagringstjänsten lagras metainformation om data i en 

MySQL-databas [26] och det kompletta data lagras som JSON-filer [27]. 

För att hämta data från den molnlagringstjänst som användes behövdes speciella 

kommandon köras mot tjänsten alternativt manuell hämtning av data i ett gränssnitt. 

Det upptäcktes tidigt att JSON-filerna som fanns lagrade inehöll flera JSON-objekt 

men inte i en array som då är den korrekta formateringen av JSON. Detta löstes 

genom att skapa ett program som tar in en JSON-fil som input, kontrollerar och 

korrigerar filens formatering, för att vidare ge en korrekt formaterad JSON-fil som 

output. Programmet utvecklades i programmeringsspråket C++ i hopp om att öka 

prestandan. 
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3.3 Maskinsimuleringsprogram 

En förutsättning för detta arbete var att behandla realtidsdata som genererats av 

maskiner. Då ingen direkt tillgång till någon maskins dataflöde fanns att tillgå, 

skapades ett program för att simulera en maskin under körning. 

Maskinsimuleringsprogrammet använder sig av historiska data som genererats av 

maskiner för att sedan skicka det till backend systemet via https-anrop för vidare 

behandling. 

Maskinsimuleringsprogrammet utvecklades i C# .NET med hjälp Visual Studio 

2019 som är en integrerad utvecklingsmiljö [28]. Vid exekvering hämtar 

programmet data från en SQL-databas eller i filformat från filsystemet. Sedan utför 

programmet en serie av https-anrop av typen POST till backend-systemet. 

Nyttolasten i https-anropen består av ett JSON-objekt som innehåller äkta historiska 

data som har genererats av en maskin. För varje JSON-objekt i en maskinkörning 

utförs denna sekvens. Vid ankomst till backend-systemet analyseras och omvandlas 

JSON-objekten till en förenklad datamodell som sedan lagras persistent i backend-

systemets databas. 

3.4 Backend 

Ett backend-system utvecklades som hade i uppgift att kunna ta emot data som 

genererats av maskiner, analysera maskindata och skicka analyserat data till klienter. 

Efter att data har analyserats lagras det i ett förenklat format i en MySQL databas för 

persistent lagring. Analysen av data går ut på att utvärdera sekvenser av data för att 

prediktera verktygsbrott/verktygsslitage. Efter utförd prediktion skickar systemet 

meddelanden till de klienter som berörs av prediktionen. 

Backend systemet utvecklades med hjälp av ramverken .NET Core [29] och Entity 

Framework [30] i programmeringsspråket C#. Utvecklingen skedde i Visual Studio 

2019 med Azure SQL databaser [31] för persistent lagring av data. Backend-

systemet består av ett API som tar emot rådata som genereras av maskinerna för att 

analysera det och konvertera det till en förenklad datamodell som vidare används av 

frontend systemet. API:et görs tillgängligt via https-anrop [32]. För datanalysen 

användes artificiell intelligens av typen neurala nätverk. 
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3.5 API 

För att enkelt kunna hämta data skapades ett API projekt med .NET Core Entity 

Framework i Visual Studio 2019. Genom att anropa olika så kallade endpoints kan 

man hämta data om maskiner, enskilda körningar, alla körningar från en enskild 

maskin och all data kring en körning som till exempel maskinhändelser. Detta API 

används även för att ladda upp rådata i form av JSON som konverteras till 

objektsform för att vidare lagras persistent i en databas. 

3.6 Artificiell Intelligens & Dataanalys 

Artificiell intelligens används framför traditionell numerisk analys då (1) tidigare 

arbeten inom applikationsområdet använder sig utav artificiell intelligens i sina 

lösningar. (2) Utifrån intervjuerna visade det sig att ingen enstaka parameter orsakar 

verktygsbrott/verktygsslitage utan det är ett samspel mellan alla parametrar, där 

vissa har större betydelse än andra. 

Eftersom typen av data i detta sammanhang är sekvenserade data som kommer i ett 

flöde kan inte traditionella neurala nätverk användas. Efter en del sökning hittades 

RNN och LSTM som kunde analysera sekvenserade data. 

Det fanns hopp om att kunna använda ramverket ML.NET [33] för att utföra 

maskininlärningen då det skulle förenkla integrationen till systemet. Dessvärre 

hittades ingen lösning kring sekvenserade data, därför valdes istället Python [34] för 

utvecklingen av det neurala nätverket i form av ett LSTM. För att skapa ett LSTM i 

Python användes Tensorflow [35] och Keras [36]. 

Vid analysering av maskindata användes Jupyter Notebook för snabb testning av 

Python-kod  [37]. I Jupyter Notebook laddades 200 dataobjekt in per körning, där 

varje objekt bestod av tio parametrar vid en viss tidpunkt med ca. 1 sekunds 

mellanrum vilket resulterade i ca. 3 minuter av data. Varför inte mer data laddades 

in berodde på hårdvaran som fanns tillgänglig, då det tog för lång tid att formatera 

och ladda data från den lokala databasen som befann sig på hårddisken. 
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För att kunna klassificera varje körning som laddades in för träning av det neurala 

nätverket, letade man efter en specifik maskinhändelse som en maskin skickar ut när 

den känner att ett verktyg har gått sönder. Utifrån det kan man klassificera varje 

körning som True (ett verktygsbrott har skett under körningen) eller False (ett 

verktygsbrott har ej skett under körningen). För att vara säker på att data speglar 

klassificeringen väljer man först om man ska ta data i slutet av en körning (om den 

inte har ett verktygsbrott) eller ta data innan maskinhändelsen för verktygsbrott körs 

(om det finns ett verkygsbrott). Därefter hämtas data baklänges antingen 200 objekt 

eller tills man möter en maskinhändelse som säger när ett verktyg har bytts ut. 

Detta försäkrar att data är mellan senaste verktygsbytet och innan verktygsbrott eller 

slutet av en körning, så att man fokuserar på ett verktyg per körning. För att få en 

bättre bild, se Figur 12 och Figur 13. 

 

Figur 12: Exempel på hur en körning kan se ut med och utan verktygsbrott. 

 

 

Figur 13: Exempel då den data som analyseras och dess position relativt event. 
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Därefter rensades och ”tvättades” datan för att ta bort anomalier som väldigt korta 

körningar eller körningar med data som bara består av nollvärden. Sedan sorterades 

data i varje körning efter sina tidspukter utifall att det är i oordning. I början av 

analysen visualiserades data för att få en bättre förståelse genom att jämföra en vanlig 

körning och en med verktygsbrott. 

Efter den visuella analysen normaliserades datan med standard scaler [38]. Denna 

metod skalar ner datan till mindre värden som blir lättare för en AI att lära sig på. 

Den formel som används i denna metod är Formel 1. 

FORMEL 1 

𝑦 =
𝑥 − 𝑢

𝑠
 

Där x är enskild input, u är medelvärde för alla värden och s är standard avvikelsen 

för alla värden. 

Ett LSTM nätverk skapades därefter för inlärning och nätverket består av främst 7 

lager där första lagret har 10 noder vilket motsvarar storleken på input data. Det 

andra till sjätte lagret har även 10 noder och det sista output lagret har 2 noder som 

representerar True och False. Varje lager har även en efterföljare som kallas 

Dropout som rensar bort 10% av noderna i ett lager för att förbättra träningen 

genom att göra det svårare för nästa lager att bearbeta värdena från tidigare lager. 

För att sedan validera ny data skapades ett program i Python som utför samma saker 

som analysen (rensar, tvättar och normalisera), sedan laddas noderna från den bästa 

träningen in för att köra validering på den nya datan och ge ett resultat. 

För att kunna mäta träffsäkerheten på denna AI utfördes en analysering av 116 

stycken körningar utan ett verktygsbrott och 20 stycken körningar med 

vekrtgsbrott, för att se hur ofta denna AI gissar rätt eller fel. 

3.7 Frontend 

För att kommunicera dataanalyseringar och datavisualiseringar med 

maskinoperatörer på ett effektivt sätt så skapades en applikation med ett grafiskt 

användargränssnitt. Frontend applikationen utvecklades mot moderna webbläsare 

och mobila enheter för att nå en så bred målgrupp som möjligt. 
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För att visualisera data som genererats av maskiner via frontend applikationen 

användes Chart.js [39] som är ett open source JavaScript bibliotek. Chart.js 

använder sig av HTML5’s canvaselement för att rita ut olika typer av diagram. Med 

hjälp av Chart.js skapades interaktiva linjediagram som innehöll ett eller flera dataset 

som innehåller mätvärden genererat av någon maskin. Längs y-axeln i diagrammen 

visas mätvärdenas numeriska värde och längs x-axeln visas tiden. På grund av 

anledningarna som tidigare nämnts i den här rapporten under rubriken 2.2 uteslöts 

visning av enheter för samtliga mätvärden. Interaktiviteten som implementerades i 

systemet är zoomning, panoering samt klickbara datapunkter som vid klickning visar 

fördjupad information om den valda datapunkten.  

Utvecklingen av frontend systemet skedde med hjälp av Visual Studio Code [40], 

som är en enkel men kraftfull källkodseditor. Applikationen som utvecklades 

använder sig av ramverken Angular [41] och Ionic [42]. Den främsta anledningen till 

att utvecklingen skedde med hjälp av dessa ramverk är att det endast krävs en kodbas 

för att skapa en responsiv applikation som fungerar på samtliga moderna webbläsare 

och mobila operativssystem. Ramverket Ionic gör det även möjligt att använda sig av 

en uppsjö av förskapade grafiska komponenter. Dessutom varierar känslan och 

utseendet av de grafiska komponenterna beroende på vilket operativssystem 

klientkoden exekveras på, detta för att förbättra användarupplevelsen av 

applikationen. 

Färgsättningen av applikationens gränssnitt gjordes utifrån Sandvik Coromants 

grafiska profil. Onlineverktyget ColorBrewer [43] användes för att välja en 

färgpalette som användes i datavisualiseringarna. ColorBrewer är ett verktyg som 

hjälper människor att välja ut bra färgscheman för kartor och annan grafik. 

Färgpaletten som valdes är inte optimal för personer med nedsatt färgseende. 

Anledning till att det här valet gjordes är att systemet endast är en prototyp och ett 

fullständigt system skulle med högst sannolikhet använda sig av olika inställningar för 

att ändra färgpaletten och därmed anpassa färgpalettens färger till olika färgseenden. 

3.8 SignalR 

För att skicka data från backend systemet i realtid till frontend systemet användes 

ASP.NET SignalR [44]. ASP.NET SignalR är ett bibliotek som förenklar processen 

att lägga till webbaserade realtidsfunktioner till applikationer. Kortfattat så gör dessa 

webbaserade realtidsfunktioner det möjligt för servern att skicka data till klienter så 

fort det finns tillgängligt utan att klienterna själva behöver kontakta servern. 
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Nyttolasten av den data som skickades i realtid från serversidan till klientsidan var 

mätvärden från maskinerna samt prediktioner av verktygsbrott. Mätvärdena från 

maskinerna användes för datavisualiseringar som uppdateras i realtid. Prediktionerna 

av verktygsbrott nyttjas på klientsidan för att skapa notifiktioner. Syftet med dessa 

notifikationer är att uppmärksamma användare av systemets prediktion av 

verktygsbrott som hen vidare kan agera på. 

3.9 Versionshantering 

För att hantera källkoden till de olika projekten som skapades under arbetet 

användes versionhanteringsprogrammet Git [45]. 
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4 Resultat 

Som tidigare nämnts i denna rapport kan mjukvarusystemet som skapades i det här 

arbetet endast ses som en prototyp av ett system för att analysera och visualisera data 

som genererats av maskiner för skärande bearbetning. Nedan i Figur 14 visas en 

konceptuell översiktsbild av mjukvarusystemet som skapades. Data som genereras 

av maskiner skickas till Backend delen av systemet via ett API. När data anländer till 

Backend delen av systemet processeras data för skapa en förenklad datastruktur samt 

analysera data för att prediktera verktygsbrott. Efter att en förenklad datastruktur 

har skapats lagras det persistent i en databas och vid en prediktering av verktygsbrott 

meddelas berörda klienter. Vidare kan klienter som använder sig av Frontend delen 

av systemet hämta realtid och historiska data från Backend systemet via API:et. 

 

Figur 14: Konceptuell översiktsbild av mjukvarusystemets beståndsdelar. 

Från en användares perspektiv så fungerar system som följande: Användaren 

prenumerar på de maskiner som användaren ansvarar för. Vidare genererar 

Frontend applikationen notifikationer till användaren baserat vilka maskiner 

användare prenumerar på. Nyttolasten av en notifikation som tas emot av 

användaren kan vara en maskinhändelse eller en prediktion om verktygsbrott baserat 

på systemets dataanalys som härstammar från Backend delen av systemet. Det finns 

även en vy som visar historiska notifikationer för de maskiner som användaren 

prenumererar på. 

En annan funktionalitet som systemet erbjuder är visualisering av maskinernas 

mätvärden och maskinhändelser, detta avser både historiska och realtids data. Syftet 

med dessa visualiseringar är att ge användaren information om hur mätvärden ser ut 

momentant då olika maskinhändelser inträffar samt hur olika mätvärden relaterar till 

varandra under produktion. 
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4.1 Användargränssnitt 

Mjukvarusystemets användargränssnitt tillhandahålls av frontend applikationen som 

utvecklades. Navigering av applikationens toppnivå sker med hjälp av 3 olika flikar: 

Notifications, Machines och Settings. Dessa flikar visas längst ner i figurerna: 14 – 

18. Notifications startvy som visas i Figur 15 visar en lista av aktuella notifikationer, 

dessa notifikationer kan bestå av händelser och prediktioner om verktygsbrott från 

maskinerna som användaren ansvarar över. Vid knapptryck på den gula knappen 

med texten ”Historical Notifications” navigeras användaren vidare till vyn som visas i 

Figur 16, här visas en lista över historiska händelser och prediktioner. Den 

information som visas för varje enskild händelse/prediktion är datum, maskinnamn 

och händelsetyp följt av verktygsnummer som händelsen/prediktionen avser. 

Prediktioner av verktygsbrott har även en procentuell sannolikhet som ger en 

indikation på hur stor sannolikheten är att ett verktygsbrott kommer att inträffa 

genom analysering av det senaste data som maskinen genererat. 

Startvyn för fliken Machines visar en lista av maskiner som användaren prenumerar 

på, denna vy visas i Figur 17. Tilläggning av fler maskiner sker via den gula knappen 

med texten ”Add Machine”, dock implementerades ej funktionaliteten för detta. De 

maskiner som visas i prototypen är samtliga maskiner som finns tillgängliga via 

API:et. Vid knapptryck på en maskin i listan navigeras användaren till en maskinvy 

som enbart visar information för just den maskinen. 

Maskinvyn består av datavisualiseringar i form av interaktiva linjediagram som visar 

maskinens historiska mätvärden och maskinhändelser. Ett exempel på en 

datavisualisering som finns i maskinvyn visas i Figur 18. Den interaktivitet som finns 

implementerad i linjediagrammen är zoomning, panorering samt klickbara punkter 

som vid klickning visar utökad information om det valda datavärdet. Vid klickning 

på den gula knappen med texten ”Live Data” navigeras användaren vidare till 

maskinens vy för realtidsdata. Vyn för realtidsdata visualiserar maskinens mätvärden 

och maskinhändelser i realtid, den här vyn åskådliggörs i Figur 19. I testningssyfte av 

applikationens datavisualisering i realtid utvecklades funktioner för att simulera ett 

flöde av inkommande realtidsdata. 

Vyn som visas vid navigering till fliken Settings saknar funktionalitet, potentiella 

användarinställningar för vidareutveckling diskuteras under rubriken 5.1 

Vidareutveckling. 

I Figur 20 visas hur användargränssnittets visualiseringar uppfattas av en människa 

med röd-grön färgblindhet. Med den nuvarande färgpaletten som används i 

datavisualiseringarna är det mycket svårt, om inte omöjligt att intuitivt särskilja olika 

dataset i visualiseringarna om man är drabbad av röd-grön färgblindhet. 
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Figur 15: Lista av notifikationer med dummy data. 
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Figur 16: Lista av historiska notifikationer med data genererat av maskiner. 
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Figur 17: Lista av maskiner som finns registrerade hos klient applikationen. 
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Figur 18: Visualisering av historiska data genererat av en maskin i from av ett linjediagram, i detta fall 
servomotortemperatur. Temperaturen visas längs y-axeln och tiden längs x-axeln. De vertikala streckade linjerna 

visualiserar maskinhändelser. 
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Figur 19: Realtidsvisualisering av data som genereras av en maskin. 
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Figur 20: Figur 18 sett utifrån perspektivet av en människa med röd-grön färgblindhet. 
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4.2 Backend 

Backend systemet består av flera delar som samspelar för att tillgodose de funktioner 

som övriga systemet krävde. Backend systemet fungerar då det kan ta emot och 

skicka data som planerat. Systemet kan analysera data samt lagra det persistent. För 

att se en översikt se Figur 14. 

Den kommunicerande delen av backend systemet är API-delen som kan ta emot 

information för lagring och analysering samt skicka information från systemet. 

Kommunikationen med API-delen sker med hjälp av https anrop och data skickas i 

form av JSON-objekt.  

Den inre delen av backend systemet består av en JSON-parser som konverterar 

JSON-data till en förenklad model som skapats, den används när ny data skickas in 

till systemet som då konverteras och lagras persistent i en databas. 

Lagrings-delen består av en MySQL databas som lagrar data av den förenklade 

modellen peristent. En lokal databas användes i detta arbete då det inte fanns något 

alternativ online som kunde erbjuda samma prestanda som krävdes utan att kosta en 

stor summa pengar. 

Ett exempel på dataflöde är när ett JSON-objekt bärande på data skickas in till 

systemet från en maskin visas i Figur 21.  

 

 

Figur 21: Exempel på sekvensdiagram när ett JSON-objekt med data skickas in till systemet. 

 

Machine är en maskin som genererar data. DataUploader är en API Controller som 

har en url address vilket data kan skickas till. JsonParseMaster är en klass som 

konverterar textsträngar till JSON-objekt. MasterAnalyzer är en klass som analysear 

data som skickats in från JsonParseMaster, för att predikteras. DataBlocksController 

är en API Controller som har en url address och som kan lagra och returnera data-

objekt. ToolBreakageWarning är en klass som skickar ut notiser till klienter om 

MasterAnalyzer predikterar ett verktygsbrott. Database är en databas. 
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4.3 Simulering 

Simuleringsprogrammet fungerar på sådant sätt att när man öppnar programmet får 

man välja om JSON-data som ska skickas, skall hämtas från en lokal databas eller 

lokala filer. Därefter laddas alla rader av JSON-objekt in i minnet för att sedan 

skickas via https till API:et. Data skickas kontinuerligt utan någon tidsfördröjning för 

att snabba på processen. 

4.4 Dataanalys 

Ett exempel på ett resultat från dataanalysen är en graf är på en vanlig körning och 

den andra är en körning med verktygsbrott. De blåa linjerna i graferna är de enskilda 

körningarna som analyseras och de orangea linjerna är medelvärdet på all historisk 

data av samma typ. Dessa medelvärden blir dock väldigt låga vilket gör att de kanske 

inte går att använda dom som riktlinjer för vad som är bra eller dåligt men, de ger 

en bra baslinje i jämförelse med den blåa grafen som representerar en körning. 

Det är svårt att se med blotta ögat på graferna och peka ut vad som har kunna gått 

fel utan expertkunskaper samt att en graf eller en typ av parameter inte ger en 

helhetsbild. Men det är en intressant att se hur värdena förändras då det är snabba 

förändringar på kort tid och ingen körning är den andra lik. 

Nedan visas tre exempel på data som ingår i analysen, det första exemplet visar 

matningshastighet i Figur 22, vidare visas spindelbelastning i Figur 23 och slutligen 

visas verktygsbelastning i Figur 24. 
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Figur 22: Data från två körningar på matningshastigheten, där en körning resulterar i verktygsbrott, märkt 
”Breakage: True”. 

 

Figur 23: Data från två körningar på spindelbelastningen, där en körning resulterar i verktygsbrott, märkt 
"Breakage: True". 



 

 
44 

 

Figur 24: Data från två körningar på x-axelns belastning, där en körning resulterar i verktygsbrott, märkt 
"Breakage: True". 

 

4.5 Artificiella Intelligensen 

Resultatet av en prediktering visas i form av en vektor med två värden. Dessa två 

värden i vektorn föreställer procentuella sannolikheten på True och False, vilket ska 

indikera om de inlästa data tyder på att något börjar gå fel eller inte, se Figur 25. I 

detta exempel är sannolikheten 65.4% att ett verktyg kommer att gå sönder. Varför 

resultatet blir på detta sätt beror på att klassifiseringen i träningsdata var True eller 

False vilket innebär två värden på klassificeringar. Utför man inlärning på till 

exempel ett problem som 10 stycken olika möjliga utfall, skulle resultatet vara en 

vektor av 10 element. 

 

 

 

 

 
Figur 25: Exempel på resultat av en 

prediktion. 

0.65463   0.34537 

True   False 



 

 
45 

Resultatet från analysen av träffsäkerheten på denna AI visas i Tabell 1 i form av en 

tabel som visar True Positive, True Negative, False Positive och False Negative. För 

att en prediktering skall godtas har en gräns på 80% fastställts, alltså om en 

prediktering inte går över 80% på antigen True eller False så anses den vara felaktig 

eller icke trovärdig. 

 I resultatet visar det sig då att denna AI kan predikera att ett verktygsbrott inte 

kommer att inträffa med 58.33% säkerhet och predikering av att ett verktygsbrott 

kommer att inträffa med en säkerhet på 9.52%. Men om detta ger någon indikation 

på verktygsslitage går det ej att säkert svara på. 

 

 

Tabell 1: TP/TN/FP/FN från valideringsresultatet. 

 

Resultatet ger inget dirket svar på frågeställningen ”Vad krävs för att prediktera 

verktygsbrott/verktygsslitage genom dataanalys?”. Det behövs mer data som 

vibrationer och värme, data behöver även komma med mindre tidsspann så att en 

prediktering kan utföras fortare samt att det ger mer data att träna på. 

4.6 Intervjuer med domänkunniga 

Nedan under rubriken 4.6.1 listas frågorna som ställdes till respondenterna följt av 

ett svar som är en sammanfattning av svaren från behovsanalysintervuerna. Vidare 

under rubriken 4.6.2 visas resultatet från utvärderingsintervjuerna. 

Behovsintervjuerna gav en stor inblick i skärande bearbetning, de problem som finns 

samt de behov som existerar. All den input som gavs via intervjuerna var 

grundläggande för arbetet och designen av mjukvarusystemet. Genom dessa 

intervjuer kan den första frågeställningen besvaras som lyder, ” Vilka parametrar har 

störst inverkan på verktygsbrott/verktygsslitage inom skärande bearbetning?”. Kort 

sagt är det alla parametrar som samverkar men de som har störst inverkan är 

vibrationer och värme. 

4.6.1 Behovsanalys 

Svaren som visas nedanför varje fråga är en sammanställning av respondenternas 

mest frekventa och anmärkningsvärda svar. 
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1. Hur ser en perfekt dag ut (arbete)?  

Allting går som planerat, arbetet som utförs skall vara proaktivt, inte reaktivt. 

Produktionen ska vara effektiv och produkterna som tillverkas skall hålla hög kvalité. 

Automatiseringar av processer leder till bättre bearbetningsekonomi. 

  

2. Hur når ni den perfekta dagen?  

Planering av arbetsprocessen. Förbrukningsartiklar ska finnas i lager och finnas där 

man förväntar sig att de ska vara. Program som ska användas skall finnas tillgängliga, 

testade och klara. Vid körning av nya produkter krävs testkörningar för att optimera 

driftparametrar, detta tar tid. Bra övervakning av statusen på verktygen i 

maskinerna. 

 

3. Hur skulle ni vilja ha det (i en perfekt värld)? 

Maskinoperatören blir varnad om något illa är på väg att hända. Samla samtlig 

information som en maskinoperatör behöver på ett ställe och gör det tillgängligt via 

ett mjukvarusystem. Automatisera så mycket som möjligt. Målet är att minimera 

kostnader och för att göra det måste man första dela upp processen i delmomenten 

som utgör hela processen. Program förutsätter att maskinen och arbetsstycke har 

perfekt vinklar, då verkligheten ser annorlunda ut så leder detta till att det idag 

krävs en hel del manuella kompenseringar i programmen. 

 

4. Saknar ni några digitala hjälpmedel? 

Något som varnar när något dåligt är på väg att hända. Mindre & medelstora företag 

saknar oftast digitala hjälpmedel då de inte ser någon vinst med det. Historiska data 

är intressant för att kunna gå tillbaka och se vad som gjorts tidigare och hur 

datavärden såg ut. Ett ERP systemet önskas för att följa och administera hela 

processen av produkter. Systemet ska visa relevant information på ett enkelt och 

tydligt sätt och finnas tillgängligt för handhållna enheter samt klara av en tuff miljö. 

Systemet ska minska konsekvenserna av att det finns kompetensskillnader hos 

maskinoperatörer. Användbarheten av systemet påverkas främst av hur väl man kan 

spegla verkligheten, utmaningar med det är till exempel antal möjliga 

kombinationer av bearbetnings processer, material på arbetsstycken och verktyg. 

 

5. Vad anser ni vara de mest påverkande faktorerna kring verktygsslitage? 
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Stabiliteten hos verktyget har stor betydelse när det kommer till verktygsslitage, 

dålig stabilitet leder till vibrationer som i sin tur leder till ökad friktion. 

Oftast görs det generaliseringar av skärdata eller verktygets geometri på grund av 

någon detalj som ska produceras kräver speciella förhållanden. 

Felaktig programmering kan generera fel skärdata. 

Sandvik Coromant har idag en webbsida som heter toolguide som tar in verktyget, 

bearbetningsprocess och arbetsstyckets material som input för att ge optimala 

skärdata som output. Oftast så är det dock väldigt högt i tak på den skärdata som ges 

som output i toolguide och för att optimera driften kan dessa justeras. 

 

6. Vid en sammanfattning, vilka parametrar tycker ni är mest intressanta? 

 

Samtliga parametrar är viktiga. 

Livsläng på verktyg i minuter och antal komponenter.  

Möjlighet till att monitorera ett flertal maskiner samtidigt. 

Visning av det kodblock som kördes när ett verktygsbrott uppstår. 

Kraften som inverkar på ett verktyg. 

Effektmätaren för maskinen. 

Spindeleffekten. 

Längd på verktyg, verktygsgeomteri. 

Tillgång till historiska data. 

 

7. Vilka är de vanligaste anledningarna till att ett verktyg går sönder (utanför 

just parametrarna)? 

Den mänskliga faktorn finns alltid, då många parametrar måste vara korrekt 

inställda. Någon viss produkt som skall tillverkas kräver ett långt verktyg som 

påverkar stabilitet negativt. Kan finnas föroreningar i arbetsstyckets material. Stress 

hos operatörer kan påverka då de oftast ansvar för ett flertal maskiner samtidigt 

under ett skift. Maskinoperatörernas kunskap och intresse påverkar, om något felar 

så vill man ta reda på varför om det finns intresse hos maskinoperatören. 
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8. Om ett verktyg går sönder innan “planerat”, förstår ni varför? Hur ofta 

förstår ni? (Procent & Svar) 

Mycket komplex att veta exakt varför ett verktyg går sönder, allt beror på 

informationen man har, hur längesen man kontrollerade verktygets skick, verktygets 

material/geometri, skärdata och arbetsstyckets material. 

 

9. Om ni använder flera maskiner samtidigt, hur håller ni koll på alla maskiner? 

Stor variation hos olika företag och hur pass digitaliserade de är. 

Varje maskingrupp 2+2 som betjänas av robotar. Visar vilka jobb som körs, och 

vilket program ska köras för nästa detalj. Verktygen som är igång och kör just nu 

finns det ingen information om. 

Grova uppskattningar. 

Ingen visualisering av nuvarande skick på verktyg finns. 

Långt ifrån alla verktyg har ett systerverktyg. Med systerverktyg menas ett identiskt 

verktyg som är placerat i samma magasin. 

Syn och ljudintryck. Lampor som visar olika färger beroende på maskinens status. 

Programmering så att en maskin stannar upp inför produktion av en kritisk del för 

detaljen. Detta är kostsamt då maskiner står stilla. 

Idag finns Sandvik Machining Insights som är ren övervakning av maskiner, dock 

hinner man inte reagera på något som rapporteras där. 

10. Om ni fick ett digitalt hjälpmedel för att hantera ett flertal maskiner, vilken 

information skulle ni vilja få då? 

Det digitala hjälpmedlet ska kommunicera följande information: 

• Återstående tid innan någon åtgärd krävs 

• Notifikationer om något behöver korrigeras 

• Prioritera notifikationer baserat på kostnad per tidsenhet 

• Visualisera status på de verktyg som just nu är i maskinen 

• Informera om maskinens serviceintervaller och skärbyten 

• Visualisera maskinens data i grafer 

 

11. Hur ser hanteringen av verktygsslitage ut? 

Varierar stort mellan olika företag. 
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Vissa knäpper kort och dokumenterar för att se förslitning över tid. 

Oftast gör man en grov uppskattning som baseras på tidigare erfarenhet för hur 

länge ett verktyg kommer att hålla. 

I framtiden kommer det finnas kameror inuti maskinen som skall identifiera slitage. 

Vid verktygsbrott finns det generellt två olika sätt. Antingen har man verktyg med 

systerverktyg så man byter bara hållare. Om inte det finns verktyg med 

systerverktyg måste man stanna maskinen för att byta verktyg. 

 

12. Hur hanterar ni oplanerade driftstopp? 

Oftast finns det uppsatta rutiner hos företaget. 

När något felar så bokförs en rapport av händelsen och de som kan åtgärda felet 

underrättas. Maskinoperatören åtgärdar nästan aldrig felet på egen hand utan måste 

söka assistans av tekniker. 

 

13. Hur ofta behöver ni experthjälp, för att analysera ett verktyg som har gått 

sönder? 

Beror på hur långt processen har gått, finns det något kvar av verktyget att 

analysera? I stort sett alltid behöver en maskinoperatör experthjälp för att identifiera 

anledningen till ett verktygsbrott. 

Hos mindre kunder finns det oftast större kompetens hos maskinoperatörerna, när 

företaget växer och blir mer komplext sänks ofta den generella kompetensen hos 

maskinoperatörerna. 

 

14. Vilka behov ser ni idag som andra operatörer kanske inte är medvetna om? 

Hur man ser att en skäregg är ok eller inte. Oftast ser inte en maskinoperatör den 

stora bilden av produktionen, utan endast det dem ägnar sig åt. Det här 

tunnelseendet kan leda till försämrad resursfördelning i produktionen. Överlag 

saknas maskinoperatörer med bra programmeringskunskap. Statistiskt underlag som 

förklarar till varför saker är som det är i produktionen. 

 

15. Hur stor inverkan har en maskinoperatörs erfarenhet på hur de hanterar 

verktygsslitage/haveri? 

Stor skillnad, en mindre erfaren maskinoperatör behöver mer assistans. 
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4.6.2 Utvärdering 

Resultatev av utvärderingen av systemet var att 4 respondenter intervjuades och 

underlaget som användes vid intervjutillfällena visas under Bilaga B. Frågorna som 

ställdes var uppdelade i två olika kategorier, betygsättningsfrågor och kvalitativa 

frågor.  

4.6.2.1 Resultat av frågor med betygsskalan 1–10 

Resultatet av respondenternas svar på betygsättningfrågorna visas nedan i Figur 26 i 

form av ett stapeldiagram. Längs y-axeln går betygsskalan 1-10, där 1 är sämst och 

10 bäst. På x-axeln finns varje fråga som ställdes och respondenterna representeras 

med hjälp av olika färger på staplarna. 

 

Figur 26: Respondenternas betygsättning av prototypen vid utvärderingsintervjuerna. 

4.6.2.2 Resultat av kvalitativa frågor 

För att sammanfatta respondenternas svar på de kvalitativa frågorna listas först själva 

frågan följt av ett sammandrag av respondenternas svar. 

• Ser ni at denna applikation förbättrar arbetet? 

1

2

3

4
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6

7

8

9

10

fråga 1 fråga 2 fråga 3 fråga 4 fråga 5 fråga 6 fråga 7 fråga 8 fråga 9 fråga 10

Respondenters betygsättning av 
prototypen utifrån intervjufrågor

respondent 1 respondent 2 respondent 3 repsondent 4
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De ansåg att systemet skulle förbättra arbetet. Det som skulle förbättras var 

tillbakablickande, mobilitet och säkerhet. Då produktion oftast sker dygnet runt så 

finns det idag inte något enkelt sätt att blicka tillbaka på historiskt data berörande 

produktionen. Många maskinoperatörer ansvarar för flera maskiner samtidigt och 

har därtill kringjobb, en mobilapplikationen skulle därför förenkla deras arbete att 

övervaka produktionen samt kunna agera om någon produktionskritisk händelse 

inträffar.  

• Ser ni att denna applikation kommer vara störande?  

Ett överflöd av notifikationer kan vara stressande för användaren, till exempel så är 

inte varje verktygsbyte intressant för en maskinoperatör. Systemet kan också vara 

påfrestande att använda om det kräver mycket manuell interaktion för att få en 

helhetsbild av vad som sker under olika tidpunkter. 

• Vilken information vill man få vid prediktion av verktygsbrott? 

Vilket verktyg prediktionen berör, till exempel verktygsnummer eller 

identifikationsnummer för verktyget. Annan information som är intressant är 

skärdata och vilket kodblock som exekverades. 

• Anser ni att denna applikation saknar något? 

Samtliga respondenter var överens om att systemet måste vara anpassningsbart. 

Anledning till detta är att olika företag som arbetar med skärande bearbetning kan 

arbeta på olika sätt. Men också att olika roller inom ett företag är intresserade av 

olika parametrar som också kan ändras med tiden. Exempel på anpassningbarhet 

som efterfrågades var en översiktvy av maskinerna som användaren själv kan anpassa 

efter behov. 

Vid visning av olika maskinhändelser i listvyer skulle färg- eller formkodning 

effektivisera identifikation av viktiga händelser. Exempel på detta är att 

verktygsbyten är planerade händelser som inte är så intressanta för en 

maskinoperatör, medan verktygsbrott är helt oplanerade och är därav mer 

intressanta. 
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5 Diskussion 

Det som vi upplevde vara den största utmaningen i detta arbetet var prediktering av 

verktygsslitage och verktygsbrott. Anledning till detta är att de är väldigt komplexa 

fenomen som påverkas av en mängd olika parametrar. En del av dessa påverkande 

parametrar saknades i det data som maskinerna genererade. Vidare för att optimera 

den skärande bearbetningen ligger svårigheten i att identifiera och presentera för 

maskinoperatörer/tekniker varför verktygsslitage/verktygsbrott inträffar så att de 

kan vidta nödvändiga åtgärder. 

Påbörjandet av arbetet påverkades mycket av långa väntetider för att erhålla 

information och data. Vilket ledde till att det praktiska arbetet inte kunde påbörjas 

under arbetets första två veckor. Den här tiden utnyttjades istället till att planera 

arbetet samt att utföra behovsanalyser i form av intervjuer med domänkunniga. 

För att svara på frågeställningen ”Hur man kan visualisera maskindata för att göra det 

lättillgängligt för tekniker/maskinoperatörer?” utfördes intervjuer med 

domänkunniga. Intervjuerna gav oss god insikt om hur de vill att systemet ska 

fungera och vilka funktioner som efterfrågas. För att nå ett så bra resultat som 

möjligt krävs ett iterativt arbete där användare och andra intressenterade har 

möjlighet att ge input på utvecklingen av systemet. Det vi identifierade som mest 

betydelsefullt vid visualisering av maskindata är att visualiseringarna skall vara 

anpassningsbara med en hög abstraktionsnivå som ger användaren ett enkelt sätt att 

få en förklarande helhetsbild utifrån deras specifikationer. 

5.1 Vidareutveckling 

Under arbetets gång upptäcktes ett antal vidareutvecklingar som skulle förbättra 

systemet. Upptäckterna gjordes i första hand genom feedback från 

tekniker/maskinoperatörer vid intervjutillfällena.   

Vid visualisering av mätvärden från en bearbetningsprocess skulle det vara positivt 

att samtidigt visualisera optimala mätvärden för att på så sätt ge användaren av 

systemet en tydlig målbild att sträva mot. Detta skulle dock kräva fördjupad 

dataanalysering för att hitta de optimala mätvärdena baserat på alla ingående 

parametrar i den skärande bearbetningen. Dataanalysen skulle behöva ta den 

bearbetande processen, arbetsstyckets material, verktygets geometri m.m. i 

beaktning. 
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För att alla ska få en så bra användarupplevelse som möjligt bör användare kunna 

anpassa applikationen efter behov. En viktig inställning är kunna anpassa färgerna av 

applikationens användargränssnitt för personer med nedsatt färgseende för att 

undvika misstolkningar. Till exempel har personer med röd-grön färgblindhet 

mycket svårt att särskilja röda och gröna nyanser.  

Ljusnivån i olika miljöer och användares preferenser kan variera enormt, därför kan 

en inställning som anpassar användargränssnittets färgtema förbättra 

användarupplevelsen. Exempel på andra användarinställningar som skulle kunna 

förbättra användarupplevesen är olika visningsalternativ för vilket data eller vilka 

händelser som ska presenteras. Även inställningar för vilka notifikationer som ska 

presenteras är relevant för att motverka stress hos användare. Stress skulle kunna 

förekomma hos användare om notifikationerna överbelastar användaren. 

5.2 Dataanalys 

Den dataanalys som utfördes gav ingen större indikation på vilka parametrar som 

utgjorde störst påverkan på verktygsbrott eller slitage. Men det gav ändå en bra 

förståelse på hur denna insamlade data ser ut över tid. Som det nämndes i resultatet 

var kanske inte den historisk data som visades helt användbar, på grund av körningar 

med väldigt låga värden som då sänkte medelvärdena. Men det gav ändå en bra 

baslinje att följa vid visuell analys. 

Vi trodde att eftersom data visar när en maskin märker att ett verktyget har gått 

sönder genom att med jämna mellarum analysera arbetsstycket, att det skulle vara 

möjligt att kunna se verktygsslitaget tydligt innan verktygsbrottet inträffar. Det gick 

att se på ett ungefär hur vissa värden väldigt snabbt höjs under en kort tid. Så hade 

mer tid funnits så hade dessa parametrar behövt analyseras djupare så att man kanske 

kunna lägga vikt på de parametrar som man misstänker har större inverkan på 

verktygsslitage som leder till verktygsbrott. 

Utifrån intervjuerna ansåg de flesta att de parametrar som har störst indikation på 

verktygsslitage/verktygsbrott är vibrationer på verktyget, värme på skäret (friktion) 

och akustiken i maskinen. Dock fanns dessa parametrar inte i den data som vi 

arbetade med, vilket gjorde arbetet svårare. Något som alla dessa parametrar har 

gemensamt är att de är implicit skapade från en del av de parametrar som vi hade, 

vilket kanske betyder att de parametrar som fanns borde varit tillräckliga ändå om 

tidsspannet hade varit mycket kortare, men vid värmeberäkning hade 

materialegenskaper behövts. 
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5.3 Artificiell intelligens 

Resultatet av den AI som skapades var 58.33% träffsäkerhet på körningar utan 

verktygsbrott och 9.52% på körningar med verktygsbrott. Det är ett resultat är 

varken bra eller praktiskt. Även om denna AI är mer säker på körningar som inte 

borde orsaka verktygsbrott, är det ändå 24.28% chans att den predikterar ett 

verktygsbrott när det inte kommer att hända. 

Till skillnad från de tidiagre arbeten som nämns i 2.4.4, hade vi inte någon 

kontrollerad testmiljö. Den data vi fick var från tidigare körningar med olika 

material, ordrar och verktyg. Det är ändå en stor sannolikhet att den maskin vi valde 

att hämta data från, körde samma process dygnet runt. Men en nackdel med att köra 

på samma parametrar hela tiden är att det neurala nätverk som tränas blir väldigt 

specialiserad. Vilket kan vara en nackdel vid framställning av en generell AI för 

prediktion av verktygsbrott. 

Utifrån att maskindata bestod av flera parametar i tidssekvens sågs LSTM som ett bra 

val utifrån dess förmåga att behålla ett minne över tid. Flera förbättringar kan 

tillämpas, som att inte ha en fixerad längd på input-data i nätverket. Som det 

tillämpades i detta arbete nollades värden som inte blev ifyllda om datasetet var för 

litet jämnfört med träningsdatasetet. I efterhand har vi lärt oss att Keras kan ta helt 

variabla längder av dataset i både träning och prediktering. 

Ett annat problem som uppstår är att ett nätverk måste tränas gång på gång för att 

förbättras samt att det måste skapas olika nätverk för olika processer och material på 

samma maskin. Därför kan ett PNN vara mer intressant i framtiden då de i teroin 

kan träna sig själva. Det saknades även en del viktig data som hade varit användbar, 

som vibrationer för att på säkert sätt kunna prediktera verktygsbrott. 

Om våra förslag följs om att minsta tidsspannet mellan data för att öka precisionen 

kan datatrafiken ökas markant vilket inte är en hållbar lösning Däremot kan den 

analytiska processen med en AI installeras på samma fysiska plats som en maskin, 

vilket gör att de skulle kunna ta emot mycket mer data utan att belasta intranätet. 

5.4 Etiska- och hållbarhetsperspektiv 

Vid intervjutillfällen informerades respondenten om vilka vi är, arbetet i allmänhet, 

syftet med intervjun och att deltagande är frivilligt. Respondenternas 

personuppgifter och svar hanterades konfidentiellt. 

Resor som krävdes i samband med arbetet skulle vara ekologiskt- och ekonomiskt 

hållbara. När möjligheten gavs skulle resor ske kollektivt där tid och pris vägdes in 

för att välja det bästa alternativet. 
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Slutprodukten av arbetet, d.v.s. mjukvarusystemet som utvecklades strävade efter 

att prediktera verktygsbrott/verktygsslitage för att sedan kommunicera det till 

tekniker/maskinoperatörer av systemet via datavisualisering. Vid ett slutfört arbete 

med ett lyckat resultat skulle mjukvarusystemet avlasta 

teknikers/maskinoperatörers arbetsuppgifter genom att förebygga driftstopp på 

grund av felande verktyg. Det skulle i sin tur leda till bättre produktivitet och 

driftsäkerhet, och därav öka hållbarheten.  
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6 Slutsats 

Målet med detta arbete var att optimera skärande bearbetning med hjälp av 

dataanalys och visualisering. För att prediktera verktygsslitage/verktygsbrott och 

vidare presentera det för tekniker/maskinoperatörer på ett lättillgängligt sätt. 

Hade det här målet uppfyllts skulle det medföra optimering av den skärande 

bearbetningen. Slutsatsen är att mer tid för utveckling/undersökning krävs för att 

skapa en optimal visualisering som är anpassningsbar för olika användares behov. För 

att kunna prediktera verktygsbrott och verktygsslitage behövs mer detaljerade och 

relevanta data, samt ett mindre tidsspann mellan data. 
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Appendix A 

Intervjuer av Operatörer  

Syfte  
Identifiera problem, arbeten och intressen hos maskinoperatörer i tillverkande industri. 
Hur de vill få information presenterad. Deras vision av en perfekt dag.  Frågorna är tänkt 
att ställas till operatörer men kanske även experter.   
  

Frågor  
1. Hur ser en perfekt dag ut (arbete)?  
2. Hur når ni den perfekta dagen?  
3. Hur skulle ni vilja ha det (i en perfekt värld)?  
4. Saknar ni några digitala hjälpmedel? 
5. Vad anser ni vara de mest påverkande faktorerna kring verktygsslitage? 
6. Vid en sammanfattning, vilka parametrar tycker ni är mest intressanta? 

a. Historiskt  
b. Realtid  

7. Vilka är de vanligaste anledningarna till att ett verktyg går sönder (utanför just 
parametrarna)?  
8. Om ett verktyg går sönder innan “planerat”, förstår ni varför? Hur ofta förstår 
ni? (Procent & Svar) 
9. Om ni använder flera maskiner samtidigt, hur håller ni koll på alla maskiner? 
10. Om ni fick ett digitalt hjälpmedel för att hantera ett flertal maskiner, vilken 
information skulle ni vilja få då?  
11. Hur ser hanteringen av verktygsslitage ut?  
12. Hur hanterar ni oplanerade driftstopp? 
13. Hur ofta behöver ni experthjälp, för att analysera ett verktyg som har gått 
sönder?  
14. Vilka behov ser ni idag som andra operatörer kanske inte är medvetna om? 
15. Hur stor inverkan har en maskinoperatörs erfarenhet på hur de hanterar 
verktygsslitage/haveri? 
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Appendix B 

Utvärdering av applikationen 
Syfte 

Att identifiera det som är bra och mindre bra i applikationen, samt identifiera om någon 

funktionalitet saknas. 

Frågor med betygsskalan 1–10.  
 

1. Hur enkelt kan man utläsa enskilda värden från datavisualiseringarna? 

2. Hur enkelt kan man jämföra värden från olika dataset i samma datavisualisering? 

3. Hur enkelt kan man jämföra värden från olika dataset i olika datavisualisering? 

4. Hur enkelt är det att utläsa maskinhändelser från datavisualiseringarna? 

5. Hur väl fungerar interaktiviteten? (zoomning, panorering, klickbara datapunkter) 

6. Hur enkelt kan man välja tidsspannet för datavisualiseringen? 

7. Hur relevant är notifikationernas information? 

8. Är applikationen enkel att använda? 

9. Hur bra är läsbarheten av informationen? 

10. Hur relevant är informationen? 

Kvalitativa frågor.  
 

1. Ser ni at denna applikation förbättrar arbetet? 

2. Ser ni att denna applikation kommer vara störande?  

3. Vilken information vill man få vid prediktion av verktygsbrott? 

4. Anser ni att denna applikation saknar något 


