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Sammanfattning

Foretag och organisationer som tillhandahaller kundsupport via e-post
kommer 6ver tid att samla pa sig stora mingder textuella data. Tack vare
kontinuerliga framsteg inom Machine Learning 6kar standigt méjligheterna att
dra nytta av tidigare insamlat data for att effektivisera organisationens framtida
supporthantering. Syftet med denna studie ar att analysera och utvirdera hur
Deep Learning kan anvandas for att automatisera processen att klassificera
supportirenden. Studien baseras pa ett svenskt foretags doman dar
klassificeringarna sker inom foretagets fordefinierade kategorier. For att bygga
upp ett dataset extraherades supportirenden inkomna via e-post (par av rubrik
och meddelande) fran féretagets supportdatabas, dir samtliga drenden
tillhorde en av nio distinkta kategorier. Utvirderingen gjordes genom att
analysera skillnaderna i systemets uppmitta precision da olika metoder for
datastidning anvandes, samt da de neurala nitverken byggdes upp med olika
arkitekturer. En avgransning gjordes att endast undersoka olika typer av
Convolutional Neural Networks (CNN) samt Recurrent Neural Networks
(RNN) i form av bade enkel- och dubbelriktade Long Short Time Memory
(LSTM) celler. Resultaten fran denna studie visar ingen 6kning i precision fér
nagon av de undersokta datastddningsmetoderna. Dock visar resultaten att en
begransning av den anvanda ordlistan heller inte genererar nagon negativ
effekt. En begrdnsning av ordlistan kan fortfarande vara anvandbar for att
minimera andra effekter sd som exempelvis traningstiden, och eventuellt dven
minska risken fér 6veranpassning. Av de undersokta nitverksarkitekturerna
presterade CNN bittre an RNN pa det anvinda datasetet. Den mest
gynnsamma nétverksarkitekturen var ett natverk med en konvolution per
pipeline som for tva olika test-set genererade precisioner pa 79,3 respektive
75,4 procent. Resultaten visar ocksa att nagra kategorier ér svarare for
nitverket att klassificera dn andra, eftersom dessa inte ar tillrackligt distinkta

fran resterande kategorier i datasetet.

Nyckelord: Naturlig sprakbehandling, Textklassificering, Convolutional
Neural Network, Long Short Time Memory
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Abstract

Companies and organizations providing customer support via email will over
time grow a big corpus of text documents. With advances made in Machine
Learning the possibilities to use this data to improve the customer support
efficiency is steadily increasing. The aim of this study is to analyze and evaluate
the use of Deep Learning methods for automizing the process of classifying
support errands. This study is based on a Swedish company’s domain where
the classification was made within the company’s predefined categories. A
dataset was built by obtaining email support errands (subject and body pairs)
from the company’s support database. The dataset consisted of data belonging
to one of nine separate categories. The evaluation was done by analyzing the
alteration in classification accuracy when using different methods for data
cleaning and by using different network architectures. A delimitation was set
to only examine the effects by using different combinations of Convolutional
Neural Networks (CNN) and Recurrent Neural Networks (RNN) in the shape
of both unidirectional and bidirectional Long Short Time Memory (LSTM)
cells. The results of this study show no increase in classification accuracy by
any of the examined data cleaning methods. However, a feature reduction of
the used vocabulary is proven to neither have any negative impact on the
accuracy. A feature reduction might still be beneficial to minimize other side
effects such as the time required to train a network, and possibly to help
prevent overfitting. Among the examined network architectures CNN were
proven to outperform RNN on the used dataset. The most accurate network
architecture was a single convolutional network which on two different test
sets reached classification rates of 79,3 and 75,4 percent respectively. The
results also show some categories to be harder to classify than others, due to
them not being distinct enough towards the rest of the categories in the

dataset.

Keywords: Natural Language Processing, Text Classification, Convolutional

Neural Network, Long Short Time Memory
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1 Introduktion

Natural Language Processing (NLP) behandlar i stora drag en dators formaga att
uppfatta och tolka semantiken i vardagligt sprak. Som forskningsomrade har NLP
studerats under en lingre tid, men det var inte f6rran i slutet pa 1980-talet, da detta
kombinerades med framstegen inom Machine Learning, som det pa riktigt bérjade fa
faste i praktiken [1]. NLP bestar av manga specifika tillimpningsomraden som
taligenkénning, sprakforstaelse och sprakgenerering som alla har sina specifika
utmaningar. Appliceringar av NLP har linge dominerats av nagra fa stora aktérer
(exempelvis Google och Facebook), men med dagens verktyg ar teknikerna nu aven

lattillgingliga for savil mindre foretag som entusiaster.

1.1 Problembeskrivning

Foretag och organisationer som tillhandahaller kundsupport via e-post kommer med
tiden samla pa sig stora mangder textuella data. Denna datamangd star i manga fall
outnyttjad, trots att organisationen skulle kunna dra nytta av informationen den
besitter. Detta galler specifikt for foretag som ar i ett vaxande stadie, dar bade
organisationen i sig samt supportavdelningen delas in i fler specifika subgrupper. I
situationer som dessa dér supportarenden fortfarande tar samma vég in i systemet
(dvs hamnar i samma inkorg) kommer en klassificering av nagon form att behévas.
En sadan klassificering kan géras av en manuell resurs inom organisationen. Detta
ger sannolikt hog precision om det utfoérs av en domankunnig person. Problemet ar
att drendet troligtvis far spendera lingre tid inom systemet innan det blir besvarat i
och med att det forst far std i ko pa tva stallen, se Figur 1.
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Figur 1: Norma]tﬂb'de av supportirenden vid manuell k]assgﬁcerin(q.

Specifik k6 3

For att effektivisera hanteringen av supportirenden dr det gynnsamt om
klassificeringskon kan automatiseras sa att klassificeringen sker direkt da ett nytt
arende kommer in. Inom NLP finns ett delomrade som behandlar klassificering av
textdokument, dar flertalet klassificeringsalgoritmer inkluderas. I och med
utvecklingen inom Deep Learning appliceras dock numera klassificeringsuppgifter i

allt storre grad pa sadana tekniker [2].



1.2 Syfte och fragestillning

Denna studie syftar till att underska hur Deep Learning kan anvandas for att med
hjalp av insamlade supportdata effektivisera ett svenskt foretags framtida
supporthantering. For att underscka detta ska ett system utvecklas for att
automatisera klassificeringen av inkommande supportarenden sa att drendet direkt
kan na fram till ratt supportteam. Studien kommer avgrinsas till att endast
undersoka neurala natverk av arkitekturerna LSTM, Bi-LSTM, CNN samt
kombinationer av dessa. Dessa arkitekturer beskrivs mer djupgiende i avsnitt 2.1.

De forskningsfragor som studien dmnar besvara ar:

e Till vilken grad kan ett automatiskt textklassificeringssystem korrekt
klassificera nya supportarenden?

® Hur kan textuellt brus elimineras i syfte att 6ka systemets tillforlitlighet?

e Vilken natverksarkitektur ger hégst precision vid klassificering av

supportarenden?



2 Teoretisk bakgrund

Deep Learning definieras som en samling automatiska lirande-algoritmer som
baseras pa artificiella neurala nitverk (ANN). Da Deep Learning anvands for
textklassificering innebér det saledes att ett ANN skapas som sedan forses med en
mangd texter som redan har en kind klassificering. Genom att natverket lar sig
kédnna igen monster i datamangden ar malet att det ska lara sig vilka faktorer som gér
att en viss text tilldelats en viss kategori. Tanken ar sedan att upplarningen ska

kunna generaliseras till att dven korrekt kunna kategorisera nya textdokument.

Iden bakom ANN:s presenterades redan pa 40-talet av Warren McCulloch och
Walter Pitts [3] och ar designade for att efterlikna manniskans hjarna. De bestar i
korta drag av ett antal neuroner som sammanbinds med varandra genom olika lager.
Ett ANN i enklaste form bestar av ett input-lager och ett output-lager med ett dolt
lager daremellan, se Figur 2, men kan i andra fall dven besta av ett godtyckligt antal
dolda lager diremellan. Anledningen till att det kan vara gynnsamt att infora flera
dolda lager i ett ANN ar primart att varje lager da kan anpassas till att identifiera en
specifik faktor. Olika uppgifter kan saledes delas upp lager emellan sa att
klassificeringen gérs noggrannare. Nar ett natverk har fler an ett dolt lager brukar
det kallas for ett Deep Neural Network (DNN) [4]. Lager som ser ut enligt Figur 2,
dér alla neuroner i ett lager har en koppling till samtliga neuroner i nésta lager,
brukar bendmnas ett dense lager.

Dolt

Input lager

Output

Figur 2: En enkel modell av ett artificiellt neuralt ndtverk (ANN). Varje neuron representeras av en cirkel dar
neuroner i samma farg tillhor samma lager.



Grundpelaren hos ett lagers neuroner éar dess aktiveringsfunktion.
Aktiveringsfunktionens uppgift ar att omvandla en input till en output enligt Figur 3,
dér frepresenterar en godtycklig aktiveringsfunktion. Omvandlingen sker genom att
funktionen appliceras pa en bias-term (b) som adderats med den viktade summan
(med vikterna w;-w,) av samtliga inputs (x;-x,). Under upplarningsfasen kommer
nitverket att justera bade vikterna och bias-termen for samtliga neuroner for att

uppna hégsta mojliga precision i sin klassificering [4].

)

Figur 3: Hur en neurons aktiveringsfunktion omvandlar input till output.

Figur 4 beskriver flodet fran traning till testning for ett neuralt nétverk. Flodet
bygger pa att den tillgangliga datamangden delas in i tre olika grupper; en for
traning, en for validering och en for testning. Natverkets larande baseras pa
traningsmangden genom att det ar efter denna som natverket uppdaterar sina vikter
och bias-termer. Nitverket kommer trana i ett visst antal epoker, dvs ett visst antal
varv som traningsmangden ska gas igenom innan traningsprocessen anses fardig.
Efter varje epok gors en validering med data som nitverket inte anvént for att
anpassa sina vikter. Detta gors for att sikerstalla att natverkets precision 6kar aven
for data som det aldrig sett forut. Genom att analysera resultaten fran valideringen
kan &veranpassning (eng. overfitting) lattare identifieras. Overanpassning innebar att
nitverket anpassats for mycket efter trainingsmangden for att pa ett bra satt kunna
generalisera sina resultat till att klassificera nya fall. Nar traningsprocessen ar fardig

kan test koras mot test-datasetet.

Tréaning av
natverk

Validering av
natverk

Initiera

natverket ‘epok = epok + 1

A

Sant

epok <n_varv ?

Testning av
natverk

Figur 4: Flodesschema over upp]c'imingsfasen fb’r ett neuralt natverk.



2.1 Natverksarkitekturer

Som tidigare naimnts bestar ett neuralt natverk av ett antal lager. Varje lager
kommer i sig ha en egen arkitektur, och nitverkets arkitektur kommer i sin tur att
definieras av kombinationen av dess samtliga lagers arkitekturer. Arkitektur i detta
sammanhang innefattar flera olika saker. Dels siger arkitekturen hur lagrets inre
dynamik dr uppbyggd, genom vilken sorts lager som anvinds. Dock kan det aven
finnas sma skillnader inom olika lager av samma typ. Detta definieras vid skapandet
av lagret och benamns vanligen som lagrets hyperparametrar. Med hyperparameter
menas en parameter som inte har nagot forbestamt varde for det specifika fallet. For
att komma fram till ratt vairden for hyperparametrarna gors vanligen en systematisk
finjustering (eng. fine-tuning). Till sist kan olika lager ocksa besta av olika

aktiveringsfunktioner efter vad som anses ge 6nskad output.

For att processa text genom ett natverk ar det ofta gynnsamt att konvertera ord till
en motsvarande ordvektor. Detta kan géras manuellt, men kan ocksa byggas in i
nitverket genom att sitta ett embedding-lager som natverkets forsta lager [5]. Detta
lager kommer da automatiskt att transformera ord-index till en representativ ord-
vektor av vald dimensionalitet. For klassificeringsuppgifter ar normalt natverkets
sista lager av typen dense, med antalet neuroner satt till lika manga som antalet
kategorier att klassificera mellan. Lagret anvinder sig sedan av aktiveringsfunktionen
softmax som for varje neuron kommer generera ett sannolikhetsvirde att en given
input tillhér denna kategori [6]. Sannolikhetsvardet (s,) baseras pa den aktuella
neuronens input (y;) och summan av lagrets samtliga neuroners input (y,), enligt

ckvation 1, dar C motsvarar antalet kategorier klassificeringen sker mellan.

eyi

SIS oy 1)
Jj=1
Neurala natverk brukar definieras efter vilka typer av lager natverket har i sina dolda
lager. I nedanstdende avsnitt kommer de tva vanligaste arkitekturerna for
textklassificering att beskrivas; Convolutional Neural Networks och Recurrent

Neural Networks.

2.1.1 Convolutional Neural Networks

Convolutional Neural Networks (CNN) ar uppbyggda for att efterlikna hur hjarnan
arbetar for att kanna igen visuella objekt, och har saledes utvecklats primért for att
anvandas inom bildklassificeringsuppgifter [7]. Klassificeringen gors genom att en
input omvandlas till en output genom att mindre delar av inputen analyseras for sig.
Bildanalyser kommer saledes goras pa ett satt sd att varje pixel endast kommer
relatera till sin egen omgivning i bilden [8]. For bildrelaterade uppgifter anvinds
normalt tva-dimensionella CNN:s, men en-dimensionella CNN:s har aven visat sig

ge bra traffsikerhet for textklassificering [9][10][11].



Ett CNN iér i grund och botten ett neuralt natverk dar ett eller flera av de dolda
lagren bestar av en konvolution [12]. En konvolution ar en funktion, i detta fall

avsedd for matriser, som vid ett en-dimensionellt tillstand ser ut enligt ekvation 2.

m
y=x*w—>y[i]=pr[i+m—k]w[k] )
k=1

Den fundamentala tanken bakom ekvation 2 ar att en input-matris (x) ska omvandlas
till en representativ feature map (y). Detta gérs genom att lata inputen paverkas av
ett filter (w) i form av en annan matris. Det som hander i ekvation 2 ar att filtret
stegvis forflyttas Gver input-matrisen. For varje position i relation till inputen som
filtret har sker en elementvis multiplikation mellan filtret och det delsegment av
inputen (x,) som filtret for given position ticker. Dessa produkter kommer slutligen
summeras till ett skalart virde. Nar filtret rort sig 6ver hela inputen kommer
samtliga utraknade skaldrer tillsammans att bilda en output-matris, och det dr denna
som avses med konvolutionens feature map [8]. Konstanten m motsvarar antal

element i filtret (w). Om n motsvarar antal element i inputen (x) géller att m < n.

For textklassificering kommer ett en-dimensionellt konvolution att anvindas. Detta
innebar att filtret endast kommer rora sig i en riktning. Figur 5 visar ett exempel pa
hur detta gar till med en-dimensionella ordvektorer, dar filtret ror sig i steg om s
(strides). I ett verkligt scenario kommer ordvektorerna vanligen vara av hogre

dimensionalitet, och i sadana situationer 6kar dimensionaliteten pa filtret enhetligt.

X! w.
3|2|1|7(|1]|2|5]|4 Vo |% |1 | Va

1
y[lJ=3xZ+2xl+

3 1
IXZ+TX5=T V1|1 | % | %

1
y[2]=1xz+7xl+

3 1 ;
5XZ+4X§=8 : 1/4 1 3/4 1/2

Figur 5: Exempel pd berdkning som sker inuti en en-dimensionell konvolution ddr en input-matris, x, pdverkas
av ett filter, w, for att bilda en representativ feature map, y.



En feature map kan ibland ocksa kallas for en activation map, eftersom det ar pa
denna som lagrets aktiveringsfunktion slutligen kérs. Den vanligaste
aktiveringsfunktionen som anvinds fér konvolutioner ér Rectified Linear Units (ReLU)
[6]. ReLU ar definierad som det maximala vardet av O och funktionens input. Allt
funktionen gér ar saledes att negativa virden omvandlas till 0, medan positiva
varden kvarstar som de ar. Denna funktion ar att foredra vid konvolutioner eftersom
funktionen inte saturerar vid for hoga varden, vilket annars leder till att markant

skilda inputs kan generera likvirdiga outputs.

Konvolutions-lager har tva stycken hyperparametrar att tillga for finjustering av
lagret [13]. Dels kan antalet filter sattas. Detta kan liknas vid att utoka antalet lager i
ett natverk, fast det istéllet sker inuti konvolutionen sjalv. Varje filter kan alltsa
sattas upp till att identifiera en specifik faktor hos inputen, och tillsammans kan
saledes resultatet bli mer generaliserbart. Fler filter leder i férlingningen ocksa till
att konvolutionen kommer fa flera feature maps som output. Dessa kommer
slutligen att sattas samman pa djupet och returneras som en matris. Den andra
hyperparametern som kan finjusteras ér storleken pa filtret. Filtrets storlek kommer
avgéra hur manga nérliggande ord varje enskilt element i outputen har paverkats av

for att fa sitt varde.

Efter ett CNN brukar normalt en sub-sampling utféras. Sub-samplingen kommer
utforas enskilt pa varje feature map som skapats hos konvolutionen. Det sker
normalt antingen via max-pooling eller average-pooling, dir max-pooling reducerar
genom att plocka ut det stérsta av ett antal virden medan average-pooling istéllet
riknar medelvardet av dem [12]. Syftet med sub-sampling ér att reducera
dimensionaliteten pa outputen pa ett sitt som gor att sma avvikelser far minimal
betydelse, samtidigt som en mindre komplex modell minimerar risken fér

6veranpassning.

2.1.2 Recurrent Neural Networks

Recurrent Neural Networks (RNN) ér specifikt uppbyggda for att fungera for
sekventiella data, som bland annat text och tidsserier. De fungerar sa att input till
ett RNN-lager inte bara kommer fran féregaende lager, utan baseras aven till viss
del pa output fran féregaende berdkningssteg [8], se Figur 6. Ett RNN bestar av
celler, dar det tack vare de interna kopplingarna mellan cellerna kan liknas vid att
modellen har ett minne. For det forsta elementet i input-sekvensen kommer minnet
initieras som 0, men det kommer ha paverkats rekursivt nar berakningarna natt

l'aingre in i sekvensen.
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Figur 6: Flodet hos ett manga-till-en RNN.

I Figur 6 representeras input-sekvensen av x, dar varje element (x till ™) mappas
till en motsvarande cell (A till A®) i ett dolt lager. I de dolda lagren kommer sedan
aktiveringsfunktionen (@) koras. For den n:te cellen kommer berakningen ske enligt

ekvation 3, dar I representerar vikter pa olika nivaer och b, en bias-term.

AW = @, (W, x™ + Wy, kD + b)) (3)

Det finns problem med RNN:s som brukar bendmnas vanishing gradient och exploding
gradient. Gradienten representerar hir termen som uppdaterar vikten W, i Figur 6,
och definieras som kvoten mellan férindring i felmarginal genom féregaende
berakningsstegs forandring av vikten. Nar gradienten blir for liten (vanishing)
resulterar det i att natverkets vikter uppdateras for langsamt, ibland néstan inte alls.
Blir den istéllet for stor (exploding) resulterar det i att nitverkets vikter uppdateras
for snabbt [14]. Som en l6sning pa detta problem har Long Short Time Memory (LSTM)

utvecklats. For LSTM ar de dolda minnescellerna mer komplexa, se Figur 7.

c(t1) /h c

h(t-1) h(

>
>

x®

Figur 7: Minnescell ﬂir berdkningssteg t hos ett LSTM-lager, dar O och @D betecknar gater ddr elementvis
multiplikation respektive addition utfb'rs pd tvd ingdende vektorer.



En LSTM-cell har tre inputs, till skillnad fran ett vanligt RNN:s tva. Den tredje
inputen r ett tillstand fran foregaende cell (betecknat C*V i Figur 7). Flédet genom
cellen kommer sedan att uppdatera tillstindet. Inledningsvis gors det via en forget
gate som raderar delar av det tidigare tillstindet. Vad som ska raderas bestams av
ckvation 4. Denna anvander sig av funktionen sigmoid (0) som genererar virden
mellan noll och ett. Dessa virden kommer sedan anvandas vid gaten, dar elementvis
multiplikation kommer utféras. Varden som kommit nara ett kommer saledes
behallas, medan varden néra noll kommer glémmas bort. I nésta steg kommer
cellens tillstand att uppdateras enligt ekvation 8 [8]. Eftersom cellens tillstand
uppdateras utan att i ndgot steg direkt behovts multipliceras med nagra vikter

undviks problemen med vanishing och exploding gradient [15].

Tillstindet anvands sedan tillsammans med en output (o) for att berdkna en slutlig
output, h®, enligt ekvation 9. Notera att fér ekvationerna 47 representerar W
specifika vikter och b en specifik bias-term. Ekvation 6 och 9 anvinder hyperbolisk
tangens (tanh) som aktiveringsfunktion. Denna liknar sigmoid men genererar istallet

varden mellan -1 och 1.

f=0(Wyx® + Wy, R + by) (4)

i = o(Wyx® + W, hED + b)) (5)

g = tanh(Wyyx® + Wy, ;A0 + b ) (6)
0 = d(Wyox® + Wy ,h®D + b)) (7)
CO=(C"Of)OEOg) (8)
h® =0 O tanh(C®) 9)

De hyperparametrar som kan finjusteras fér LSTM-lager ar framfor allt
dimensionaliteten pa cellernas inre tillstand. Detta kommer ocksa indirekt att
avspegla dimensionaliteten pa den producerade outputen. For att minimera risken
for eventuell 6veranpassning finns ocksa dropout som en regulariseringsmetod.
Dropout ar sannolikheten fér att en koppling mellan en input och en LSTM-cell inte
aktiveras [16]. For kopplingar mellan de dolda cellerna finns ocksa recurrent dropout

som fungerar pa liknande sitt.



Studier har visat att vissa sorters klassificeringsuppgifter kan missgynnas av att RNN
bara tar hansyn till sekvensens tidigare kontext [17]. I sadana fall kan klassificeringen
gynnas av att gora lagret dubbelriktat (eng. bidirectional). For ett dubbelriktat RNN
innebar det att sekvensen inte bara gas igenom fran bérjan till slut, utan ett extra
dolt lager laggs ocksa till som gar igenom sekvensen i omvand ordning [18]. Flodet

ser da ut enligt Figur 8 déar inputen kopplar separat mot tva dolda lager, som sedan

Why

bada slas ihop for att bilda en slutlig output y™.
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Figur 8: Modell av ett dubbelriktat RNN (Bi-RNN).

2.2 Datastadning

Datastadning amnar ge systemet en battre forstaelse for det data det forses med
genom att pa olika satt lyfta fram nyckelfaktorer i texten samt reducera brus, och ar
normalt det forsta steget vid olika typer av klassificeringsuppgifter. Hos olika typer
av ostrukturerade texter (exempelvis e-postmeddelanden) ar brus annars frekvent
forekommande och har visats paverka resultat negativt vid klassificering [19]. Att pa
ett effektivt sitt eliminera dessa effekter ar darfor av stor vikt for att 6ka systemets

precision.

Vanliga metoder for datastidning inkluderar att ta bort skiljetecken, ta bort
stoppord, omvandla versaler till gemener samt att omvandla ord till sin grundform
(sa kallad stemming eller lemmatization). Manga sprakspecifika metoder som
utvecklats har anpassats for det engelska spraket, men fér dataset pa andra spréak far
ofta andra metoder tas till. Ett vanligt férekommande alternativ ar att anvinda
maskin6versittning for att 6versitta hela sitt dataset till engelska [10]. Har 16ps dock
en risk att semantiken i texten forandras. Andra studier har istallet ersatt
sprakspecifika metoder med word2vec-tekniker [20][21]. Word2vec innebir att
ordvektorer byggs upp fran en stor generell dataméngd. Ord som i stérre grad
liknar varandra i semantisk betydelse kommer i vektorrummet placeras narmare
varandra. FastText dr ett exempel pa ett bibliotek som tillhandahaller ordvektorer

pa 157 olika sprak trinade pa stora mangder Wikipedia-artiklar [22].
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Klassificering av e-postmeddelanden fér ocksa med sig ytterligare utmaningar till
skillnad fran klassificeringar av andra sorters texter. Detta beror pa all meta-
information som finns inkluderat i texterna, sa som tidsstamplingar,
kontaktinformation och signaturer etc. Att pa ett effektivt sitt kunna exkludera
sadana faktorer har visat sig gynna precisionen hos automatiska klassificeringssystem

[23].

2.3 Relaterade studier
En tidigare studie har jamfért precisionen for CNN kontra RNN (i form av LSTM)

vid klassificering av olika typer av textbaserade dataset [24]. Studiens resultat visar
att CNN:s i manga fall presterar lika bra eller battre an RNN:s. Detta galler specifikt
i situationer da klassificeringen baseras pa ett nyckelord eller en nyckelfras i texten,
da CNN::s effektivt kan fanga upp dessa i konvolutionen. RNN:s har istéllet sina
styrkor vid klassificering av strikt sekventiellt data, dar klassificeringen baseras pa

intryck fran hela (eller storre del av) texten.

En studie har ocksd gjorts som analyserat vikten av olika datastidningsmetoder vid
klassificering med hjalp av DNN:s [25]. Studien visar att effekten stidningen har pa
systemets klassificering skiljer sig valdigt mycket at mellan olika dataset. I vissa fall
visar den h6g varians mellan olika metoder medan det i andra fall blir liten skillnad
(ibland dven en férsamring) mot att endast géra den nédvindiga bearbetningen.
Darav kravs viss omtanke vid val av datastiadningsmetoder for att natverket ska na sin
maximala precision. Somliga anser dven att de sprakspecifika stidningsmetoderna
(exempelvis stemming) gér mer skada an nytta da de kan férandra semantiken av en

viss text [26].

Studier har ocksa utférts som dmnat att klassificera e-postmeddelanden skrivna pa
svenska genom en LSTM-arkitektur [20]. Denna har visat vildigt h6g precision
(98%) i att klassificera textdata korrekt. Det dataset som anvants i studien har
tilldelats kategorier efter att varje meddelande analyserats av ett regelbaserat
klassificeringssystem. Nar det regelbaserade systemet inte varit tillrackligt siker i sin
klassificering har texten fatt kategorin "DoNotUnderstand”. Samtliga e-
postmeddelanden som placerats i denna kategori (cirka 30% av totala datasetet) har
ignorerats bade for traning och testning. Det ar darav osikert om resultatet skulle

upprepas om systemet testades i en verklig kontext.

Ytterligare en studie har utférts som implementerar ett system for automatisk
klassificering av e-postmeddelanden [27]. Som grund f6r studiens klassificering
analyseras meddelandets titel, innehall, och dven dess bilagor (genom OCR-lasning).
Systemet utvecklades med en LSTM-arkitektur och uppnadde 77,3% precision i sina

klassificerin gar.
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Denna studie syftar till att bygga vidare pa vad tidigare studier visat genom att
undersoka om dessa resultat kan upprepas for nya liknande dataset. Flera Deep
Learning-arkitekturer kommer ocksa jamforas for att se om dessa kan ge en
forbéttrad precision i klassificeringarna. Bland annat kommer CNN:s anvindas som

visats fungera bra pa andra sorters textbaserade dataset.
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3 Metod

For att utveckla klassificeringssystemet anviandes Python-biblioteken Tensorflow och
Keras. Tensorflow ar ett ramverk utvecklat av Google som tillhandahéller Machine
Learning algoritmer som forenklar utvecklandet av automatiska lirandemodeller
[28]. Keras ar ett API byggt ovanpa Tensorflow som mojliggor férenklad utveckling
av Deep Learning-prototyper for bade testning och produktion [29].

For att utvardera det utvecklade systemets klassificeringsformaga beraknades tva
olika matt. Dels beraknades en felterm genom att rikna ut korsentropin (CE) enligt
ckvation 10. Ekvation 10 raknar negativa summan av sanningsvardet (t) multiplicerat
med natverkets sannolikhetsvarde (s) for varje kategori (i) [30]. Sanningsvardet
kommer alltid antingen vara 1 (texten tillhor kategori i) eller O (texten tillhor inte
kategori i). Natverkets sannolikhetsvarde kommer vara ett flyttal mellan 0 och 1 och
anger natverkets uppskattade sannolikhet att texten tillhér kategori i. Ekvationen
returnerar ett matt pa hur langt ifran det verkliga resultatet nitverkets férutsagelse
var. Vid ett perfekt resultat ar saledes feltermen O (— 1 * log(1)), medan ett hogt

varde pa feltermen innebér en samre klassificering.

Cc
CE = — Z t;log(s;) (10)
i=1

Det andra mattet som analyserades var precisionen, dvs till vilken grad systemets
forutsigelser var korrekta. Natverkets forutsigelse representeras av den kategori
som erhallit det hogsta sannolikhetsvirdet (s;) for det aktuella indata som analyseras.
Precisionen definieras sedermera som andelen korrekta férutsagelser i forhallande
till det totala antalet undersokta texter. Primirt lades studiens fokus pa att uppna en
hég precision, men feltermen anvandes i somliga fall som ett kompletterande matt,

framforallt for att identifiera éveranpassningar.
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3.1 Dataanalys

Datasetet som anvandes under studien byggdes upp genom att fran foretagets
supporthanteringssystem hamta ut det textdata som fanns relaterat till varje
supportarende. Det data som hamtades ut ar en representation av e-
postmeddelanden och bestar saledes av en rubrik och ett meddelande, som bada ar
fritextfalt. Figur 9 visar kategoriférdelningen av de e-postmeddelanden som fanns i
supporthanteringssystemet. Det fanns totalt 11 kategorier, plus kategori 0 som
representerar foretagets klassificeringské. Det totala antalet e-postmeddelanden
uppgar till 1 036 840 stycken. Pa grund av det laga antalet drenden i kategori 7 samt
kategori 10 togs beslutet att exkludera dessa fran samtliga tester eftersom
forutsittningarna for att uppna ett rattvist resultat for dessa kategorier inte ansags

optimala.
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Figur 9: Fordelning av e-postmeddelanden inom de olika kategorierna.

For denna studie gjordes en separering inom datasetet mellan nyinkomna drenden
och svar pa drenden. Antalet nya drenden uppgick till 238 603 stycken och antalet
svar pa drenden till 789 595 stycken. Som kan ses i Tabell 1 skiljde sig medelvirdena
av drendetexternas langder at mellan dessa tva grupper. Vid en narmare granskning
kunde den primara orsaken till detta identifieras till att svar pa arenden till stor del
inneholl tidigare konversationshistorik i sin metainformation. I datasetet fanns totalt
889 753 stycken unika ord, varav 377 221 stycken av dessa aterfanns bland

nyinkomna arenden.

Tabell 1: Antal ord per typ av drendetext.

Medelvirde Max Min
Rubrik 6 45 0
Meddelande (svar) 449 7946 0
Meddelande (nya) 187 5043 0
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3.2 Databearbetning

For att kunna processa text genom ett neuralt nitverk kravs diverse grundliggande
databearbetningar. I stora drag handlar det om att ett neuralt nitverk endast
fungerar med numeriska vérden, och inte rakt av med text. Detta innebar att text pa
nagot satt behéver omvandlas fran ord och meningar till en samling numeriska
varden. Denna omvandling kan ske pa flera olika sitt. Metoden som fran bérjan var
onskvérd var one-hot encoding. One-hot encoding innebar att varje text omvandlas till
en gles matris, dvs en matris dér varje rad har lika manga element som antalet ord i
ordlistan, men dar alla varden ar O férutom det varde som motsvarar ordet pa denna
position, se Figur 10. Eftersom detta vid en stor ordlista genererar vildigt mycket
redundans innebir det att valdigt mycket minne beh6ver allokeras. Ett forsok till
detta gjordes, men pa grund av begransade hardvaruresurser fick forsoken liggas
ned. For studien anvandes istallet en token-text encoder, som endast mappade ett
ord mot en nyckel, som representerades av ett unikt heltalsvarde. Nackdelen med
denna metod ér att ett hogre varde pa nyckeln litt kan tolkas som ett hogre varderat

ord, vilket dr en effekt som one-hot encoding annars eliminerar.

Sekvens R&d | Bla |Gron
0 "Rd" o|l1]o]o
1 "Bl3" 1lol1]o
2 "Bl3" ~— (2|01 ]o0
3 "Grén” 3|lofo]1
4 "Red" al1]o]o

Figur 10: Exempel pa one-hot encoding.

For att skapa en encoder behovdes forst en lista med alla ord som skulle tilldelas en
nyckel. Aven hir fanns flera sitt att ga tillvaga. Som tidigare namnts har tidigare
studier [20][21] bland annat visat att anvandandet av fortrinade word embeddings
givit bra resultat. For denna studie ansags dock textmangden sa pass stor att
ordlistan endast byggdes upp utifran de ord som fanns i den tillgingliga

datamangden.
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Neurala natverk ar i sin form statiskt uppbyggda. Detta innebar att det data som
processas genom natverket maste vara av liknande format. Har uppstod problem pa
grund av att alla texter varierade i sin laingd. Dérav behévde samtliga meddelanden
konverteras till samma lingd. Meddelanden som var lingre dn den bestaimda lingden
behovde saledes trimmas, medan meddelanden som var kortare behover fyllas ut.
Trimning av drendetexter gjordes s att textens avslutande del exkluderades.
Utfyllningen gjordes genom att pa slutet av varje text fylla pa med ett enhetligt
dummy-token for varje kvarvarande position tills 6nskad langd uppnatts. Vilka
standardiserade meddelandelingder som anvandes varierades mellan de olika

testerna.

Nar ett neuralt nitverk utfor klassificeringsuppgifter mellan flera kategorier
kommer natverket inte direkt att ge tillbaka en kategori. Istallet kommer output-
lagret att ha lika manga neuroner som antalet existerande kategorier, och dar varje
neurons output ar ett sannolikhetsvarde att den analyserade texten tillhér den
kategori som neuronen motsvarar. For att detta skulle fungera ihop med de
manuellt satta kategorierna behévde dessa one-hot kodas for att fa samma dimension
som nétverkets output. Minnesproblematiken som tidigare patraffades vid
anvandandet av one-hot encoding upprepades inte hir da antalet kategorier ar
mycket farre dn antal termer i ordlistan, vilket leder till en ligre dimension pa den

genererade matrisen.

Avslutningsvis delades dataméngden in i en trdnings- samt testmangd. Fran den
totala datamangden anviandes 10% till testning. For varje test anvandes tva olika
metoder for att plocka ut dessa 10%. Dels genomfordes testen genom att sitta
testmangden som de 10% senast inkomna. Den andra metoden plockade ut
testmangden slumpmassigt. Genom att underséka bada dessa alternativ kunde en
mer generaliserad bild ges av hur resultaten relaterar till en verklig anvindning. Fran
traningsmangden plockades sedan slumpmassigt 10% ut for att anvandas till
validering (9% av totala dataméngden), varav aterstaende del anvandes for trining

(81% av totala datamangden).
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3.3 Forstudie

Planen for studien var att endast utfora tester mot nyinkomna arenden, eftersom det
ar dessa som i given kontext ar virdefulla att klassificera. Eftersom svar pa drenden
har stark anknytning till ursprungsmeddelandet finns en risk att natverket
memorerar exakta fraser snarare an att det faktiskt lar sig kdnna igen monster. Detta
skulle i sadana fall kunna leda till att testerna visar hég precision, men dar
testresultaten inte alls generaliserar vid en verklig anvandning. For att géra
uppdelningen mellan tranings- samt testdata underséktes saledes tva alternativ som
mojligen kunde kringga dessa problem. Det forsta alternativet som undersoktes var
att anvanda ett datum som ett troskelvarde dar alla meddelanden innan valt datum
anvandes for traning och alla nyinkomna arenden efter datumet anvandes for
testning. Det andra alternativet som undersoktes var att endast plocka ut de

nyinkomna arendena och basera bade tranings- samt testmangderna pa dessa.

Input shape: (?,187)
Qutput shape:| (?, 187, 22)

Embedding

Textlangd = 187
Vektordimension = 22

Y

Input shape: | (?, 187, 22
ConviD P pe: | ( )
Output shape:| (?, 183, 16)

Antal filter = 16 Strides = 1

Fonsterstorlek =5  |Dropout = 25%

Y
Average | Inputshape: | (?, 183, 16)
Pooling |Output shape:| (2, 16)

\ 4
Input shape: (?,16)

QOutput shape: (7,9

Dense

Antal neuroner =9
Aktiveringsfunktion = Softmax

Figur 11: Det CNN som anvc'indesﬁirﬁrstudien, ddr varje box representerar ett lager i det neurala ndtverket.
Input och output shape sdger vilken form data ska ha ndr det kommer in till lagret respektive dess form efter
lagrets bearbetning. Frdgetecknet representerar antalet texter som processas genom ndtverket, vilket anpassas

godtyckligt vid exekvering. Slutligen presenteras ocksa lagrets specifika parametrar samt hyperparametrar.

For att genomféra dessa tester sattes en prototyp av ett CNN upp enligt Figur 11.
Genom detta processades sedan meddelandetexter med den grundliggande
bearbetning som beskrivits i avsnitt 3.2. Resultaten fran de bada testerna jamfordes
sedan for att se under vilka grundlaggande férutsittningar testet genererar bast
resultat. Jamférelsen visade att testresultaten generaliserade battre da
traningsmangden endast byggdes upp av nyinkomna arenden (72,0% kontra 69,0%

precision). Darav foljde resterande del av studien ocksa denna uppdelning.
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3.4 Datastadning

Utover den grundliggande bearbetningen utférdes dven viss stadning av det data
som anvindes. De datastiadningsmetoder som ansags nédvindiga att genomféra var
borttagning av skiljetecken och konvertera texten till att endast besta av gemener.
Detta utfrdes saledes vid samtliga tester. Ut6ver dessa undersoktes aven effekten av

f6ljande metoder:

® Borttagning av stoppord
® Begransning av antalet ord i ordlistan till de mest frekventa

° Exkludering av metainformation genom trimning

For tester av datastadningsmetoder anvindes ett neuralt natverk av samma
arkitektur som anvindes for forstudien, se Figur 11. Genom detta processades sedan
meddelandetexter som tranades pa samt testades mot sin klassificering. Traningen
kordes i 8 epoker, eftersom det var kring denna punkt som minskningen av
feltermen for validering bérjade stanna av. Dessa test tog ingen hansyn till drendets
rubrik utan fokuserade enbart pda meddelandet. Efter den aktuella stadningen utforts
justerades lingden pa meddelandetexterna for att motsvara medellangden av
samtliga texter i den totala datamangden. Tabell 2 listar texternas medellangder
efter att datastidning utférts med en specifik metod. For att kunna dra generellare

slutsatser gjordes tre testkérningar pa varje test med samma datauppdelning.

Tabell 2: Medelldngden av antal ord per meddelande gpter datastddning enligt viss metod.

Datastiidningsmetod mxggﬁﬁegf (I:): d)
Utan bearbetning 150
Borttagning av stoppord 126
Begrénsning av ordlistan 150
Exkludering av metainformation 76

3.4.1 Borttagning av stoppord

Med stoppord menas ord som inte har ndgon uppenbar betydelse for
klassificeringen. I synnerhet avses ord som ar vanliga och som anvands i en stor del
generella texter. Den lista med stoppord som anvindes for detta test inneholl 427
stycken allménna svenska ord. For att testa effekten vid borttagning av dessa

jamfordes resultaten nar dessa inkluderats i ordlistan, samt nir de exkluderats.
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3.4.2 Begransning av ordlistan

Till skillnad fran att ta bort vanliga ord kan precisionen ocksa gynnas av att filtrera
bort ord som ér for sillan féorekommande, och som saledes heller inte har nagon
tydlig paverkan for klassificeringen. Ordlistan bestod inledningsvis av 377 221
stycken unika ord. Fér att underséka hur en begransning av ordlistan férindrade
testets precision minskades ordlistan i steg om 25 000 ord, dér de ord som behélls
var de mest frekvent anvinda i datasetet. Att begrinsa en ordlista pa detta satt bor
dock goras varsamt, da en for stor begransning litt leder till att dven betydande ord

forsvinner.

3.4.3 Exkludering av metainformation

Till sist gjordes ocksa ett férsok att minimera effekten av textuellt brus genom att
exkludera e-postmeddelandens metainformation. I databasen lagras all information
sammansatt som en strang, vilket gér att reduceringen ar beroende av strangens
utformning for att kunna utféras. Att utféra reduceringen blir saledes nagot
komplex eftersom meddelandenas strukturer inte ar konsekventa. Majoriteten av e-
postmeddelandena saknade inledande metainformation, och dérav togs beslutet att
inte gora nagot for att forsoka reducera sidana fran dem som hade. De flesta e-
postmeddelanden bestod dock av nagon avslutande kontaktinformation, sa fokus
lades pa att exkludera dessa. Det finns dock ingenting konkret som separerar
nyttotexten fran metainformationen som ar giltigt fér samtliga fall. Exkluderingen
utgick istallet fran halsningsfraser for att identifiera var slutet pa meddelandet finns.
Det ar hir mycket svart att finga upp samtliga, men ett systematiskt urplock gjordes
for att identifiera de vanligast forekommande, se Tabell 3. Om nagon av fraserna i
Tabell 3 identifierades i ett e-postmeddelande trimmades meddelandet sd att alla

tecken efter frasens uppkomst kastades bort.

Tabell 3: Fraser som reduceringen av metaitypormation utgick frﬁn.

Fras Kvantitet
”vh” 28 055
"vh” 19
“hélsning” 122 747
“best regards” 107 640
“br” 118
Totalt: 170 370 (71,4%)
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3.5 Arkitekturjamforelse

Nar de optimala datastidningsmetoderna identifierats bérjade flera
nitverksarkitekturer att byggas upp. Arkitekturerna for dessa test byggdes med en
tva-dimensionell input, avsett bade for att hantera e-postmeddelandets rubrik samt
dess innehall. Dessa processades sedan genom varsin pipeline for att pa slutet
konkateneras och bilda en gemensam output. Inledningsvis genomgick
nitverksarkitekturerna en systematisk finjustering av dess hyperparametrar for att
optimera varje arkitektur till att uppna sin fulla potential. Efter att varje nitverk
hade finjusterats inleddes testerna. Varje arkitektur tranades samt testades tre
ganger med samma datauppdelning for att erhalla mer generaliserbara resultat.
Samtliga natverk tranades tills dess att dess lirandekurva hade stannat av, genom att
analysera feltermen. Detta gjordes for att samtliga natverk skulle na sin fulla
potential med minimal risk for 6veranpassning, vilket annars hade varit fallet pa
grund av de olika arkitekturernas skilda egenskaper. De olika sorters arkitekturer
som undersoktes var alla av (eller kombinationer av) typerna CNN, LSTM eller Bi-
LSTM, se Tabell 4. I Bilaga A listas figurer 6ver samtliga jamférda
nitverksarkitekturer for en 6vergripande bild av dess fléden. Tillsammans med

figurerna redovisas ocksa virden for nitverkens finjusterade hyperparametrar.

Tabell 4: Beskrivning av de undersokta ndtverksarkitekturerna.

Benimning Beskrivning
CNN-1 CNN med en konvolution for vardera pipeline.
LSTM-1 RNN med ett LSTM-lager for vardera pipeline.

Bi-LSTM-1 RNN med ett Bi-LSTM-lager for vardera pipeline.
Kombination av CNN och RNN med en
CNN-LSTM-1 konvolution for rubriken och en konvolution samt
LSTM-lager for meddelandet.
CNN med en konvolution for rubriken och tva
konvolutioner for meddelandet.

CNN med en konvolution for vardera pipeline,

med ett extra dense-lager efter konkateneringen.

CNN-2

CNN-3
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4 Resultat och analys

Resultatet f6r denna studie har delats upp i tva underrubriker; en fér datastidning
och en for arkitekturjamforelsen. Resultaten fran datastidningen dmnar svara pa hur
textuellt brus kan elimineras for att uppna hogre precision i klassificeringar, enligt
metoderna som beskrevs i avsnitt 3.4. Arkitekturjamforelsen dmnar svara pa vilken
nitverksarkitektur som tenderar att fungera béttre for det anvanda datasetet, enligt
avsnitt 3.5. Resultaten fran den mest gynnsamma arkitekturen besvarar hur god

precision som ar mojlig att uppna med valda tekniker for givet dataset.

4.1 Datastadning

Nar olika metoder for datastddning jamfors identifieras inte ndgon generell positiv
effekt av ndgon av metoderna som undersoktes, se Tabell 5. For borttagning av
stoppord visar bade det slumpmassiga testurvalet och det datumbaserade testurvalet
en nedgang pa knappt en procentenhet. Figur 12-13 visar heller inte pa ndgon tydlig
uppgang for ndgon enskild kategori, trots att en svag okning i precision kan
identifieras vid nagot enskilt fall. Tydliga forsaimringar kan dock visas, framfor allt
for kategori 9 som vid de bada testfallen visar en nedgang pa cirka 4 respektive 7

procentenheter.

Tabell 5: Medelvirden av uppmdtta precisioner fb'r de undersokta metoderna.

Metod Slumpmiissigt Datumbaserat
testurval testurval
Utan o o
bearbetning 75.4% 72,0%
Borttagning av 74.5% 71.2%
stoppord
Exkludering av 71,5% 68,9%
metainformation

For exkludering av metadata visas en mer betydande nedgang i precision. Resultatet
visar en nedgang pa knappa 3—4 procentenheter mot att endast genomféra den
nédvindiga bearbetningen. Forandringen per kategori visar i de flesta fall en svag
nedgang. Ndgra utstickare ar hir kategori 9 som pavisar en kraftigare nedgang an
ovriga kategorier, och dven kategori 8 som dr den enda kategori dir exkludering av

metainformation sdg en svag 6kning i precision 6ver bada genomférda testen.
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Figur 12: Precision per kategori fc')'r de undersokta datastddningsmetoderna vid datumbaserat testurval.

90%

85%

80%

75%

70%

Precision

55%

50%

45%
—e— Utan bearbetning

40% | —e— Borttagning av stoppord

—o— Exkludering av metainformation

35% T T T T
1 2 3 4 5 6 8 9 11

Kategori

Figur 13: Precision per kategori ﬂir de undersokta datastddningsmetoderna vid slumpmdssigt testurval.

Begransningen av ordlistan genererade inte nﬁgon uppenbar féréindring i precision
trots att férandringen genomfordes i valdigt stor omfattning, se Tabell 6. Bada
genomférda testerna visar hé')gst precision dar ingen begrénsning av ordlistan har
gjorts. Ovriga resultat visar dock ingen linjar trend géillande att en mindre ordlista
paverkar precisionen at nagot hall, utan den variation som finns kan antas bero pa

slumpen.
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Tabell 6: Medelvirden av uppmdtta precisioner vid olika begrdnsningar av ordlistan.

Begriinsning Slumpmiissigt Datumbaserat
testurval testurval

Ingen 75,4% 72,0%
350 000 75,0% 70,0%
325 000 74,7% 70,4%
300 000 75,3% 71,1%
275 000 75,2% 70,9%
250 000 75,0% 70,6%

4.2 Arkitekturjamforelse

Resultaten fran arkitekturjamforelsen visas i Tabell 7. De hégsta uppmatta
precisionerna ligger pa 79,3 respektive 75,4 procent fér de bada testurvalen och
uppnas for arkitekturen CNN-1, dvs den enklaste formen av ett CNN dar bade
rubrikens och meddelandets pipeline bestar av en varsin konvolution. De undersokta
varianterna av RNN:s visar pa klart simre resultat i sina klassificeringar, dar bade
LSTM-1 och Bi-LSTM-1 ligger runt 4—5 procentenheter ligre an CNN-1. De

efterfoljande mer komplexa varianterna av CNN:s gav dven de ett svagt forsamrat

resultat.

Tabell 7: Medelvirden av uppmdtta precisioner vid jiimjb'relse av olika ndtverksarkitekturer.

Niitverksarkitektur Slumpmiissigt Datumbaserat
testurval testurval

CNN-1 79,3% 75,4%
LSTM-1 74,2% 70,8%
Bi-LSTM-1 74,2% 71,1%
CNN-LSTM-1 77,2% 74,7%
CNN-2 78,3% 74,7%
CNN-3 78,7% 74,8%

Figur 14 visar de uppmatta kategoribaserade precisionerna for de bada testurvalen
vid arkitekturen CNN-1. Har kan ses att for kategori 1, 8 och 9 ligger de uppmitta
precisionerna ganska hogt 6ver det globala medelvardet for arkitekturen. For
kategori 3 och 11 ligger precisionerna kring medel, medan kategori 2, 4, 5 och 6
ligger vildigt langt under. Den kategori som sticker ut mest ar kategori 6, som for

de bada undersokta testurvalen ligger under 55 procent.
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Figur 14: Precision per kategori fb’r de bada testurvalen med natverksarkitekturen CNN-1.

Tabell 7 pavisar en skillnad pa cirka 3—4 procentenheter mellan de tva olika
testurvalen. Att natverken visar en forbattrad precision for det slumpmassiga
testurvalet tyder pa att det inom dataméngden finns vissa skillnader 6ver tid. Tack
vare en tidsmassig spridning i fordelning mellan trinings- och testdata har saledes
natverket lattare for att klassificera vid detta testurval. Figur 14 visar ocksa att
skillnaden mellan testurvalen per kategori ar betydligt stérre for kategori 2, 4 och 5

an for 6vriga kategorier.
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5 Diskussion

Testerna som genomfordes som amnade undersoka effekten av olika
datastidningsmetoder visade alla pa férsamrad precision vid klassificering. Att detta
skulle galla f6r borttagning av stoppord och begransning av ordlistan var inte helt
ovantat, da det ligger i linje med vad négra tidigare studier ocksa argumenterat for
[25][26]. En teori kring varfor dessa metoder inte genererar férbéttringar skulle
kunna harledas till hur den inre mekaniken for neurala nitverk ser ut. Framforallt
gallande att nitverkens alla lankar mellan olika lager kommer tilldelas en vikt, vars
varde kommer anpassas efter hur stor effekt en viss term ska ha pa resultatet. Om
denna process fungerar optimalt ar det mojligt att effekten av lagt viktade ord dnda
abstraheras bort utan att explicit behéva plocka bort dem. Det skulle dirav vara
troligt att en storre effekt av denna sorts datastadning skulle ses hos mer
traditionella Machine Learning-algoritmer, men att paverkan blir valdigt liten nar
det anvinds vid Deep Learning. Framtida studier som jamfér datastiadning vid olika

sorters Machine Learning-algoritmer beh6vs for att bekrafta dessa teorier.

Resultatet av att géra en begransning av ordlistan visade heller inte pa ndgon
forsamring for systemets precision. Att géra en sadan begransning minskar dock
komplexiteten pa nitverket avsevirt da varje unikt ord i ordlistan kommer ha en
motsvarande utgaende link fran varje lager av typen embedding. Om antalet linkar
kan minska med &ver 100 000 stycken per pipeline utan att det ger nagon negativ
effekt for precisionen kan det dnda finnas en poing i att gora en sadan begransning.
Framf6rallt ur ett hallbarhetsperspektiv da detta kommer leda till att natverkets
traningstid minskar, vilket i forlangningen leder till miljévinster genom ett minskat
utnyttjande av hardvaruresurser. Ett mindre antal lankar kan ocksa vara att foredra

for att minimera risken for overanpassning.

Mer férvanande var dock att exkludering av metainformation ocksa genererade en
forsamrad precision. Metainformationen innehaller till synes ingenting som direkt
kopplar ett meddelande till en viss kategori, och det ansags darav troligt att denna
information skulle forvirra snarare an forbattra. Eftersom detta inte var fallet maste
det bero pa nagra indirekta grunder. Vid en djupare analys av kategori 9, dir den
storsta svackan identifierades, visade det sig att de meddelanden som placerats dar
alla dr interna inom foretaget. Metainformationen for dessa innehaller
foretagsinformation som ar gemensamt for alla anstéllda. Det ar saledes ett troligt
antagande att detta ar en bidragande orsak till den kraftiga minskningen. Varfor flera
av de 6vriga kategorierna ocksa sdg en férsamrad precision ar svarare att siga. Ett
troligt alternativ ar dock att dessa ocksa till viss del bygger pa personlig information
eller foretagsinformation som finns inkluderat i meddelandenas metainformation.
Detta bygger péi antagandet att samma organisationer, alternativt personer, i négon

utstrackning skickar e-postmeddelanden som relaterar till samma kategorier.
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En annan form av brus som sannolikt kan ha paverkat klassificeringen ar att datasetet
bestar av e-postmeddelanden skrivna pa olika sprak. Eventuellt skulle
maskinoversattning kunnat anvints som en utékning for studien for att géra
datasetet mer homogent. For att parera fér andra faktorer sa som felstavningar
skulle sadana kontroller ocksa kunna liggas till for att undersoka om det kan ge

effekt for k]assificeringen.

For jamforelsen av olika natverksarkitekturer visade sig CNN:s vara 6verldgsna de
undersokta varianterna av RNN:s. Tidigare studier har ocksa visat att CNN:s kan
vara ett fullgott alternativ till RNN:s for textklassificeringsuppgifter [24]. Denna
studie visar dock en betydligt stérre skillnad mellan nétverksarkitekturerna an vad
tidigare studier visat. Detta tyder pa att skillnaden ar tydligare for dataset liknande
det som anvants i denna studie. Anledningen till att CNN:s fungerar sa pass mycket
bittre kan troligen harledas till att ett meddelandes klassificering i stor utstrackning
baseras pa ndgra fa nyckeltermer i texten, vilket gor att konvolutionens

kontextfonster litt fangar upp dessa effekter.

Den arkitektur som visade hogst precision var CNN-1 som uppnadde 79,3
respektive 75,4 procent for de bada testurvalen. Forsok gjordes att generera hogre
precision, med ett CNN som bas, genom att addera utékad komplexitet i dess
nitverksarkitektur. Detta gav dock ingen positiv effekt, utan ledde istallet till ett
svagt forsamrat resultat. Normalt gér en 6kad komplexitet att natverket far mer
utrymme att anpassas efter sin dataméangd. Detta dr dock alltid en balansgang.
Natverket bor alltid ha en tillrackligt hog komplexitet, men ofta inte mer &n sa da
detta latt leder till 6veranpassning. Detta visar sig genom att natverket far lattare att
uppna hégre precisioner pa traningsmangden, men samtidigt far svarare att

generalisera till data som det aldrig sett forut.

Samtliga tester utférdes mot tva olika testurval. Det ena baserades pa en tidsmassig
uppdelning, medan det andra urvalet gjordes helt slumpmassigt. Resultaten Gver
dessa tva urval skiljer sig ganska mycket at. Detta tyder pa att datasetet bestar av
vissa tidsmassiga skillnader, dvs innehall i meddelanden skiljer sig at 6ver tid. Det
slumpmassiga testurvalet kan har likna precisionen som uppnas under ideala
forutsittningar, dar natverket tranats for att anpassas efter den tidsmassiga kontext
aktuellt data befinner sig i. Det datumbaserade testurvalet kommer istillet i storre
grad likna ett verkligt scenario, dar en tidigare dataméngd anvands for att klassificera
framtida arenden. Den precision som skulle uppnas under verkliga férutsattningar
ligger sannolikt nagonstans mellan de bada testresultaten. For att nitverket 6ver tid
ska klara av att bibehalla en hog precision ar det viktigt att kontinuerligt uppdatera
nitverket med nyinkomna data for att det ska anpassas till en korrekt tidsmassig

kontext.
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En ytterligare orsak som kan ha paverkat precisionen negativt for undersokta tester
ar hur pass distinkta kategorierna som anvinds ar. Kategoriindelningen som anvénts
ar inte optimerad for att anvindas for klassificeringar utan ar anpassad efter hur
foretagets supportavdelning ar uppdelad. Detta férmodas vara en bidragande orsak
till att kategori 6 har uppnatt en véldigt lag precision vid samtliga tester. I kategori 6
placeras meddelanden som behandlar kundunika 16sningar. Arenden for denna
kategori kan sdledes vara vildigt lika arenden fran samtliga andra kategorier 6ver
hela féretagets doman. Det ar dérav logiskt att systemet har svarare att klassificera

arenden inom denna kategori.

Gillande bearbetningsmetoderna som anvandes under studien finns nagra potentiella
forbattringar att gora. For att omvandla text till numeriska varden anvindes for
studien en token-text encoder istillet f6r one-hot encoding som var den initiala
planen. Eventuellt hade one-hot encoding kunnat genomféras om datamangden hade
delats in i mindre batcher som bearbetats och tranats separat. Det ar dock svart att
dra nagra slutsatser kring vilken ytterligare effekt detta hade kunnat ge. Framtida
studier kan goras for att undersoka metodernas effekter pa storre textbaserade
dataset for att se om det genererar en tydlig forbattring eller om skillnaderna i

princip blir férsumbara.

Nar meddelanden trimmades for att fa samma langd gjordes detta genom att
exkludera slutet pa texten. Har skulle eventuellt andra metoder kunna vara aktuella.
Exempelvis skulle TFIDF-vérden kunna anvindas for att avgora vilka termer av en
text som dr mest betydande, och siledes systematiskt valja vilka ord som ska behallas
utifran dessa varden. Nackdelen med en sadan trimning ar att sjilva sekvensen skulle
forindras, vilket i forlangningen kanske hade paverkat analysen av
klassificeringsalgoritmerna. Framtida studier skulle kunna undersokta om detta ar en

metod vard att anvanda.
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6 Slutsatser

Denna studie har undersékt hur Deep Learning kan anvindas for att automatisera
processen att kategorisera supportarenden. Resultaten har visat att detta for det
aktuella datasetet kan ske med nagonstans mellan 75,4—79,3 procents precision. Att
implementera en sadan automatisk klassificerare kan alltsa vara till stor nytta for
foretag och organisationer, dels genom att det kan snabba upp supporthanteringen
samt att de kan spara resurser genom att inte beh6va dgna tid till klassificeringen
sjalva. Utmaningen ligger hir kring upptickten och hanteringen av de drenden som
klassificeras fel. Det dr av stor vikt att rutiner for hur felen ska rittas till satts upp for
att sakerstalla att det sker pa ett tidseffektivt satt. Det ar ocksa viktigt att systemet
kontinuerligt tranas om med uppdaterat traningsdata for att se till att systemet
bibehaller en hog precision i sina klassificeringar. Att utnyttja ett automatiskt
klassificeringssystem kommer ocksa medféra ett behov av 6kad tillgang till hardvara,
da upplarningen av neurala nétverk ar bade tids- och resurskravande. Det kan
dessutom medféra okad belastning for foretagets interna system, exempelvis dess

supportdatabas.

Angaende metoder for datastidning av e-postmeddelanden har denna studie inte
identifierat nagon effektiv metod som givit effekt vid anvindning av Deep Learning.
Framtida studier kan vidare undersokta hur textuellt brus kan elimineras for att
gynna natverkens precision. Nagra alternativ som kan vara relevanta att undersoka ar
maskinoversittning for att generera ett dataset dar alla drenden dr pa samma sprak,

samt att utnyttja stavningskontroller.

Studien har visat att CNN:s fungerar battre &n RNN:s for klassificering av
supportirendedata. Detta ligger i linje med resultat fran tidigare studier [24] pa
andra typer av dataset, men har tidigare inte anvants for klassificering av liknande
data som denna studie undersokt. Den hogst presterande natverksarkitekturen var
CNN-1 som ar den enklaste varianten av ett CNN som undersoktes. Framtida
studier skulle vidare kunna undersokta hur dessa natverksarkitekturer kan ritas om
for att ytterligare optimera for klassificeringsuppgifter. Detta skulle eventuellt
kunna goras via att undersoka nya typer av lager, samt underscka effekten av att

anvanda fortranade ordvektorer.
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Bilaga A - Lista over natverksarkitekturer

Pipeline Pipeline
Rubrik Meddelande
) Input shape: ?,6 . Input shape: ?,150
Embedding d i .9 Embedding d P ( )
Output shape:| (?, 6, 128) Output shape:|(?, 150, 128)
Textlangd = 6 Textlangd = 150
Vektordimension = 128 Vektordimension = 128
\ 4 ) 4
Input shape: | (?, 6, 128 Input shape: [(?, 150, 128
ConviD P pe: | { ) ConviD P pe: |( )
Output shape:| (?, 4, 32) Output shape:| (?, 72, 180)
Antal filter = 32 Strides =2 Antal filter = 180 Strides =2
Fonsterstorlek =3  |Dropout = 25% Fonsterstorlek =7  |Dropout = 25%
Y Y

Average Input shape: | (?, 4, 32) Average Input shape: | (?, 72, 180)
Pooling |Output shape:| (2, 32) Pooling |Output shape:| (?, 180)
Input shape: ?,212
Dense P P ( )
Output shape: (7,9)

Antal neuroner =9

Aktiveringsfunktion = Softmax

Figur 1: CNN-1
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Pipeline

Pipeline
Rubrik Meddelande
. Input shape: ?,6 . Input shape: ?,150
Embedding i i (4,8 Embedding P P ( )
Output shape:| (?, 6, 128) Output shape:|(?, 150, 128)
Textlangd = 6 Textlangd = 150
Vektordimension = 128 Vektordimension = 128
\ 4 \ 4
. Input shape: ?,6,128 . Input shape: |(?, 150, 128
Bi-LSTM [iputshape: | ( ) Bi-LSTM [oputshape: | )
Output shape:| (?, 16) Output shape:| (?, 100)
Cell-dimension = 16 |Dropout = 25% Cell-dimension = 100 [Dropout = 25%
Rec. dropout = 25% Rec. dropout = 25%

v

Input shape: ?,116
Dense P P ( )
Output shape: (?,9)
Antal neuroner =9
Aktiveringsfunktion = Softmax
Figur 2: LSTM-1
Pipeline Pipeline
Rubrik Meddelande
. Input shape: ?,6 . Input shape: ?,150
Embedding 2wt shape: | (7, 6) Embedding |2t shape: | (7, 150)
Output shape:| (?, 6, 128) Output shape:|(?, 150, 128)
Textlangd = 6 Textlangd = 150
Vektordimension = 128 Vektordimension = 128
A 4 \ 4
. Input shape: | (?, 6, 128 ) Input shape: ((?, 150, 128
Bi-LSTM [iputshape: | ( ) Bi-LSTM [Pt shape: | )
Output shape:| (?, 64) Output shape:| (?, 160)
Cell-dimension = 64 [Dropout = 25% Cell-dimension = 160 [Dropout = 25%
Rec. dropout = 25%

Rec. dropout = 25%

v

Dense

Input shape:

(2, 224)

Output shape:

(7,9

Antal neuroner = 9
Aktiveringsfunktion = Softmax

Figur 3: Bi-LSTM-1
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Figur 4: CNN-LSTM-1
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Figur 5: CNN-2
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