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Sammanfattning 
 
Denna rapport har sin utgångspunkt på skapandet av en maskininlärningsalgoritm för att 

kunna klassificera ett fysiskt fall av en person. En DC Kapacitiv MEMS-accelerometer 

(BMA250) kombinerat med en Tinyduino Processor (Atmega328P) används för 

datainsamling. Programmering av processorn och maskininlärningsalgoritmen skrivs i 

C++ och ANN (Artificiell Neuralt Nätverk) används för att klassificera det fysiska fallet. 

ANN kan approximera ett värde som tyder på ett falskt fall efter 10 000 träningssekvenser 

inom 5% av ett teoretiskt värde som tyder på ett resultat med 100% säkerhet och 

0,0005% felmarginal. Ett teoretiskt värde som tyder på ett faktiskt fall kan klassificeras 

efter 5000 träningssekvenser inom 5% av det eftersökta värdet med 100% säkerhet och 

0,0045% felmarginal. 
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Abstract 
 
This rapport will focus on the creation of a machinelearningalgorithm with the purpose to 

successfully classify the fall of a person. A DC- capacitive MEMS-accelerometer 

(BMA250) combined with a Tinyduino Processor (Atmega 328P) is being used to gather 

data. The programming of the processor and the machine learning algorithm will be 

written in C++ and ANN (Artifical Neural Network) will be used to classify the fall. 

With ANN can a value which indiciates a false fall be classified after 10 000 

trainingsequences within 5% of a theoretical value which indicates a result with 100% 

certainty and 0,0005% margin of error. A value which indicates true fall can be classified 

within 5 % of the parameters of the classification with 100% certainty and with a 0,0045% 

margin of error. 
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1 Introduktion 
 
Detta avsnitt innehåller bakgrund till en problemformulering och forskningsförslag för att 

mynna ut i studiens frågeställningar och avgränsningar.  

 

1.1 Bakgrund 
Att fysiskt ramla omkull (fall) är den största orsaken till skador och dödsfall hos äldre (65+ 

år gamla) i Sverige idag. År 2005 uppskattade MSB (Myndigheten för samhällsskydd och 

beredskap) att fallrelaterade olyckor kostade samhället 22 miljarder SEK varpå 6 miljarder 

SEK av dessa endast är för vård och omsorg i hemmet/särskilt boende efter olyckan. År 

2008 var antalet äldre som sökte vård på grund av fallrelaterade olyckor 42 000 st. 

Dödsfall hos äldre i fallrelaterade olyckor minskar, fallrelaterade olyckor av mindre 

allvarlighetsgrad än dödsfall ökade. Denna ökning gör att antalet fallrelaterade 

sjukhusbesök av äldre ökat vilket skapar ett högre tryck på vård och omsorgs-personal 

[1],[2]. 

 

Ett alternativ för att förebygga antalet fallrelaterade olyckor är ett applicera ett 

falldetektionssystem hos äldre människor i deras hem eller på äldreboende. På så sätt kan 

vårdpersonal snabbt identifiera och hjälpa samt förebygga allvarlighetsgraden av den 

potentiella skadan. För konstruera ett falldetektionssystem kan en accelerometer 

användas. Ett problem med falldetektion är kravet av att kunna tillförlitligt detektera ett 

faktiskt fall och särskilja det från andra händelser vars rörelsemönster efterliknar fall. Detta 

kan göras med hjälp av maskininlärningsalgoritmer. 

 

Maskininlärning definieras som en samling metoder som automatiskt kan detektera 

mönster och använda samma mönster för att förutsäga eller använda tidigare mönster som 

basis på framtida beslut [3]. Maskininlärningsalgoritmers huvudsyfte är att förenkla 

enorma mängder digital information (Big Data) som ett elektroniskt system kan generera 

och identifiera värdefull information (Big Value). Maskininlärning används till exempel till 

spamfiltrering, ansiktsigenkänning, objektigenkänning, röstigenkänning, riktad reklam, 

och kollisionsdetektion [4]. 

 

Ett av problemen för att uppnå FN:s globala mål 3.8 i Agenda 2030 för hållbar utveckling, 

hälsa och välbefinnande [5] är brist på personal inom vård och omsorg. SCB skriver följande 

angående situationen om bristande personal. 

 
”Betydande brist på vård- och omsorgsutbildande väntas i framtiden. Även om intresset bland 

gymnasieungdomar skulle öka och betydligt fler skulle examineras från Komvux är risken stor att antalet 

utbildade inte når upp till efterfrågan år 2035.” [6] 
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Sjuksköterskor och annan vårdpersonal ligger speciellt i riskzonen för sjukskrivningar i 

samband med utbrändhet. Det arbete som vårdpersonal utför är till sin natur oftast inte 

bara fysiskt ansträngande, utan också emotionellt krävande [7]. I Sverige tillhör personal 

inom vård och omsorg den yrkesgrupp som hade flest antal sjukskrivningar från år 2012 

till 2014 [8]. En orsak till ökade sjukskrivningar kan vara höga arbetskrav utan 

förbättrandet av arbetsresurser [9]. Ett av problemen som personal inom vård och omsorg 

ofta får hantera är fallolyckor. Att skapa och applicera maskininlärningsalgoritmer med 

praktiskt syfte inom vårdsektorn är därför av intresse för framtiden och sammanfaller 

enligt FN:s globala mål 3.8 Agenda 2030. 

 

 

1.2 Mål 
Examensarbetets mål är att undersöka om det är möjligt att samla in värden från en 

accelerometer och skapa en maskininlärningsalgoritm som kan approximera ett värde (-1) 

eller (1) som indikerar på antingen ett falskt eller ett faktiskt fall. Det sekundära målet är 

att träna maskininlärningsalgoritmen till den nivå då den framgångsrikt kan approximera 

ett värde för nya falska och faktiska fall som inte använts i träningen.  

 

1.3 Frågeställningar och avgränsningar 
För att uppnå studiens syfte har följande frågeställningar ställts: 

 

Primär frågeställning: Går det att samla in data från accelerometerns rörelsemönster för att 

användas med en maskininlärningsalgoritm?  

 

Sekundär frågeställning: Går det att träna maskininlärningsalgoritmen till den nivå då den 

framgångsrikt kan approximera ett värde för nya fall den inte tidigare tränats med? 

 

På grund av tidsaspekten kommer följande inte att prövas: 

 

• Maskininlärningsalgoritmen kommer inte att testas med fler fall än skillnaden 

mellan fall från stående till golv (till liggande position framåtstupa sidoläge) och 

stående till sittande. 

• Maskininlärningsalgoritmen kommer inte att klassificera fall i realtid. 

• Maskinlärningsalgoritmen kommer inte att testas med annorlunda 

accelerometervärden än de som genereras av accelerometern BMA250. 
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2 Teori 
Följande litteraturstudie och teori har tagits i beaktande för att uppnå studiens syfte. 
 

2.1 Teoretisk bakgrund 
Studier tyder på att MEMS-Accelerometrar (Micro Electro Mechanical Systems) kommer 

fortsätta att bli allt vanligare i framtiden [11]. DC MEMS-accelerometrar används redan i 

stor utsträckning i mobil elektronik såsom i smartwatches, mobiltelefoner, och i 

träningsutrustning [10], [11],[12]. 

 

Maskininlärning blir allt vanligare inom både industrin och i vardagslivet. Många av dagens 

smarta elektroniska enheter kan använda maskininlärning för att bland annat förenkla 

användarens förutsägbarhet genom att förutsäga användares val, optimera 

vägbeskrivningar, och röstigenkänning [13],[14],[15]. Det gäller även för industri där 

användningen av maskininlärning är mer inriktat på produktkvalitet, förutsägbarhet av 

system och underhållestimering. Maskininlärning används tillsammans med de anställda i 

industrin för att effektivisera och kvalitetssäkra produktion och är en vital del av industrins 

generationsskifte till industri 4.0. Industri 4.0 är ett samlingsnamn för moderniseringen av 

industri som inkluderar automatiska enheter, maskininlärning, lagring av data i molnet 

med mera. [16].  

 

Maskininlärning kan användas till att optiskt kvalitetstest av produkter, optimering av 

produktion eller andra önskade resultat. För att skapa en maskininlärningsalgoritm behövs 

mycket digital data om det specifika systemet, den stora mängden data som behövs kallas 

Big Data. Big Data är all data som kan loggas från ett system eller en process och är en 

förutsättning för en effektiv maskininlärningsalgoritm. För att skapa en precis 

maskininlärningsalgoritm är det fundamentalt att ha mycket data och använda rätt data för 

sitt syfte. Gantz och Reinsel menar att bara 33 procent av den totala digital databasen 

kommer att innehålla värdefull information och den totala mängden information kommer 

att fördubblas varje år [17]. Ett av de största problemen med Big Data är att identifiera 

värdefull information och använda den i ett syfte som ger praktisk avkastning på grund av 

dess enorma storlek [17],[18].  

 

Klassificering av ett falskt utslag är av stor vikt och länge varit aktuellt i maskininlärning. 

Mot bakgrund mot det höga behovet av precisa system för felklassificering har tidigare 

forskning genomförts med olika sorters detektionssystem vilket har resulterat i att ett 

falskt fall kan detekteras med ett mindre (35 approximationoder) ANN i realtid med ca 

99,24 procents säkerhet där andra metoder inte nått samma säkerhet [19],[20],[21].  

 

Under de två senaste decennierna har användningen av ANN ökat. Skillnaden mellan 

neurala nätverk och andra maskininlärningsalgoritmer är att neurala nätverk har 

möjligheten att lösa olinjära och svårdefinierade problem med hjälp av parallell 
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sammansättning vilket effektiviserar inlärningsperioden. Neurala nätverk specialiserar sig 

på deep-learning vilket innebär fokusering av ett område och backpropagation 

(självjustering). Neurala nätverk har de karaktäristiska egenskaperna effektivitet, 

robusthet, och adaptivitet. Det har gjort neurala nätverk till ett värdefullt verktyg i 

klassificering, internetsäkerhet och basis på beslutstagande [22],[23],[24],[25]. 

 

2.2 Neurala nätverk 
Här presenteras en fördjupning av neurala nätverk. 

 

2.2.1 Grunden, noder, vikter, och lager. 
 
Ett neuralt nätverk är uppbyggd av ett antal noder/neuroner se Fig. 1 som tar in 

inmatning från en extern källa, vanligtvis ett eller flera värden baserat på en fil (såsom en 

processerad bild, en hastighet, en signal).  

 
Figur 1. En nod som är grunden till det Neurala nätverket [24] 

 

 
Värdet beräknas i noden enligt en sigmoidfunktion ekvation (1) som är en matematisk 

funktion som följer sigmoidkurvan Fig. 2 och har en positiv derivata i alla reella punkter. 

Sigmoidfunktion eftersom av att funktionens derivata är lätt att härleda och beräkna utifrån 

grundfunktionen. Det finns fler olika funktioner som används i samma syfte men 

sigmoidfunktionen är en av de vanligaste [24],[25]. 

 

𝐹(𝑥) = tanh(𝑥) = 
𝑒𝑥 − 𝑒−𝑥

𝑒𝑥 + 𝑒−𝑥
(1) 
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Figur 2. Sigmoidkurvan enligt Ekvation 1. 

 
Detta värde multipliceras med en så kallad vikt som ger signifikans över hur väl värdet från 

denna nod ska påverka slutresultatet. Genom att sammanställa ett flertal noder och vikter 

se Fig.3 kan ett neuralt nätverk byggas som approximerar det mest sannolika svaret som 

slutvärde. 

 

 
Figur 3. En förenklad version av ett neuralt nätverk [24]. 

 
Där ekvation (2) approximerar slutvärdet av dessa 2 noder och 3 vikter där X1 och X2 är 

noder och N1, N2 och N3 är vikter. Vikter i ett neuralt nätverk erhåller ett värde oftast 

mellan 0 till 0,99 och förändras kontinuerligt allteftersom det neurala nätverket tränas 

med data. I vissa neurala nätverk kan valet av beräkningsfunktion kompletteras med 

ytterligare funktioner såsom ReLU (Rectified Linear Unit) ekvation (2). ReLU kan 

användas för att begränsa negativa resultat av beräkning där endast positiva resultat är av 

intresse för det neurala nätverket. Användningen av kompletterande funktioner är 

relaterat till beräkningsfunktion och väljs därefter [24],[26]. Till exempel vid användning 

av tanh 𝑥 så är spannet i vilket ett värde kan sökas mest effektivt mellan -1 till 1 (enligt 

tanh 𝑥 karakteristik) och användning av ReLU kan försvåra approximering. Ekvationen 

för beräkning av Fig. 3 görs enligt ekvation (3) 
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𝑅𝑒𝐿𝑈(𝑥) = max(𝑥, 0) (2) 
 

 

𝑓(𝑥1, 𝑥2) = 𝑆𝑖𝑔𝑚𝑜𝑖𝑑 (𝑣1
3𝑅𝑒𝐿𝑈(𝑣1

1𝑥1 + 𝑣2
1𝑥2) + 𝑣2

3𝑅𝑒𝐿𝑈(𝑣1
2𝑥1 + 𝑣2

2𝑥2)) (3)  

 
 

där 𝑣𝑎
n, 𝑣𝑏

n+1, 𝑣𝑐
n+2 är vikternas värden, exponenten viktens placering i ledet, och 

notationen vilken nod (𝑣1
n för X1 och 𝑣2

n X2) värdet är hämtat ifrån. 

 

Genom att utnyttja ett flertal parallellt kopplade lager som tar inputs från tidigare lager 

kan effektivare approximeringar göras med större säkerhet och snabbare. Lager där 

approximeringsnoder befinner sig i kallas på dolda lager (hidden layers), Det neurala 

nätverket som illustreras i Fig. 4 har topologin efter Tabell 1 där varje cirkel representerar 

en nod tillsammans med en vikt. 

 

Tabell 1. Figur 4 förenklad version av ett neuralt nätverk topologi 

Topologi Fig. 4 

Input noder. 6 st. 

Dolda lager . 3 st. 

Approximeringsnoder. 27 st. 

Output noder. 6 st. 

 

 
Figur 4. En förenklad version av ett neuralt nätverks struktur. 
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2.2.2 Träning 

 
I ett typiskt neuralt nätverk initieras vikterna med randomiserade värden som genom 

träning optimeras och anta stabilare värden. Till detta används gradienter som är derivatan 

av ett värde och tolkas som en vektor med riktning. Med SGD (Stochastic Gradient 

Descent) ekvation (4) kan detta beräknas  

 

𝑤𝑖+1 + 1 =  𝑤𝑖 −  𝛾𝑖∇𝑤𝑄(𝑤𝑖) (4) 

                 

 

där 𝑤𝑖  är den specifika vikten som testas, 𝛾𝑖  är stegstorleken (inlärningshastigheten) 

mellan noderna, ∇𝑤 är returnerade gradienten från derivatan av sigmoidfunktionen, och 

𝑄 är det approximerade värdet av gradientens sanna värde [24],[27]. Om ett värde som är 

högre än 0 erhålls minskas vikten med värdet av gradienten, om ett värde lägre än 0 erhålls 

ökas värdet på vikten med värdet av gradienten. 

  

SGD är en robust funktion för beräkning av gradienten vars approximationer kan ha en 

större felmarginal än andra funktioner för Gradient Descent (GD). Skillnaden mellan den 

och andra funktioner för GD är effektivitet vilket sparar processorkraft. Med mycket data 

samt träningssekvenser kan felmarginalen i funktionen minimeras [24],[26],[27]. 

 

Målet är att få SGD att konvergera mot ett globalt minimum men då beräkningen för att få 

alla noder att konvergera mot samma globala minimum är omfattande så accepteras det 

lokala minimumet. 

 

I ett perfekt neuralt nätverk testas alla vikter i flera omgångar tills gradienten returnerar 0 

vilket indikerar att vikten är perfekt balanserad. Det som ligger i störst fokus för beräkning 

av SGD är valet av värdet för 𝛾𝑖. Ett för stort värde får ekvationen att missa konvergering 

mot ett lokalt minimum (instabil approximering) och ett för litet värde (minimum på 1, 

𝛾𝑖 = 1) tar alltför lång tid att beräkna. Processen är väldigt krävande av datorn som utför 

testerna. En av flera lösningar på detta är metoden mini-batch GD som består av att välja 

en omgång noder med vikter för testning och testa alla med en inlärningshastighet på 1. 

Mini-batch GD:s storlek består vanligtvis av 32 st noder och överskrider sällan mer än 

100. En testning kallas för träningssekvens. Genom att göra detta flera gånger kan det 

neurala nätverket mer effektivt nå acceptabla approximeringar utan att spendera 

överdrivet lång tid på beräkning [28]. 

 

För att säkerställa att det neurala nätverket är effektivt så testas det med en förlustfunktion 

ekvation (5)  
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𝐹ö𝑟𝑙𝑢𝑠𝑡 (𝑦, 𝑦̂) =  
1

𝑚
∑(𝑦𝑖 − 𝑦𝑖̂)

2

𝑚

𝑖=1

 (5) 

   

 

där 𝑦 är inmatningsvärde från det neurala nätverket, 𝑦̂ är det efterfrågade värdet av 

resultatet och m är antalet utförda tester. Ett stort värde från förlustfunktionen indikerar 

ett ineffektivt neuralt nätverk som antingen behövs manuellt justeras eller tränas med mer 

data.  

 

  

3. Process, resultat och analys 
I detta avsnitt kommer rapportens process, resultat, och analys presenteras. 
 

3.1 Process 
En Tinyduino Processor (Atmega 328P), en Tinyduino display (0.96 tum Oled screen), 

och en accelerometer (BMA205) kopplades tillsammans. Denna sammabyggnad kommer 

hädanefter i rapporten att kallas för enheten. En kod med programspråket C++ skrevs i 

programmet Arduino för att initiera processor och digitalt skapa koppling mellan alla delar 

i enheten. Enheten programmerades att visa accelerometervärdena på displayen i realtid 

med en uppdateringstid på 250ms (max samplingstid för accelerometern). Genom att 

hålla i enheten i handen medan man föll så skulle detta simulera ett faktiskt fall och 

accelerometervärdena skulle därifrån användas till att träna det neurala nätverket. En 

kamera hölls i andra handen med max slutarhastighet på 30 foton per/sekund och riktades 

mot displayen. Genom att falla från stående till liggande (framåtstupa sidoläge) så 

simulerades ett faktiskt fall, och från stående still sittandes ett falskt fall. Genom att fysiskt 

göra detta 20 gånger så kunde 10 st faktiska fall och 10 st falska fall erhållas. Varje fall 

innehöll ca 10-12 uppdateringar av accelerometerns värden i X,Y, och Z-led.  

 

Accelerometerns värden lästes av från bilderna som var tagna med kameran. Hälften av 

varje falls första accelerometervärden reducerades till tre medelvärden och döptes till X1, 

Y1, och Z1 och den andra hälften accelerometervärden reducerades till medelvärdet och 

döptes till X2, Y2, och Z2. För att undvika extremvärden eller fluktuationer i enskilda fall 

så beräknades även medelvärdet per fem fall i samma kategori (falska och faktiska fall för 

sig). Detta resulterade i två falska fall och två faktiska fall med egna X1, Y1, och Z1 samt 

X2, Y2, och Z2 värden baserat på tidigare 20 st fall. Fallen användes senare för att träna det 

neurala nätverket. 

 

En kod skrevs i programmet Visual Studio med programspråket C++ för att generera en 

träningsfil med slumpartad blandning av faktiska och falska fall där det neurala nätverket 

skulle hämta sin träningsdata ifrån. En slumpartad ordning ansågs påvisa mest 

sanningsenligt resultat av hur väl det neurala nätverket presterade. Värdena skrevs in i 
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programmet vilket genererade 15 000 fall baserat på de fyra fallen som skrevs över till 

träningsfilen. 

 

Målet var att det neurala nätverket skulle approximera värdet 1 för riktiga fall och värdet -

1 för falska fall.  

 

För att ha en referenspunkt till om det neurala nätverket presterade acceptabelt bestämdes 

det att om det neurala nätverket approximerade inom 0,1 (5% av det totala spannet) av 

det eftersökta värdet (-1 eller 1) så var det en lyckad approximering. Denna gräns valdes 

utan någon utomstående information och endast för att ha ett mått på prestation.  

 

Det neurala nätverkets kod kompletterades med räknare som summerade alla olika 

approximeringar och förlustfunktionen samt skrev över alla värden till separata filer för 

vidare analys.  

 

Det neurala nätverket innehöll så få noder så att en träningssekvens mötte kriterierna för 

mini-batch GD. Efter den första träningssekvensen testades det neurala nätverket sig självt 

med förlustfunktionen och initierade nästa träningssekvens.  

 

Efter träningssekvenserna testades det neurala nätverkets tillförlitlighet med att vidare 

matas med åtta olika sekvenser av accelerometervärden i sekvens efter varandra. Fyra 

faktiska fall se Tabell 5, Fig. 7 och fyra falska fall se Tabell 6, Fig. 8.  

 

3.2 Resultat och analys 
Antalet värden som erhölls av varje fall var mellan 30-36 st fallens värden återfinns i Bilaga 

B. Värdena analyserades och den värdefulla datan ansågs vara skillnaden i y-led och i z-led 

mellan Y1, Z1 och Y2, Z2. För de faktiska fallen var det en stor skillnad i z-led och en större 

skillnad i y-led än i de falska fallen.  

 

Ett nätverk med topologin 4,8,1 skapades där approximeringsnoderna var anordnade i ett 

lager se Tabell 2. 

 

Tabell 2. Neurala nätverkets topologi 

Neurala nätverkets topologi 

Input-noder 4 

Dolda lager 1 

Approximeringsnoder 8 

Output-noder 1 

 
Det neurala nätverket tränades först med träningsdatan baserad på Tabell 3 och Tabell 4. 

Antalet träningssekvenser för Tabell 3 var 4 950 st se Fig.5 och för Tabell 4, 10 000 st se 

Fig.6. Anledningen för det nästan dubblerade antalet träningssekvenser för falska fall Fig.6 
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var för att det neurala nätverket hade till synes svårare att approximera ett falskt fall 

jämfört med ett faktiskt fall. Observera att det neurala nätverket tränades med båda 

faktiska Fig. 5 och falska Fig. 6 fall samtidigt i slumpartad ordning. 

 
Tabell 3. Medelvärde av de faktiska fallen 

Medelvärde Faktiskt fall 1 Medelvärde Faktiskt fall 2 

Y1 144,97 Y2 176,12 Y1 146,1 Y2 277,48 

Z1 230,04 Z2 29,35 Z1 201,9 Z2 -4,19 

 

 
Figur 5. Träningssekvens av faktiska fall med eftersökt värde av 1 med värden från Tabell 3. 

 

Träningen av de faktiska fallen resulterade att under 4950 träningssekvenser kunde 

nätverket approximera att det eftersökte värdet var 1 inom den acceptabla gränsen med 

98,06 % säkerhet. Vid analys av de sista 500 träningssekvenserna kunde det eftersökta 

värdet 1 inom den acceptabla gränsen approximeras med 100% säkerhet och 0,0045% 

felmarginal. 

 
Tabell 4. Medelvärde av de falska fallen 

Medelvärde Falskt fall 1 Medelvärde Falskt fall 2 

Y1 197,5 Y2 177,276 Y1 143,47 Y2 155,084 

Z1 219,19 Z2 179,994 Z1 201,9 Z2 150,47 
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Figur 6. Träningssekvens av falska fall med eftersökt värde -1 med värden hämtat från Tabell 4. 

 
Träningen av de falska fallen resulterade att under 10 000 träningsexempel kunde 

nätverket approximera att det eftersökte värdet var -1 inom den acceptabla gränsen med 

98,82% säkerhet. Vid 4950 träningssekvenser approximerades inom den acceptable 

gränsen eftersökta värdet 96,94% med 0,0013% felmarginal jämfört med de faktiska 

fallen 98,06% med 0,0045% felmarginal. Vid analys av de sista 1000 träningssekvenserna 

kan det eftersökta värdet -1 approximeras inom acceptabla gränser med 100% säkerhet 

och 0,0005% felmarginal. 

 

Vid analys av de första 1000 träningssekvenser i Fig. 6 och Fig. 7 så har felmarginalen 

sjunkit till 0,0163% se Fig. 5, och 0,006% felmarginal se Fig. 6 (baserat på 200 resultat 

efter 1000 träningssekvenser).  

 

Vid jämförelse av den acceptabla gränsen mellan de faktiska fallen Fig. 6 med falska fallen 

Fig. 7 visar det sig att det neurala nätverket approximerar säkrare faktiska fall än falska fall 

initialt trots nästan dubbla antalet träningssekvenser falska fall. En av anledningarna kan 

även vara Tabell 4 som har särskiljande värden jämfört med Tabell 3 som delar liknande Y-

värden mellan fallen. Detta kan ha påverkat nätverket att enklare kunna särskilja på 

faktiska fall. Vid jämförelse av felmarginalen visar det att det neurala nätverket bibehåller 

en större felmarginal längre vid faktiska fall än vid falska fall. Detta är troligen för att falska 

fall har fler kriterier och när de ska approximeras är nätverket säkrare på vilket värde som 

söks. 

 

Testet av det neurala nätverkets tillförlitlighet vid faktiska fall gjordes med värden från 

Tabell 5 och resultatet påvisas i Fig. 7. 

 

-1,5

-1

-0,5

0

0,5

1

1,5

0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000

A
p

p
ro

xi
m

er
at

 v
är

d
e

Antal träningssekvenser

Falska Fall Träning



 

12 

 

 
Tabell 5. Faktiska fall testdata 

Faktiskt fall 1 Faktiskt fall 2 

Y1 197,5 Y2 177,276 Y1 143,47 Y2 155,084 

Z1 219,19 Z2 179,994 Z1 201,9 Z2 150,47 

Faktiskt fall 3 Faktiskt fall 4 

Y1 197,5 Y2 177,276 Y1 143,47 Y2 155,084 

Z1 219,19 Z2 179,994 Z1 201,9 Z2 150,47 

 

 
Figur 7. Test av nya otränade faktiska fall med eftersökt värde av 1. 

 
Det eftersökta värdet 1 kunde approximeras inom den acceptabla gränsen med 100 % 

säkerhet och med 0,0003% felmarginal. 

 
Testet av det neurala nätverkets tillförlitlighet vid falska fall gjordes med värden från 

Tabell 6 och resultatet påvisas i Fig. 9. 

 
Tabell 6. Falska fall testdata 

Falskt fall 1 Falskt fall 2 

Y1 197,5 Y2 177,276 Y1 143,47 Y2 155,084 

Z1 219,19 Z2 179,994 Z1 201,9 Z2 150,47 

Falskt fall 3 Falskt fall 4 

Y1 197,5 Y2 177,276 Y1 143,47 Y2 155,084 

Z1 219,19 Z2 179,994 Z1 201,9 Z2 150,47 
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Figur 8. Test av nya otränade falska fall med eftersökt värde av -1. 

 
Nya falska fall med eftersökt värde -1 som inte tidigare hade testats kunde approximeras 

med 100 % säkerhet och 0 % felmarginal med undantag för träningssekvens 1 och 2 som 

approximerades med värdet 0,9992 och 0,5557. De inräknade kunde rätt värde 

approximeras med 99,95 % säkerhet och 0,0039 % felmarginal. Med mer data hade dessa 

värden kunnat förbättrats då nätverket approximerade perfekt efter två initiala försök trots 

nya falska sekvenser. På grund av tidigare inmatade faktiska fall Fig. 7 så tros det att 

nätverket förväntade sig fler faktiska fall och approximerade i närheten av 1. 

 

Förlustfunktionen som var då ett mått på det neurala nätverkets prestation plottades upp 

för att illustrera prestationen över antalet träningssekvenser se Fig. 9. 

 
 

 
Figur 9. Förlustfunktionen av det Neurala nätverket med eftersökt värde -1 och 1. 
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Förlustfunktionens värde efter sammanlagt ca 16 000 träningssekvenser och skillnaden 

mellan det sökta värdet och neurala nätverkets approximerade värde var ca 0,0007.  

 

Som det kan observeras från Fig. 9 så tog det 133 träningssekvenser minimum för att 

nätverket skulle börja reducera förlustfunktionen. Toppvärdet av förlustfunktionen 

hamnade på träningssekvens nr 133 är ca 0,5870.  

Det var de första 610 träningssekvenserna där det neurala nätverket lärde sig mest 

effektivt gentemot antalet träningssekvenser. Skillnaden mellan träningssekvens 133 till 

träningssekvens 610 är ca 1000% minskning av felmarginalen. Vid jämförelse av 

förlustfunktionens värde från träningssekvens 1000 till 2000 så är skillnaden 0,01248. 

Från träningssekvens 2000 till 15 000 är skillnaden 0,00648. 

4 Diskussion 
 
Fokus för denna rapport var att testa insamlandet av accelerometervärden samt tränandet 

av en maskininlärningsalgoritm med de insamlade accelerometervärdena. Utifrån det 

perspektivet har undersökningen lyckats. Det finns dock mycket arbete kvar på grund av 

den stora mängd olika accelerometervärden som en accelerometer kan generera i samma 

typ av fall. För att använda det neurala nätverket utanför testmiljön och till hjälp med 

klassificering i realtid krävs ytterligare träning. Till exempel om ett faktiskt fall inte slutar 

med ett framåtstupa sidoläge så erhålls andra accelerometervärden. Detta inkluderar även 

handposition (med anledning vart accelerometern sitter på kroppen) vid falska fall. Med 

ytterligare testning och mer olika typer av fall skulle ett neuralt nätverk kunna tränas att 

känna igen även andra typer av fall. För att utöka den mängd fall ett neuralt nätverk kan 

tränas att känna igen kan det behövas fler approximeringsnoder. 

 

Grundidén i maskininlärningsalgoritmen har också ett värde att kunna vända fokus mot 

hjälpandet av personal inom vårdsektorn genom förbättrandet och appliceringen av 

teknologi i hopp om att uppnå FN:s globala mål och stödja vård och omsorgs-personal. 

 

Det är värt att nämna att det inte är självklart vilken beräkningsfunktion som passar till det 

neurala nätverkets syfte. I denna rapport användes Tanh x slumpmässigt och i det första 

skedet söktes det neurala nätverket att förutsäga om de inmatade accelerometervärdena 

indikerade ett falskt eller faktiskt fall genom att approximera 0 för falskt eller 1 för 

faktiskt. Vid approximation av 0 så approximerade nätverket instabilt och tog lång tid på 

sig för att konvergera. När detta värde ändrades till -1 så betedde sig det neurala nätverket 

såsom vid approximation av ett faktiskt fall. Andra sigmoidfunktioner som inte 

undersöktes skulle kunnat ha passat det neurala nätverket bättre och genom att testa sig 

fram mellan olika funktioner skulle möjligtvis det neurala nätverket prestera bättre under 

färre antal träningssekvenser. 
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Då maskininlärningsalgoritmens träning baserar sig på insamlandet av användardata så 

faller detta under den etiska diskussionen om insamlandet av data och vem som äger den 

insamlande datan. Då användaren är upphovet till datan som genereras men företag oftast 

är sammanställaren av data så är äganderätten och användandet av datan inte självklar. Den 

här rapporten kommer inte att ta en ställning i dessa etiska aspekter. 

 

Fortsatt arbete på detta examensarbete kan innefatta och är inte exkluderat till: 

 

• Att testa maskininlärningsalgoritmen med mer data och utöka koden med fler 

noder och lager för bättre approximeringar snabbare. 

• Att kunna applicera maskininlärningsalgoritmen i enheten och få klassificering i 

realtid tillsammans med tidigare nämnde. 

• Att sammankoppla en larmningsenhet där larmning sker i realtid vid upptäckt 

kollision. 

• Att träna maskininlärningsalgoritmen att kunna approximera allvarlighetsgrad av 

kollision. 
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Bilaga A. 
 
Följande är koden som användes för det artificiella neurala nätverket. 

 
#include <vector> 

#include <iostream> 

#include <cstdlib> 

#include <cassert> 

#include <cmath> 

#include <fstream> 

#include <sstream> 

 

using namespace std; 

class TrainingData 

{ 

public: 

 TrainingData(const string filename); 

 bool isEof(void) { return m_trainingDataFile.eof(); } 

 void getTopology(vector <unsigned>& topology); 

 

 // Returnerar antalet inputs som finns från filen. 

 unsigned getNextInputs(vector<double>& inputVals); 

 unsigned getTargetOutputs(vector<double>& targetOutputVals); 

 

private: 

 ifstream m_trainingDataFile; 

}; 

 

void TrainingData::getTopology(vector<unsigned>& topology) 

{ 

 string line; 

 string label; 

 

 getline(m_trainingDataFile, line); 

 stringstream ss(line); 

 ss >> label; 

 if (this->isEof() || label.compare("topology:") != 0)  

 {  

  cout << " Could not reach file "; 

  abort(); 

 } 

 while (!ss.eof()) 

 { 

  unsigned n; 

  ss >> n; 

  topology.push_back(n); 

 } 

 return; 

} 

 

TrainingData::TrainingData(const string filename) 

{ 

 m_trainingDataFile.open(filename.c_str()); 

} 

 

unsigned TrainingData::getNextInputs(vector<double>& inputVals) 

{ 
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 inputVals.clear(); 

 

 string line; 

 getline(m_trainingDataFile, line); 

 stringstream ss(line); 

 

 string label; 

 ss >> label; 

 if (label.compare("in:") == 0) { 

  double oneValue; 

  while (ss >> oneValue) { 

   inputVals.push_back(oneValue); 

  } 

 } 

 

 return inputVals.size(); 

} 

 

unsigned TrainingData::getTargetOutputs(vector<double>& 

targetOutputVals) 

{ 

 targetOutputVals.clear(); 

 

 string line; 

 getline(m_trainingDataFile, line); 

 stringstream ss(line); 

 

 string label; 

 ss >> label; 

 

 if (label.compare("out:") == 0) 

 { 

 double oneValue; 

  while (ss >> oneValue) 

  { 

   targetOutputVals.push_back(oneValue); 

  } 

 } 

 return targetOutputVals.size(); 

} 

 

struct Connection 

{ 

 double weight; 

 double deltaWeight; 

}; 

 

class Neuron ; 

 

typedef vector<Neuron> Layer; 

//************* class Neuron*************** 

class Neuron   //Konstruktor för Neuronklassen 

{ 

public: 

 Neuron (unsigned numOutputs, unsigned myIndex); 

 void setOutputVal (double val) { m_outputVal = val; } 

 double getOutputVal (void) const { return m_outputVal; } 

 void feedForward (const Layer &prevLayer); 

 void calcOutputGradients (double targetVal); 
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 void calcHiddenGradients (const Layer &nextLayer); 

 void updateInputWeights (Layer &prevLayer); 

 

 

private: 

 static double eta;      

  //  [ 0.0...1.0] INLÄRNINGSHASTIGHET, ÄNDRA VID 

KÖRNING. 

 static double alpha;      

 //  [0.0... n] MOMENTUM, ÄNDRA VID KÖRNING. 

 static double transferFunction (double x); 

 static double transferFunctionDerivative (double x); 

 static double randomWeight (void) { return rand() / 

double(RAND_MAX); } //Randomiserar vikterna 

 double sumDOW(const Layer& nextLayer)const; 

 double m_outputVal;     

 //Doublen för outputen efter kalkylering i Neuronen 

 vector<Connection> m_outputWeights;  //Vector som 

innehåller alla kopplingar mellan Neuronerna 

 unsigned m_myIndex; 

 double m_gradient; 

}; 

double Neuron::eta = 0.15;  // Sammanlagd 

inlärningshastighet    [0.0...0.1] 

double Neuron::alpha = 0.5;  // momentum multiplicerar med 

sista deltavikten, [0.0...n] 

 

 

 

void Neuron::updateInputWeights(Layer& prevLayer) 

{ 

 // vart vikterna uppdatera i titidgare lager 

 

 for (unsigned n = 0; n < prevLayer.size(); ++n) 

 { 

  Neuron &neuron = prevLayer[n]; 

  double oldDeltaWeight = 

neuron.m_outputWeights[m_myIndex].deltaWeight; 

  double newDeltaWeight = eta * neuron.getOutputVal() 

* m_gradient + alpha * oldDeltaWeight; 

   //Uppdatering av enskilda vikter 

   //eta Inlärningshastigheten där 0.0 är 

långsamt, 0.2 medium snabbt, 1.0 vårdlösts snabbt 

   //alpha är momentum 0.0 är stillastående och 

0.5 är medium 

  neuron.m_outputWeights[m_myIndex].deltaWeight = 

newDeltaWeight; 

  neuron.m_outputWeights[m_myIndex].weight += 

newDeltaWeight; 

 } 

} 

 

double Neuron::sumDOW(const Layer& nextLayer)const 

{ 

 double sum = 0.0; 

 

//summera alla error vi finner 

 for (unsigned n = 0; n < nextLayer.size() - 1; ++n) 

 { 
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  sum += m_outputWeights[n].weight * 

nextLayer[n].m_gradient; 

 } 

  return sum; 

} 

 

void Neuron:: calcHiddenGradients(const Layer& nextLayer)

 //Kalkylerna inuti de gömda lagrerna 

{ 

 double dow = sumDOW( nextLayer); 

 m_gradient = dow * 

Neuron::transferFunctionDerivative(m_outputVal); 

} 

 

void Neuron::calcOutputGradients(double targetVal)  

 //kalkylera outputen 

{ 

 double delta = targetVal - m_outputVal; 

 m_gradient = delta * 

Neuron::transferFunctionDerivative(m_outputVal); 

} 

 

double Neuron:: transferFunction(double x) 

{ 

 //tanh - output range {-1.0...1.0} 

 return tanh(x); 

 

} 

 

double Neuron :: transferFunctionDerivative(double x) 

{ 

 //tanh derivate 

 return (1.0 - tanh(x) * tanh(x)); 

} 

 

void Neuron::feedForward(const Layer& prevLayer) 

{ 

 double sum = 0.0; 

 //Sum the previous layer's output (which are our inputs), 

summera alla invärden för approximering av slutvärdet 

 

 for (unsigned n = 0; n < prevLayer.size(); ++n) 

 { 

  sum += prevLayer[n].getOutputVal() * 

prevLayer[n].m_outputWeights[m_myIndex].weight; 

 } 

 

 m_outputVal = Neuron::transferFunction(sum); // 

Neuronfunktion  

} 

 

Neuron::Neuron(unsigned numOutputs, unsigned myIndex) 

{ 

 for (unsigned c = 0; c < numOutputs; ++c) 

 { 

  m_outputWeights.push_back(Connection()); 

 //Kopplar tillsammans alla Nueroner med hjälp av vectorn 

m_outputWeights 
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  m_outputWeights.back().weight = randomWeight(); // 

Ger alla vikter ett randomiserat värde mellan 0-1 

 } 

 m_myIndex = myIndex; 

} 

 

//************* class Neuron*************** 

 

 

 

class Net 

{ 

public: 

 Net(const vector<unsigned> &topology); 

 void feedForward(const vector<double> &inputVals) ; //const 

är samma sak som final i Java (tror jag) 

 void backProp(const vector<double> &targetVals) ; 

 void getResults(vector<double>& resultVals) const ; // const 

ligger utanför för att vi kommer att mata vector med värden för 

returnering. 

 double getRecentAverageError(void) const { return 

m_recentAverageError; } 

 

private: 

 vector<Layer> m_layers; //Struktur = 

mlayers[layerNum][neronNum] 

 double m_error; 

 double m_recentAverageError; 

 static double m_recentAverageSmoothingFactor; 

 

}; 

 

double Net::m_recentAverageSmoothingFactor = 100.0; 

 

void Net::getResults(vector<double>& resultVals) const 

{ 

 resultVals.clear(); 

 

 for (unsigned n = 0; n < m_layers.back().size() - 1; ++n) 

 { 

 

 resultVals.push_back(m_layers.back()[n].getOutputVal()); 

 } 

} 

 

// ******************Träningssektion**************** 

void Net::backProp(const vector <double>& targetVals)  

{ 

 //Beräkna felmarginalen/förslustfunktionen (RMS använder vi 

här) 

 Layer  &outputLayer = m_layers.back(); 

 m_error = 0.0; 

 

 for (unsigned n = 0; n < outputLayer.size() - 1; ++n) 

 { 

  double delta = targetVals[n] - 

outputLayer[n].getOutputVal(); 

  m_error += delta * delta; 

 } 
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 m_error /= outputLayer.size() - 1; 

 m_error = sqrt(m_error); 

 

 //Implement a recent averegae measurment 

 m_recentAverageError = (m_recentAverageError * 

m_recentAverageSmoothingFactor + m_error) / 

(m_recentAverageSmoothingFactor + 1.0); 

 

  

 //Beräkna output lagerna gradienterna 

 

  for (unsigned n = 0; n < outputLayer.size() - 1; 

++n) 

  { 

  

 outputLayer[n].calcOutputGradients(targetVals[n]); 

  } 

 //Beräkna gradienterna i "hidden" layers 

 

 for (unsigned layerNum = m_layers.size() - 2; layerNum > 0; 

--layerNum) 

 { 

  Layer &hiddenLayer = m_layers[layerNum]; 

  Layer &nextLayer = m_layers[layerNum +1]; 

 

  for (unsigned n = 0; n < hiddenLayer.size(); ++n) 

  { 

  

 hiddenLayer[n].calcHiddenGradients(nextLayer); 

  } 

 } 

 //för alla lager från första till sista 

 //Uppdatera vikterna 

 for (unsigned layerNum = (m_layers.size() - 1); layerNum > 

0; --layerNum) 

 { 

  Layer& layer = m_layers[layerNum]; 

  Layer& prevLayer = m_layers[layerNum -1]; 

  for (unsigned n = 0; n < layer.size() - 1; ++n) 

  { 

   layer[n].updateInputWeights(prevLayer); 

  } 

 } 

} 

 

// ******************Träningssektion**************** 

 

void Net::feedForward(const vector<double> & inputVals) 

{ 

 assert(inputVals.size() == m_layers[0].size() - 1); 

  // Om någonting går fel och ett felmeddelande 

erhålls så säg till. Säg till om inputs != outputs 

 //Assign latch the input values into the input neruons 

 for (unsigned i = 0; i < inputVals.size(); ++i) 

 { 

  m_layers[0][i].setOutputVal(inputVals[i]); 

 } 
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 //Forawrd propogate, loopa alla lager och loopa alla 

neuroner och säg åt dom att skicka frammåt 

 for (unsigned layerNum = 1; layerNum < m_layers.size(); 

++layerNum) 

 { 

  Layer& prevLayer = m_layers[layerNum - 1]; 

  for (unsigned n = 0; n < m_layers[layerNum].size() - 

1; ++n) 

  { 

   m_layers[layerNum][n].feedForward(prevLayer); 

  } 

 

 } 

} 

Net::Net(const vector<unsigned>& topology) 

{ 

 unsigned numLayers = topology.size(); 

 for (unsigned layerNum = 0; layerNum < numLayers; 

++layerNum) 

 { 

  m_layers.push_back(Layer()); //första lagret 

  unsigned numOutputs = layerNum == topology.size() - 

1 ? 0 : topology[layerNum + 1]; 

 //Behövs en inre loop för att lägga till noder i lagrena. 

  for (unsigned neuronNum = 0; neuronNum <= 

topology[layerNum]; ++neuronNum) //<= för en bias nod som ska 

alltid skicka värdet 1 till summeringsprocessen av någon anledning 

  { 

   m_layers.back().push_back(Neuron(numOutputs, 

neuronNum)); //. back ger tillbaka senaste värdet för en funktion  

   cout << "Gjorde en nod" << endl; 

  } 

  // Tvinga neuronen att skicka ut 1.0 

  m_layers.back().back().setOutputVal(1.0); 

 

 } 

} 

void showVectorVals(string label, vector<double>& v) 

{ 

 cout << label << " "; 

 for (unsigned i = 0; i < v.size(); ++i)  

 { 

  cout << v[i] << " "; 

 } 

 cout << endl; 

} 

 

 

int main() 

{ 

  

 // topology eg., {3,2,1} // antalet lager so vi skulle ta 

och skicka in 

 TrainingData trainData("TrainingDataGamma.txt"); 

 

 // e.g., { 3, 2, 1 } 

 vector<unsigned> topology; 

 trainData.getTopology(topology); 
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 Net myNet(topology); 

 

 vector<double> inputVals, targetVals, resultVals; 

 int trainingPass = 0; 

 fstream 

m_trainingDataFileFalse("TrainingDataFalseResults.txt"); 

 fstream 

m_trainingDataFileTrue("TrainingDataTrueResults.txt"); 

 fstream 

m_trainingDataFileError("TrainingDataNetAverageError.txt"); 

 fstream 

m_trainingDataFileFalseNew("TrainingDataFalseResultsNewCase.txt"); 

 fstream 

m_trainingDataFileTrueNew("TrainingDataTrueResultsNewCase.txt"); 

 

 while (!trainData.isEof()) 

 { 

  ++trainingPass; 

 

  cout << endl << "Pass " << trainingPass; 

  trainData.getNextInputs(inputVals); 

  // Plocka in ny input data och feedforwarda den till 

Neuronerna 

 

  showVectorVals(": Inputs:", inputVals); 

  myNet.feedForward(inputVals); 

 

  // Samla output resultaten: 

  myNet.getResults(resultVals); 

  showVectorVals("Outputs:", resultVals); 

 

  // Träna datan med det förväntade resultatet 

  trainData.getTargetOutputs(targetVals); 

  showVectorVals("Targets:", targetVals); 

  assert(targetVals.size() == topology.back()); 

  for (unsigned i = 0; i < targetVals.size(); ++i) 

  {  

   for (unsigned c = 0; c < resultVals.size(); 

++c) 

   { 

    if (targetVals[i] == -1.0 && 

(trainingPass < 15885)) 

    { 

     m_trainingDataFileFalse << 

resultVals[c] << " "; 

     m_trainingDataFileFalse << 

endl; 

    } 

    if (targetVals[i] == 1.0 && 

(trainingPass < 15885)) 

    { 

     m_trainingDataFileTrue << 

resultVals[c] << " "; 

     m_trainingDataFileTrue << endl; 

    } 

 

    if (targetVals[i] == -1.0 && 

(trainingPass > 15885)) 

    { 
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     m_trainingDataFileFalseNew << 

resultVals[c] << " "; 

     m_trainingDataFileFalseNew << 

endl; 

    } 

    if (targetVals[i] == 1.0 && 

(trainingPass > 15885)) 

    { 

     m_trainingDataFileTrueNew << 

resultVals[c] << " "; 

     m_trainingDataFileTrueNew << 

endl; 

    } 

   } 

   

     

  } 

 

  myNet.backProp(targetVals); 

 

  // Rapportera AverageError 

  cout << "Net recent average error: " 

   << myNet.getRecentAverageError() << endl; 

  m_trainingDataFileError << 

myNet.getRecentAverageError() << endl; 

 } 

 

 cout << endl << "Done" << endl; 

 

} 
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Bilaga B 
 
Samtliga accelerometervärden som registrerades och användes för examensarbetet se 

Tabell 1 – 20. 

 
Tabell 1. Accelerometervärden faktiskt fall 1 

Faktiskt fall 1 

X1  6 X2 -69,5 

Y1 65,66 Y2 212,3 

Z1 233,6 Z2 -30 

 
Tabell 2. Accelerometervärden faktiskt fall 2 

Faktiskt fall 2 

X1  32,66 X2 19,0 

Y1 111,6 Y2 94,0 

Z1 261 Z2 143,5 

 
Tabell 3. Accelerometervärden faktiskt fall 3 

Faktiskt fall 3 

X1  -91,5 X2 -73,5 

Y1 286 Y2 174,6 

Z1 186 Z2 -22,75 

 
Tabell 4. Accelerometervärden faktiskt fall 4 

Faktiskt fall 4 

X1  28,5 X2 173,6 

Y1 120 Y2 187,35 

Z1 236 Z2 47,6 

 
Tabell 5. Accelerometervärden faktiskt fall 5 

Faktiskt fall 5 

X1  5 X2 -71,6 

Y1 141,6 Y2 187,35 

Z1 236 Z2 -7,4 

 
Tabell 6. Accelerometervärden faktiskt fall 6 

Faktiskt fall 6 

X1  -85,6 X2 -60 

Y1 65,66 Y2 328 

Z1 216,5 Z2 -28,75 

 
Tabell 7. Accelerometervärden faktiskt fall 7 

Faktiskt fall 7 

X1  10,65 X2 -83 

Y1 135 Y2 328 

Z1 204 Z2 -28,75 
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Tabell 8. Accelerometervärden faktiskt fall 8 

Faktiskt fall 8 

X1  -94,5 X2 -16,6 

Y1 147,6 Y2 308,3 

Z1 220,75 Z2 -10,3 

 
Tabell 9. Accelerometervärden faktiskt fall 9 

Faktiskt fall 9 

X1  -4 X2 60 

Y1 186,25 Y2 249,6 

Z1 220,75 Z2 -22,5 

 
Tabell 10. Accelerometervärden faktiskt fall 10 

Faktiskt fall 10 

X1  34,25 X2 78,6 

Y1 197,5 Y2 232 

Z1 180,25 Z2 -27,4 

 
Tabell 11. Accelerometervärden falskt fall 1 

Falskt fall 1 

X1  -32,25 X2 -86,67 

Y1 149,75 Y2 152,33 

Z1 165,75 Z2 140,67 

 
Tabell 12. Accelerometervärden falskt fall 2 

Falskt fall 2 

X1  -10,8 X2 -73,25 

Y1 154,8 Y2 184,3 

Z1 199 Z2 210,75 

 
Tabell 13. Accelerometervärden falskt fall 3 

Falskt fall 3 

X1  1,5 X2 -73,25 

Y1 155,5 Y2 184,3 

Z1 167,75 Z2 210,75 

 
Tabell 14. Accelerometervärden falskt fall 4 

Falskt fall 4 

X1  -45,75 X2 -162,75 

Y1 157,4 Y2 173 

Z1 190,8 Z2 194 

 
Tabell 15. Accelerometervärden falskt fall 5 

Falskt fall 5 

X1  24 X2 -2,6 

Y1 203,25 Y2 250 

Z1 174,5 Z2 113 
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Tabell 16. Accelerometervärden falskt fall 6 

Falskt fall 6 

X1  -1,8 X2 -122 

Y1 142,5 Y2 188 

Z1 267,2 Z2 243,75 

 
Tabell 17. Accelerometervärden falskt fall 7 

Falskt fall 7 

X1  -31 X2 -65 

Y1 159 Y2 154,75 

Z1 184,25 Z2 243,75 

 
Tabell 18. Accelerometervärden falskt fall 8 

Falskt fall 8 

X1  25,75 X2 -94,25 

Y1 177,25 Y2 179 

Z1 152,2 Z2 163 

 
Tabell 19. Accelerometervärden falskt fall 9 

Falskt fall 9 

X1  -4,6 X2 -91 

Y1 134,8 Y2 143 

Z1 203,75 Z2 99,3 

 
Tabell 20. Accelerometervärden falskt fall 10 

Falskt fall 10 

X1  8,25 X2 -104 

Y1 103,8 Y2 110,67 

Z1 188,25 Z2 -133,3 

 

 


