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Sammanfattning 

I detta arbete undersöks hur Deep Learning (DL) bör integrera med en specifik 

webbapplikation. Det utförs genom att skapa olika artefakter som undersöker vart 

DL-funktionaliteten skall existera i systemet samt den problemrymd som gäller vid 

integrering med artificiell intelligens. I detta arbete skapas olika artefakter som var 

och en utvärderas genom prestanda tester och diskussion kring hur väl de integrerar 

DL-funktionalitet med ett befintligt system. Detta görs med hänsyn till framtida ut-

ökning av funktionalitet, belastning på systemet samt hur mycket de underlättar och 

effektiviserar intressenternas arbete.  

De insikter som uppstår under arbetet kommuniceras till intressenterna genom 

veckovisa möten under hela arbetsprocessen. Avhandlingen avslutas med att presen-

tera den prototyp som anses som den bästa enligt de krav som ställts. Denna proto-

typ visades sig vara en kombination av två artefakter. Dessa artefakter var en REST-

tjänst i pyton som via DL-modellen kan avgöra om en bild som skickas via ett http-

anrop innehåller djur eller är tom. REST-tjänsten används i ett externt program som 

arbetar mot samma objektlagring som systemet där bilderna lagras. Det här pro-

grammet tar ner bilderna från lagringen och testar om de är tomma eller ej. Däref-

ter tas de bilder som blivit klassificerade som tomma bort och lagringen rensas på så 

sätt ut från tomma bilder.  

Nyckelord: System integrering, Deep Learning, Artficiell intelligens, Webbappli-

kation 
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Abstract 

This work examines how Deep Learning(DL) are integrated with a specific web ap-

plication. It is performed by creating various artifacts that examine the integration of 

a specific web application with DL. This is done with regards to future expansion of 

functionality and the value it offers to the stakeholders. The insights that arise during 

the work are communicated to the stakeholders through weekly meetings through-

out the process. The paper ends with a conclusion that is based on the insight’s that 

are gained during the work. The conclusion is that the best method is the combina-

tion of two of the artifacts. A REST service developed in the Python language that 

can determine if an image contains animals or not. This REST service I used in an 

external program that works towards the same object storage that the system does. 

The program reads images from the storage and tests whether they are empty or not 

with through the REST-service. Pictures that are classified as empty will be re-

moved from the systems object storage. 

Keywords: System integration, Deep Learning, Artificial Intelligence, Web application  
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1 Introduktion 

I det här avsnittet presenteras bakgrund, begrepp, syfte och den problemrymd som 

ligger till grund för avhandlingen.  

1.1 Bakgrund 

Det här arbetet är en vidareutveckling av projektet ”Åtelkameror som verktyg för 

vilduppskattningar” som finansieras av Landsbygdsprogrammet, Stiftelsen Gävle-

borgs Län Konjunkturutjämningsfond för det enskilda skogsbruket och Högskolan i 

Gävle [1]. Projektledarna är Lars Hillström (Universitetslektor i Biologi, Akademin 

för Teknik och miljö, Högskolan i Gävle) och Marcus Larsson från Skogsstyrelsen. 

Projektledarna använder idag en webbapplikation som används för att klassificera 

bilder ifrån utplacerade åtelkameror i länet. Bilderna innehåller olika typer av vilt, 

tillexempel älgar, rådjur, björnar och fåglar. Sedan klassificeras dessa bilder manu-

ellt av en anställd på Skogsstyrelsen. Exempel på de olika klassificeringarna är: Finns 

det djur på bilden? Vilket djur är det och är det juvenilt/vuxen? 

I det tidigare examensarbetet ”Klassificering av bilder från åtelkameror med hjälp av 

Deep Learning” av James Morgan och Jim Westman [2] utvecklades Deep Learning-

modeller som kan utföra ovannämnda bildklassificeringarna med hjälp av artificiell 

intelligens. I avhandlingen används den modell som presterade bäst för binärklassifi-

cering i deras studie. Den besitter egenskapen att kunna besvara om en bild innehål-

ler ett djur eller inte.  

1.2 Begrepp 

1.2.1 Integrering 

I avhandlingen används begreppet integrering för att beskriva processen med att 

bygga in Deep Learning-funktionalitet in i ett befintligt system och få dem att sam-

spela. 

1.2.2 Intressenter  

I avhandlingen används begreppet intressenter för att beskriva projektledarna samt 

projektassistenten.  

1.2.3 Domän  

I avhandlingen används begreppet domän för att beskriva det befintliga systemet samt 

problemrymden kring klassificering av bilder och intressenternas önskemål. 
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1.2.4 Modell  

I avhandlingen används begreppet modell för att beskriva den Deep Learning modul 

som används i arbetet. 

1.2.5 Förutsägelse  

I avhandlingen används begreppet förutsägelse för att beskriva processen när en mo-

dell returnerar sitt svar. Svaret är ett decimaltal mellan 0–1, om talet är nära gräns-

värdet 0 betyder det att bilden innehåller ett djur och om det är ett värde nära 1 är 

bilden tom. Avståndet mellan förutsägelsen och gränsvärdet (0 eller 1) kan användas 

som en typ av självförtroende eller säkerhet hos förutsägelsen. 

1.2.6 Objektlagring 

I avhandlingen används begreppet objektlagring för att beskriva lagringsplatsen för fi-

ler som används av systemet. Det är en Swift-lagringsplats och där lagras de bilder 

som används i systemet. 

 

1.3 Domän  

I det här avsnittet presenteras den domän i vilken arbetet utförs. Domänen består av 

en webbapplikation där användare manuellt kan klassificera vad de ser på bilderna. 

Dessa bilder inhämtas ifrån åtelkameror som är utsatta i Gävleborgs län till en fri-

stående objektlagringsplats (se figur 1). 
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Figur 1: överblick av projektledarnas nuvarande system 

 

 

• Front-end 

o Angular 

o HTML, JavaScript, CSS & TypeScript 

• Back-end  

o Spring Boot 

o Java 

• Databaser 

o Swift Object Storage  

▪ Lagring av bilder 

o PostGreSQL 
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1.3.1 Bilder från åtelkameror   

Bilderna som hämtas från åtelkamerorna innehåller inte alltid djur (se figur 2) vilket 

innebär att systemet och Skogsstyrelsens personal belastas med arbetet att ta bort 

tomma bilder. Åtelkamerorna triggas av rörelser och arbetar i sekvenser av 4 bilder 

vilket gör att det uppstår tomma bilder. Normalt sett beror detta problem på att 

djuret hinner röra sig utanför kameravinkeln innan sekvensen slutförts. Det tidskrä-

vande arbetet med att klassificera bilderna manuellt medför att det finns ett stort in-

tresse hos projektledarna att få in funktionaliteten för att automatisera processen. 

 

Figur 2: två bilder ifrån olika åtelkameror, den vänstra är en tom bild och den högra innehåller en älg 

 

 

1.4 Kommunikation med intressenter 

Under arbetets period sker veckomöten tillsammans med handledaren, projektle-

darna och projektassistenten.  

Agenda:  

1. Lägesuppdatering  

2. Demonstration av veckans arbete 

3. Ventilering  

4. Målsättning till kommande möte 

 

1.5  Problem 

Intressenterna önskar att integrera Deep Learning-funktionalitet med deras befint-

liga webbapplikation för att underlätta bildklassificeringen av vilt. Systemet används 

frekvent och är kritiskt för organisationens arbete vilket inte bara ställer krav på 

funktionalitet utan även prestanda, tidsåtgång, utökningspotential samt belastning. 

Det är därför nödvändigt att ta hänsyn till följande aspekter under arbetet: 
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▪ Dagens neurala nätverk utvecklas parallellt med de framsteg som görs inom 

området för artificiell intelligens. I det normala fallet kan modeller för Deep 

Learning variera i storlek från 5MB ända upp till 500MB [3] men i somliga 

fall kan de bli större än så. En av de största modellerna är GPipe som är ut-

vecklad av Google och besitter lagringstorleken 0.8TB [4].   

 

▪ Tidsåtgången för att klassificera en bild och få en förutsägelse via modellen. 

 

▪ Att i framtiden kunna bygga in ytterligare Deep Learning -funktionalitet, dvs 

integrera flera modeller.  

 

▪ Undersöka hur det befintliga systemet påverkas av integreringen. 

1.6 Syfte 

Syftet med det här arbetet är att undersöka olika metoder för att integrera en befint-

lig Deep Learning (DL) -modell för bildklassificering med en specifik webbapplikat-

ion. Avhandlingen skall bidra med lösningar till den problemrymd som beskrivs i av-

snittet. Den skall även undersöka lösningar till de olika problem som kan uppstå 

med att använda DL i praktiken.  

 

1.7 Frågeställningar 

Problemrymden som formulerats i 1.5 bryts ner i frågeställningarna:  

• I vilken del av systemet bör Deep Learning (DL) - funktionaliteten existera?  

• Hur kan DL användas för att effektivisera klassificeringsprocessen?  

• På vilket sätt skall ytterligare DL-funktionalitet kunna implementeras i fram-

tiden?  
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1.8 Bidrag 

Artificiell Intelligens (AI) och användningen av maskininlärning är ett växande feno-

men. De flesta modeller som tränas når dock aldrig någon produktion. Källor pekar 

på att kring 90% av de modeller som skapas aldrig når produktion. Anledningen kan 

sammanfattas till att det saknas strukturerade processer samt metoder för hur man 

implementerar AI i färdiga applikationer och att det kan vara problematiskt att nyttja 

dem rent praktiskt [5], [6], [7].  

I avhandlingen undersöks specifika metoder för att integrera en färdig AI-modell för 

binärklassificering med ett webbapplikationssystem och sedan utvärdera resultat. 

Utifrån det dras slutsatser kring vilken metod som är mest effektiv för att lösa pro-

blemen som presenterats och hur det kan förhålla sig till att så få AI-modeller fak-

tiskt når produktion.  

1.9 Avgränsning 

Arbetet begränsar sig till integrering samt användning av en färdigtränad modell för 

binär klassificering. I avhandlingen utförs ingen utvärdering av modellens prestanda 

utan det används som ett hjälpmedel för att undersöka problematiken med integre-

ringen. De lösningar och slutsatser som mynnar ut ifrån arbetet är specifika för den 

domän som avhandlingen utförs på. Den kod som skrivs i arbetet är inte fullständigt 

optimerad eller enhetstestad. Detta beror på att arbetet fokuserar på att främst un-

dersöka integreringen och inte någon effektivisering av systemet.   

 

1.10 Avhandlings översikt 

I kapitel 2 presenteras relevant teori och relaterade arbeten.  

I kapitel 3 presenteras metoden som används i arbetet. 

I kapitel 4 presenteras resultatet ifrån arbetet 

I kapitel 5 presenteras diskussioner kring resultatet  

I kapitel 6 presenteras författarnas egna slutsatser och eventuellt fortsatt arbete 

 



 

7 

2 Teknisk bakgrund 

Det här avsnittet presenteras den tekniska bakgrunden och de programbibliotek som 

behövs för att förstå arbetets bidragande. 

2.1 Deep Learning  

Deep Learning (DL) är ett delområde inom maskininlärning som i sin tur är ett del-

område inom artificiell intelligens. Det kan sammanfattas som att man programme-

rar en dator att lösa en uppgift samtidigt som den tränar sig själv på det och blir 

bättre på uppgiften ju fler gånger den utför den, likt en människa. Det kan till exem-

pel vara att känna igen röster, identifiera bilder eller att göra andra förutsägelser. 

DL introducerar grundläggande parametrar om data och tränar en dator att lära sig 

på egen hand genom att känna igen mönster. DL är inom de senaste åren ett av de 

snabbaste växande områdena inom datavetenskap. De snabba framstegen i området 

har resulterat i att flera ramverk som Keras,Tensorflow, PyTorch och MXNet till-

kommit för att göra det enkelt för utvecklare att skapa sina egna Deep Learning mo-

deller.  DL introducerar problem som tillexempel modellkomplexitet, prestanda, 

skalbarhet och lagring [8]. 

2.2 Convolutional Neural Networks  

Convolutional Neural Networks (CNNs) är en abstrakt representation av en män-

niskas nervsystem som består av en stor samling av neuroner som kan kommunicera 

med varandra. Biologiska neuroner består av en cell-kropp, en eller flera dendriter 

som ansvarar för att ta emot signaler från andra neuroner och axoner som förmedlar 

den egna neuronens signaler till andra neuroner. Ett artificiellt neuron är väldigt likt 

då den också har en eller flera kontakter som tar emot numeriska signaler från andra 

neuroner. Det finns sedan en aktiveringsfunktion som bestämmer det numeriska 

värdet av utsignalen. 

CNN:s är specialanpassade för att kunna hantera bildigenkänning, varje bild i inlär-

ningen blir uppdelade i olika topologier där de går igenom en filtrering för att ut-

vinna specifika mönster. Bilderna representeras som tredimensionella matriser av 

pixlar (färg, bredd, höjd). Att gå igenom hela bilden och filtrera beräknar den inre 

produkten av samma filter och indata. Av detta produceras det en samling av funkt-

ionskartor (”feature maps”) av varje filtrering [9]. Man kan betrakta ett neuralt nät-

verk som en mappningsfunktion som består av en stor samling av icke-linjära process 

lager som mappar rå-input data (tillexempel bilder) mot ett önskat output (tillexem-

pel klassificeringsmärkning) [10].  
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I arbetet ”Klassificering av bilder från åtelkameror med hjälp av deep learning” så 

tränades olika Deep Learning-modeller med ovan metoder och det är en av dem 

som används i arbetet [2]. 

 

2.3 Information om Deep Learning-modellen 

Modellen som används i det här arbetet är tränad enligt arkitekturen ResNet-50 och 

valdes ut då den presterade bäst på binärklassificering av älgar med en träffsäkerhet 

på 98,51% enligt Morgan och Westmans tidigare studie [2]. Modellen lagras i en 

mapp med namnet SavedModel som består av en fil Saved_model.pb och mapparna 

”assets” samt ”variables”. Saved_model.pb är själva Tensorflow programmet Mo-

dellen som används i det här arbetet är tränad enligt arkitekturen ResNet-50 och 

valdes ut då den presterade bäst på binärklassificering av älgar med en träffsäkerhet 

på 98,51% enligt Morgan och Westmans tidigare studie [2]. Modellen lagras i en 

mapp med namnet SavedModel som består av en fil Saved_model.pb och mapparna 

”assets” samt ”variables”. Saved_model.pb är själva Tensorflow programmet samt en 

uppsättning av namngivna signaturer som var och en identifierar en funktion. Funkt-

ionen läser in tensor-inputs och ger ett tensor-output. Det neurala nätverket med 

vikterna lagras i filen: variables.DATA-00000-OF-00 (Se figur 3, 4).  

 

Figur 3: filstruktur modell 

 

Figur 4: i mappen variables lagras vikterna 
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2.4 Deep Learning i Python 

Python har blivit en av de mest populära plattformarna för artificiell intelligens. Det 

introducerades av Guido van Rossum på Centrum Wiskunde & Informatica (CWI) i 

Nederländerna på slutet av 80-talet. Van Rossum skapade Python som en vidareut-

veckling av ett tidigare språk skapat på CWI. Syftet var att det skulle vara ett tol-

kande, användarbaserat högnivåspråk. Det som gör att Python är så populärt runt 

AI-området är för att det är ett flerparadigm programmeringsspråk. Det är ett struk-

turerat, objektorienterat och funktionellt programmeringsspråk på samma gång.  

[11, p. 331]. 

 

 

2.5 Deep Learning i Java  

När det kommer till vilket programmeringsspråk som är bäst för att jobba med ma-

skininlärning så är det oftast Python som nämns, ofta på grund av dess mindre kom-

plexa syntax samt stora antal inbyggda bibliotek. Java däremot har fördelen att trots 

dess mer komplexa syntax är snabbare än de flesta språk[12], [13].  

Back-end för systemet som vi berör i detta arbete är likt många andra system skrivet 

i Java, enligt PYPL (PopularitY of Programming Language Index) är Java världens 

andra mest populära programmeringsspråk [14]. Något som talar för att använda 

Java som ett programmeringsspråk för att skapa våra artefakter som ska integrera 

Deep Learning-funktionalitet med olika system är att många system är skrivna i Java. 

2.6 Integrera modell som REST-tjänst 

I ett arbete om att använda REST-tjänster för AI-funktionalitet integreras en AI-

modell genom att författarna skapar en REST-tjänst som man sedan kan få förutsä-

gelser ifrån via URL-anrop [15].Författarna tar upp vikten i att utvärdera olika kost-

nader. Kommunikationskostnad är tiden som det tar för modellen i den valda miljön 

att skicka parametrar till servern medan laddningskostnad är tiden det tar att uppda-

tera modellen baserat på parametrar. Detta kommer att användas för att skapa en 

fristående REST-tjänst som kan ge applikationen förutsägelser från modellen.  

2.7 Integrering av Deep Learning-modell i Angular  

I artikeln [16] skapar författarna en Angular applikation som använder befintliga 

Deep Learning-modeller. Detta kommer att användas som en grund för att bygga in 

modellen i front-end.  

https://pypl.github.io/PYPL.html
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2.7.1 Konvertering av modell  

För att på ett enkelt sätt kunna använda en Deep Learning-modell i Angular konver-

teras den till ett format JavaScript kan hantera. Artikel [17] används som grund för 

att utföra en konvertering av modellen till JSON. 

2.8 Programbibliotek  

I avsnittet ges en översiktlig information om de olika programbibliotek som används 

i arbetet. 

2.8.1 RESTful API:s med Flask 

Flask-RESTful är ett tillägg till Flask som tillhandahåller funktionalitet för att snabbt 

kunna skapa REST API: s i Python [18]. 

2.8.2 TensorFlow  

TensorFlow är ett bibliotek med öppen källkod som består av en samling modeller 

samt algoritmer för maskininlärning, djupinlärning samt för körning av Deep Neural 

Networks (DNNs). Några användningsområden är sifferklassificering, bildigenkän-

ning och sekvens-till-sekvens modeller för maskinöversättning [11, p. 340]. 

2.8.3 Keras  

Keras är ett högnivå ”Application programming interface” (API) som är skrivet i Pyt-

hon för att kunna köras tillsammans med TensorFlow och andra bibliotek. Det till-

handahåller funktionalitet inom maskininlärning och djupinlärning (neurala nätverk). 

Keras låter utvecklare designa och utveckla mot neurala nätverk genom att göra det 

enkelt att addera moduler. Det innehåller olika algoritmer för normalisering, opti-

mering samt aktiveringslager [11, p. 340]. 

2.8.4 Deep Java Library  

Deep Java Library är ett bibliotek med öppen källkod som används för att utveckla, 

träna och köra Deep Learning modeller i Java [19].  I bibliotek finns även ModelZoo 

som dels innehåller ett bibliotek av modeller som man kan använda men tillhanda-

håller även tillexempel klassen Criteria för att kunna läsa in egna modeller. 
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3 Metod 

I detta arbete användes en iterativ metod där olika artefakter skapades som löser de 

problem som formulerats. Arbetsflödet var att en första artefakt skapades som sedan 

utvärderas med hänsyn till de kriterier som ställts i avsnitt 1.5. Efter att den första 

artefakten utvärderats skapades en ny artefakt med målet att vara en förbättring från 

den första. Insikterna från skapandet och utvärderingen av den första användes vid 

skapandet av den andra. Processen fortsatte på samma sätt vid skapandet av den 

tredje artefakten. De tre olika artefakter som utvecklas i arbetet benämns A1, A2, 

och A3.  

3.1 Design och utveckling 

Utvecklingsfasen i det här arbetet handlar om att skapa en rad artefakter vilket är 

metoder för hur Deep Learning-funktionalitet från den färdigtränade binärklassifice-

ringsmodellen kan integreras med domänsystemet. För att skapa metoderna används 

de programmeringsspråk och bibliotek som kan integrera med den specifika mo-

dellens funktionalitet. Mer information om biblioteket återfinns i Teori-avsnittet 

2.2. 

3.1.1 Bild konvertering 

Modellen är tränad med data ifrån bilder med formatet 224x224x3. De två första 

värdena representerar dimensionen av bilden och den tredje motsvarar antalet färg-

kanaler. För att en modell skall prestera behöver produktionsdata ha samma format 

som träningsdata. Det här medför att bilder behöver konverteras innan någon förut-

sägelse sker. I lösningen av problemet skapas en pipeline som utför de operationer 

som krävs. Bilderna läses in från en Swift lagringsplats, skickas sedan igenom en pi-

peline som konverterar bilden till en tensor med rätt format (Se figur 5).   

 

 

Figur 5: visualisering av pipeline för konvertering av bild till tensor 
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3.1.2 A1 

I det här avsnittet integreras modellen för binärklassificering till Skogsstyrelsens 

front-end (Se figur 6). 

 

Figur 6: överblick av systemet med artefakt A1 

 

3.1.2.1 Konvertering av modell 

Det första steget är att konvertera Deep Learning-modellen till JSON-format för att 

kunna kommunicera med modellen via JavaScript. TensorFlow besitter funktion-

alitet för att utföra konverteringen [20].  

Tensorflow_js model_type=”Keras” 

 saved_model.pb 

 SavedModel/saved_model.json 

 

Code 1: konvertering till JSON 
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3.1.2.2 Utveckling av A1  

I intressenternas applikation används ramverket Angular vilket medför att vi utveck-

lade en Angular-komponent för att få förutsägelser. Det första steget var att läsa in 

modellen vilket utfördes med hjälp av metoder som finns inbyggda i tensorflow.  

Sedan skapades en pipeline för att kunna konvertera bilder som komponenten tar 

emot till samma format som träningsdata. Den bestod av en metod för att beskära 

bilden, en för att skala om bilden och en annan för att utöka dimensionen på data då 

modellen vill ha ett specifikt format. Dessa metoder finns tillgängliga i bilaga A.  

Efter att bilden skickats igenom pipeline för bildkonverteringen så användes förutsä-

gelse metoden från Tensorflow för att få ut en förutsägelse ifrån modellen. Metoden 

tar emot en tensor och returnerar en förutsägelse i form av ett decimaltal.  

 

 

 

3.1.2.3 Version ett – Utskrift av modellförutsägelser  

I den första versionen av prototypen användes modellen för att köra alla bilder som 

laddas in på observation-page in i modellen och sedan skriva ut dess förutsägelse (Se 

figur 7).  

 

Figur 7: Utskrift av förutsägelse på observation-page 
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Det skedde alltså ingen förändring i lagringen utifrån modellens förutsägelse, som 

att exempelvis ta bort bilder som är tomma automatiskt. Förutsägelsen användes 

bara som ett hjälpmedel för det mänskliga arbetet. 

 

3.1.2.4 Version två – Automatisk borttagning utifrån modellförutsägelser 

I nästa version av A1 så lades det även in kod för att automatiskt ta bort bilder från 

databasen efter att en förutsägelse gjorts av modellen likt de två tidigare prototy-

perna. Det som sker då är när en sekvens av fyra bilder laddas in och förutsägelsen 

gjorts tas bilder som blivit bedömda som tomma bort automatiskt, flödet blir då det-

samma som när en människa kollar på bilden i webbapplikationen och sedan trycker 

på ”ta bort”-knappen efter att denne bedömt bilden som tom.  

3.1.3 A2 

A2 är en artefakt som integrerar modellen med Skogsstyrelsens back-end som är en 

Springboot applikation utvecklad i Java.  

 

3.1.3.1 Utveckling av A2 

I skapandet av A2 används biblioteket Deep Java Library (Djl) för att kunna läsa in en 

bild och ge förutsägelser. För att möjliggöra detta skapas en klass vid namn 

MyTranslator.java som har två metoder: processInput() och processOutput(). 

Metoden för input tar emot ett Java-objekt av typen Image och konverterar den till 

typen NDArray och skalar om den till samma dimensioner som träningsdata. Meto-

den för output konverterar arrayen till en Classification som den returnerar, den 

innehåller det decimaltal som avgör om en bild är tom eller med djur.  

Sedan används ett API vid namnet ModelZoo där klassen Criteria används för att läsa 

modellen där metoden setTypes(Image, Classifications) definierar input och 

output.  

 

När det sedan är dags att göra en förutsägelse så används DJLs Predictor-klass. Se bi-

laga B för koden till A2.  

 

I en testkörning av A2 så får vi decimaltalet 4.4578928222246068E-12 på en bild 

som innehåller en älg, vilket överensstämmer med förväntningarna då ett tal nära 0 

innebär att bilden innehåller ett djur (Se figur 8).  

 

Figur 8: utskrift av prediction i konsolen 
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A2 byggdes sedan in i ett Java-program som utformats för att kunna läsa in bilder 

från objektlagringen. Syftet var att om A2 anser att bilen är tom så ska den tas bort 

ifrån lagringsplatsen.  

 

Detta utfördes genom en metod bcpredict(String filename) som tar emot ett 

filnamn och läser in den bilden från objektlagringen som en byte-array. Denna kon-

verteras till en BufferedImage som körs i predict(image). Kopplingen A2 har mot 

Skogsstyrelsens system är alltså endast att den kan köra mot samma objektlagring 

som det systemet också kör mot och på så sätt rensa ut tomma bilder från den lag-

ringen. Figur 9 illustrerar systemets arkitektur med A2. 

 

 

Figur 9: En överblick av systemets arkitektur 
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3.1.4 A3 

I det här avsnittet skapas en fristående applikation för att undersöka integrering för 

maskininlärningsmodellen. För att skapa tjänsten används Python biblioteket Flask 

som tillhandahåller funktionalitet för att skapa webbsidor. Flask har även ett tillägg 

som heter RESTful för att enkelt kunna skapa REST-tjänster. Tanken är att i det här 

fallet frikoppla Deep Learning-funktionaliteten helt och hållet ifrån Skogsstyrelsens 

webbapplikation. Man kan sedan både ifrån front-end samt back-end genom URL-

anrop få sina förutsägelser. 

3.1.4.1 Utveckling av A3 

Likt de tidigare artefakterna A1 och A2 så behöver bilderna gå igenom en pipeline för 

att konverteras till samma format som det träningsdata som används för modellen. 

Detta görs i python genom att ändra storleken på bilden, konvertera bilden till en 

nd-array och sedan utöka dimensionerna på arrayen. Kod för A3 återfinns i bilaga C. 

Därefter skapas en metod som fungerar som POST-endpoint. Metoden tar emot en 

file via anropet och konverterar denna med hjälp av prepare_image. Sedan görs 

en förutsägelse och den returneras med anropet. 

För att kunna testa att det fungerar används programmet Postman där vi via body 

skickar in bilder och får förutsägelser ifrån ”https://example.com/predict” url:en. 

Vi testar med en bild utan djur samt en som innehåller djur, resultatet redovisas i fi-

gur 10. 

"prediction": "0.97612077" 

 

"prediction": "3.0111985e-20" 

 

Figur 10: prediction ifrån postman 

Eftersom att REST-tjänsten är fristående så testas den isolerat via URL-anrop ifrån 

postman i syfte att få fram hur lång tid tar för den att ge en förutsägelse. För varje 

bild görs flera anrop för att få fram ett medelvärde då det kan skilja några millise-

kunder för anrop på samma bild. Medeltiden för en förutsägelse beräknas till ca 23 

millisekunder (Se tabell 1). 

 
Tabell 1: Snittid för förutsägelse via url-anrop 

Tid för förutsägelse av bild (ms) 

23 millisekunder  
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4 Resultat 

Här redovisas resultatet vilket motsvarar en demonstration av hur de olika artefak-

terna som tagits fram faktiskt löser de problem som formulerats. 

4.1 A1 

Under detta första avsnitt demonstreras A1 som implementerats i prototypens front-

end system. 

4.1.1 Version ett - Utskrift av förutsägelse i picture-component  

I första versionen av A1 så visades förutsägelsen modellen gav över motsvarande bild 

i picture-komponenten i webbapplikationen. På denna artefakt gjordes prestandatest 

för att få fram en ungefärlig tid det tog för modellen att göra en förutsägelse på en 

bild och ladda upp den på sidan.  

 

Figur 11: visualisering av picture-komponenten 
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Detta test utfördes genom att ladda in fyra nya bilder på sidan och då köra förutsä-

gelser på alla dem. En tidtagning med tidtagarur startades när knappen blev tryckt 

och stoppades när alla bilder och förutsägelser laddats klart på sidan. Anledningen 

att just denna tid mättes är att det är den tiden en människa som jobbar på sidan 

måste vänta innan den kan fortsätta jobba. Detta gjordes fem gånger och en totaltid 

räknades då fram. Denna tid divideras sedan med fem för att det gjordes fem kör-

ningar och sedan med fyra för att det laddas in fyra bilder i varje körning. Detta gav 

då en tid i snitt per bild som presenteras i tabell 2.  Tiden räknas ut genom ekvation 

nedan där Tt är den totala tiden för alla körningar, Ab är antal bilder per körning 

och Ak antalet körningar. Snittiden för förutsägelsen beräknades till 274 millisekun-

der (Se tabell 2). 

Ekvation 1 – Tid I snitt för förutsägelse per bild  i A1 

𝑚 =  
𝑇𝑡

𝐴𝑏 × 𝐴𝑘
  

 

Tabell 2: Tidsåtgång i snitt för en förutsägelse 

Laddning av modell (sek): Tid per förutsägelse i snitt (ms): 

2 274 

 

Laddning av modell är tiden det är tog för modellen att laddas in i observation-kompo-

nent.  

 

4.1.2 Version två - Borttagning av bilden utifrån förutsägelse  

 

Testning utfördes också på den version där borttagning av bild hade lagts till. Tiden i 

snitt för den versionen visades sig vara 401 millisekunder. 

 

Tabell 3: tidsåtgång för förutsägelse + borttag av bild 

Laddning av modell (sek) Tid per förutsägelse i snitt med borttag-

ning (ms) 

2 401 

 

Snittet här är likt ovanstående mätning från fem testkörningar där fyra bilder laddas 

in per körning. Testet utfördes även på samma sätt som för version ett. Tiden i detta 
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fall blir direkt beroende av antalet bilder som är tomma och måste tas bort. Det är 

detta som skapar den längre tiden per bild i snitt för denna lösning.  

4.2 A2 

Back-end lösningen blev ett externt java-program som jobbar mot samma Swift-lag-

ringsplats som systemet. Detta program användes då för att rensa ut tomma bilder 

från lagringen så att dessa inte laddas in i webbapplikationen.  

A2 integrerar modellen med det befintliga systemet och löser problemet på så sätt 

att bilder som är tomma rensas bort med hjälp av binärklassificeringen redan i Swift-

lagringen. Dessa bilder behöver aldrig nå varken back-end eller front-end av syste-

met för att binärklassificeringsmodellen ska kunna bedöma dem. På så sätt behöver 

ingen människa gå igenom dessa bilder och ta bort dem 

Nedan visas en bild från en körning med programmet, det går där att se hur den 

klassificerar vissa bilder som ”ANIMAL” och vissa som ”EMPTY”. De bilder som 

klassificeras som ”EMPTY” tas efter klassificeringen bort från objektlagringen av 

programmet.  

 

Figur 12: utskrift konsol av förutsägelser för varje bild  
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Testning av denna artefakt visade att tiden i snitt för en sådan operation som redovisats 

ovan var 372 millisekunder (Se tabell 4). 

 

Tabell 4 tisdåtgång för A2 

Laddning av modell (sek) Tid per förutsägelse i snitt (ms) 

5 372 

 

 

Modellen laddas in när programmet startas så det är en engångstid för varje rensning 

av databasen. Tiden i snitt per förutsägelse är uträknad enligt ekvation 1. Där Tt 

motsvarar den totala tiden för alla körningar, Ab står för antal bilder per körning, 

Ak står för antal körningar och m för snittvärdet.  
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4.3 A3 

Ett testprogram för denna REST-tjänst skapades sedan i Java för att se hur den pre-

sterade när den integreras i ett system. Detta program skapar ett POST-anrop som 

skickar med en fil till det anropen som den sedan kör med hjälp av HttpURLCon-

nection från java.net. Testningen visade att tiden i snitt för REST-tjänsten var 153 

millisekunder (Se tabell 5). 

 

Tabell 5 Tid för förutsägelse A3 

Laddning av modell (ms): Tid per förutsägelse i snitt (ms): 

0  153 

 

Eftersom förutsägelsen sker utav REST-tjänsten är laddningstiden för modellen alltid 

0. Snittet som är uträknad per förutsägelse är snittet av fem körningar där 30 bilder 

blivit förutsagda per körning.  

 

Sedan implementeras Deep Learning-funktionaliteten i Skogsstyrelsen webbappli-

kation vilket utförs genom att först och främst lägga till en ny klass vid namnet 

HttpPostMultiPart som initierar ett nytt http post-anrop med en body som innehål-

ler en bild ifrån bildlagringen. Detta post-anrop användes sedan för att få en förutsä-

gelse från modellen. 

REST-tjänsten integreras i systemet på så sätt att den kan användas som substitut för 

att ladda in modellen och köra förutsägelser med hjälp av dess predict()-metod i 

både front-end och back-end lösningen. Detta kan då medföra snabbare svarstider 

samt att modellen inte behöver lagras lokalt.   
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5 Diskussion 

I det här avsnittet diskuteras de olika lösningarna och insikter som erhållits under ar-

betet. I forskningsmetoden Design Science Research korresponderar detta mot ut-

värderings-steget. De bedömningar och den diskussion som förs här grundar sig i 

den tidigare forskning som finns kring ämnet som tas upp i avsnitt 2, de resultat och 

mätvärden vi fått fram i avsnitt 4 samt de veckovisa möten vi haft med projektle-

darna där vi fått deras input kring resultaten.  

5.1 Lagring av modellen 

I utvecklingsstadiet uppstod problemet att modellen ställde ett högt krav på lag-

ringskapacitet. Den totala storleken hamnar på ungefär 280 MB vilket fungerade att 

lagra direkt i filstrukturen för Java- och Angular projekten. I en eventuell vidareut-

veckling av systemet vill intressenterna använda fler och mer komplicerade modeller 

vilket medför att det inte är en långsiktig lösning för deras system. Det gör även det 

mer komplicerat för dem att uppdatera eller träna om modeller i efterhand. Det här 

problemet attackerades genom att försöka lagra modellen på objektlagringstjänsten 

tillsammans med bilderna. Det fungerade att lägga in modellen i objektlagringen 

men den fick statusen ”large unidentified object” och när inläsningen skulle ske tog det 

alldeles för lång tid. Att läsa in bilderna ifrån objektlagringen utfördes genom att bil-

derna laddades ner som Byte arrays sedan kunde de snabbt konverteras tillbaka till 

sin struktur med klassen ImageIO’s read-metod (Se figur 18).  

När det skulle användas för modellen så uppstod problemet att vi inte kunde hitta 

något färdigt bibliotek som kunde utföra tillbaka konverteringen tillräckligt snabbt. 

Det är möjligt att det här finns eller att man kan skapa egna algoritmer men det läm-

nades till framtida undersökning på grund av tidsbrist. 
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5.2 A1 

A1 är en Angular komponent som med hjälp av en Deep Learning modell kan läsa in 

en bild och ge tillbaka en förutsägelse om den innehåller ett djur eller inte. För att 

ens kunna använda Deep Learning-modellen i Angular så konverterades den till 

JSON-format. Detta är egentligen den första indikationen på problematiken med att 

integrera Deep Learning-modeller att filformatet som kommer ut efter en lyckad 

träning kan skapa problem. Problemet löstes genom att använda TensorFlow för att 

utföra konverteringen till JSON.  

Nästa problem var att produktionsdatat, det vill säga de bilder som finns i intressen-

ternas lagringsplats, behövde konverteras till samma format som träningsdata. Det 

här problemet löstes genom skapandet av en pipeline som utför operationer ifrån 

biblioteken TensorFlow och Keras på bilderna. 

A1 effektiviserades så att laddningen av bilder samt körning av förutsägelsen tog un-

gefär 274 millisekunder. Det var en acceptabel tid för att kunna ha det i arbetsflödet 

enligt oss och intressenterna. Men frågan uppstod om hur mycket det faktiskt hjäl-

per och effektiviserar arbetet med att sortera bilderna. Oftast kan personalen se lika 

fort om en bild är tom eller inte, det är endast vid ett fåtal osäkra bilder Deep Le-

arning-modellens förutsägelse kan fungera som ett viktigt stöd.  

När A1 utvecklades så tog det först väldigt länge att ladda varje bild på webbsidan, 

detta berodde på att modellen laddades in på nytt innan varje förutsägelse. Då var 

tiden i snitt per förutsägelse ungefär 2 sekunder.  

Efter viss optimering av koden var tiden för att utföra en förutsägelse per bild 274 

millisekunder vilket var mer acceptabelt. Det är möjligt att ytterligare optimering av 

koden skulle innebära ännu snabbare artefakter och en bättre prestanda. Avhand-

lingen avgränsar sig ifrån optimering av koden och artefakterna på grund av att tiden 

inte räckte till.  
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Sedan lades funktionalitet till för att automatiskt ta bort bilder ifrån lagringsplatsen 

om de bedömdes som tomma i bildsekvensen. Detta medförde en mer effektiv 

funktionalitet i det avseendet att personalen inte behövde bedöma bilderna utan de 

togs bort direkt. Raderingen av bilder ifrån lagringsplatsen innebar en tidsökning för 

genomkörning när bilder togs bort. Med tanke på att lagringsplatsen hanterar ett 

stort antal bilder så kräver den här prototypen en del mänskligt arbete eftersom nå-

gon behöver aktivt bläddra i bildsekvensen för att något skall ske. Det arbetar emot 

intressenternas vision om systemet vilket ledde till nya insikter om hur en integre-

ring av Deep Learning med systemet skulle utföras. Intressenternas objektlagrings-

plats har ca 116 000 bilder (2022-05-28) och ökar hela tiden. Att endast utföra för-

utsägelser när en anställd bläddrar i bildsekvensen medför att potentialen hos Deep 

Learning-modellen inte nyttjas fullt ut. Det här kommunicerades till intressenterna 

som överensstämde om att det krävde för stor del mänsklig interaktion.  

En annan nackdel med att låta modellen leva i front-end var att systemet blev direkt 

beroende av den tid det tog att göra en förutsägelse. Även om 274 millisekunder är 

snabbt så hinner man uppfatta fördröjningen när man använder observationssidan.  

Utifrån insikterna som erhållits ifrån A1  togs beslutet att funktionaliteten inte borde 

leva i front-end delen. Det kändes naturligt att inte köra en så pass tung operation 

där användare interagerar med systemet utan i stället undersöka andra alternativ. 

För att komma runt de svagheter som A1 hade men ändå behålla styrkorna så kom in-

sikten att modellen borde kunna leva i deras system men i stället arbeta direkt mot 

deras objektlagringsplats. Det skulle innebära att när en anställd hos Skogsstyrelsen 

bläddrar igenom bildsekvenserna så har modellen redan kollat på dem och de tomma 

bilderna tagits bort. Det här förmedlades till intressenterna som tyckte att den här 

lösningen var mer i linje med deras planer för systemet det vill säga att i framtiden 

kunna ersätta mänskligt arbete med hjälp av artificiell intelligens.  
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5.3 A2 

I den första artefakten A1 så krävdes mänsklig interaktionen genom att bläddra i bild-

sekvensen. En av nyckelinsikterna ifrån den tidigare artefakten var att modellen i 

stället kunde arbeta direkt mot deras objektlagring. I utvecklingen av A2 valdes pro-

grammeringsspråket Java ut dels eftersom back-end delen av systemet använder det. 

I artiklarna av Lazari och Belokrylov förklarar de att Java är ett av de snabbaste språ-

ken som finns trots dess komplexa syntax. Artefakten byggdes som en fristående ap-

plikation som arbetar direkt mot objektlagringen och beroende på förutsägelser tar 

bort tomma bilder. 

A2 byggdes in i ett eget extern Java-program vars enda koppling mot Skogsstyrelsens 

system var att den jobbade mot samma databas. Detta program läser in bilder från 

objektlagringen, utför en förutsägelse och tar bort de bilder som anses vara tomma. 

I testkörningarna av A2 blev tidsåtgången per förutsägelse i snitt 372 millisekunder. 

Att komma runt problemet med att lagra den i front-end eller back-end medförde 

att komplexiteten av det befintliga systemet inte ökade. Det innebar också att man 

enkelt kan koppla bort Deep Learning-funktionen från systemet genom att inte köra 

det externa programmet.  

Den här artefakten har en större utvecklingspotential då den även har möjligheten 

att utvecklas till en REST-tjänst som går att kalla på från det befintliga systemet. Att 

modellerna byggs in i tjänsten i stället för systemet ökar möjligheten till utökning ef-

tersom det befintliga systemet inte påverkas på samma sätt som i A1. Möjligheten att 

ta bort, lägga till eller förändra funktionaliteten i systemet skulle också bli smidigare 

då det krävs mindre kod för att göra ett anrop till en REST-tjänsten än när den exi-

sterar direkt i systemet.  

Eftersom modellen enligt Westman och Morgans avhandling[2] hade en träffsäkerhet 

på 98,51% innebar detta också att i vissa fall togs bilder bort felaktigt. Detta är nå-

got som i en eventuell vidareutveckling behöver tas i beaktande. En idé som uppstod 

var att skapa en separat container i bildlagringen där de bilder som togs bort kunde 

lagras en viss tid och sedan kan en människa välja att kolla på dessa bilder i efterhand 

och återställa dem om det är så att bilden innehåller ett djur. Felet kan även uppstå 

åt andra hållet det vill säga att en tom bild klassificeras som en bild med ett djur. Det 

problemet är svårare att hitta en naturlig lösning till utan kan nog endast lösas med 

att användaren av systemet kan välja att rapportera eller ta bort bilder om de upp-

täcker felaktigheter.  
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En förbättringsmöjlighet hos A2 är att den för tillfället läser igenom hela objektlag-

ringen varje gång. Alltså efter att den kört igenom en stor lagringsplats, exempelvis 

den kopia av Skogsstyrelsen lagring vi körde mot med 116 000 bilder (2022-05-28) 

så tar den bort alla bilder den anser vara tom under den första körningen men alla 

icke tomma bilder kommer ligga kvar. Om 1000 nya bilder läggs till i den och man 

vill sortera ut de tomma bilderna från dem kommer alla bilder som redan ligger där 

och körts igenom en gång, köras en gång till. 

Den borde på något sätt kunna ”komma ihåg” om den kollat på en viss bild förut så 

att den inte alltid behöver titta på alla bilder i databasen. Detta skulle kunna utföras 

genom att skapa en ytterligare container i lagringen där de nya bilderna hamnar. Det 

vill säga att det finns tre olika objektlagringar:  

• Lagringsplats för bilder som inte har behandlats 

• Lagringsplats för behandlade bilder  

• Lagringsplats för borttagna bilder  

Detta skulle medföra att man endast söker igenom databasen för nya bilder och de 

som anses tomma läggs i papperskorgen och de andra läggs i lagringsplatsen för be-

handlade bilder. Detta skulle ha ett stort värde eftersom de har tusentals bilder i den 

skarpa databasen just nu, vilket gör att operationen är tidskrävande även om förutsä-

gelsen sker snabbt.  
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5.4 A3 

Efter insikterna i evalueringen av A2 så attackerades nästa problem det vill säga att i 

framtiden kunna addera fler modeller. Eftersom Deep Learning-modeller är unika 

och löser olika problem så behövdes problemet betraktas ifrån en ny synvinkel. Att 

läsa in modellerna är en tidskrävande process och de kräver även en stor lagrings-

plats. Eftersom vi för tillfället hade skapat A2 som kunde kommunicera med syste-

met genom att interagera med lagringsplatsen så uppstod idén att skapa en fristående 

REST-tjänst som kunde fungera som ett API där man via URL anrop kan skicka en 

bild och få en förutsägelse. 

Ngo’s artikel [15] användes som en grund för utvecklandet och medförde även att en 

distribuering i Python undersöktes. Det här beslutet backades sedan upp av Zohuri 

och Zadehs’s arbete [21] där de förespråkar Python som språk för Deep Learning på 

grund av språkets flexibilitet och enkla syntax.  

När A3 var färdig bevisade den direkt att den hade den snabbaste svarstiden lokalt 

men även att det krävdes mindre kod än de tidigare artefakterna A1 och A2. Detta 

medförde att A2 refaktorerades så att den i stället agerade som en adapter till det be-

fintliga systemet och utförde kommunikationen med objektlagringen. Tanken var att 

den i framtiden skall kunna utföra CRUD-operationer baserade på REST-tjänstens 

förutsägelser och funktion. För tillfället hämtar den en bild ifrån lagringsplatsen, 

skapar ett URL-anrop, sedan skickas det till den fristående REST-tjänsten som utför 

operationerna på bilden och returnerar en förutsägelse.  

Det här medförde att man i en vidareutveckling kan skapa fler modeller och lägga 

till dem i den fristående REST-tjänsten. Om det till exempel är en av Westman och 

Morgans modeller för objektdetektering som besitter förmågan att avgöra vilka djur 

som finns på bilder så skulle den kunna arbeta likt den binära-detekteringen. Det 

enda som behöver göras är att bygga in den i den fristående REST-tjänsten och kor-

rigera adapter klassen så att den också kan spara den klassificering den utför för varje 

bild i systemet. 

A3 kan alltså inte leva för sig själv utan är endast en artefakt som kan användas i 

front-end och back-end prototyperna där den kan ersätta delen där modellen laddas 

in i dessa system och kör förutsägelser. Fördelen med detta är då dels att slippa lagra 

modellen i front- eller back-end samt en viss effektivisering av tidsåtgång när förut-

sägelser kör. Nackdelen med detta är att det då blir ännu en fristående tjänst som 

måste hostas någonstans.  
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6 Slutsatser 

I detta avsnitt presenteras de slutsatser vi fastställt efter utförande och diskussion av 

arbetet. Dessa slutsatser ska besvara de frågeställningar vi presenterade i inledningen 

av arbetet.  

• I vilken del av det specifika systemet bör Deep Learning-funktionaliteten ex-

istera?  

• Hur bör Deep Learning användas för att effektivisera klassificeringsproces-

sen?  

• På vilket sätt skall ytterligare Deep Learning-funktionalitet kunna implemen-

teras i framtiden?  

Efter att de olika artefakterna har utvärderats och kommunicerats under iteration-

erna drar vi slutsatsen att den artificiella intelligensen bör existera utanför domän-

systemet och integrera med det som en fristående REST-tjänst eller externt pro-

gram. Genom att inte implementera modellen direkt i systemet minskar risken för 

att prestanda eller systemets komplexitet påverkas negativt. Det medför även att 

möjligheterna för utökning av funktionalitet ökar.  

Det här innebär att den prototyp som föreslagits till intressenterna är en kombinat-

ion av A2 och A3 det vill säga att modellen lever i en extern Python REST-API. Se-

dan används det externa Java-programmet för att utföra operationer mot det befint-

liga systemet. Detta medför att klassificeringsprocessen sker innan en människa har 

kollat på bilderna och på så sätt når man en effektiv användning av den artificiella in-

telligensen. Det här minskar det mänskliga arbetet vilket var intressenternas önske-

mål samt att det även är det faktiska syftet bakom artificiell intelligens.  

För att kunna lägga till ytterligare Deep Learning-funktionalitet så behöver man end-

ast likt A3 endast lägga till flera modeller. Sedan behöver adapter-klassen korrigeras 

så att den kan göra operationer mot objektlagringen baserat på den nya funktional-

iteten. 

 

 

 

 

 

 



 

29 

6.1 Fortsatt arbete  

Det första området som behöver undersökas i en eventuell vidareutveckling är lag-

ring av Deep Learning modeller samt bilder. Att på ett effektivt sätt kunna lagra, 

hämta och interagera med modellerna har stor betydelse. För tillfället lagras bil-

derna i en och samma Objektlagring vilket innebär att om bilder tas bort så är de 

borta för alltid. Därför rekommenderas en typ av papperskorgsfunktion där nyligen 

borttagna bilder kan kontrolleras.  

Artefakterna som utvecklats läser alla igenom hela objektlagringen därför bör man-

optimera systemet så att redan behandlade bilder inte behöver behandlas flera 

gånger. En sådan funktionalitet skulle bespara intressenterna mycket väntetid.  

Det sista området där en vidareutveckling rekommenderas är att implementera fler 

Deep Learning-modeller i REST-tjänsten som tagits fram. Tillexempel en Deep Le-

arning modell som kan avläsa vilken djurart det är på bilden och sedan spara det som 

metadata hos bilden.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

30 

Referenser 

[1] “Information om projekt Åtelkameror som verktyg för viltuppskattningar.” 

[2] J. Morgan and J. Westman, “Klassificering av bilder från åtelkameror med hjälp 

av deep learning,” Gävle, Jul. 2021. 

[3] V. Ishakian, V. Muthusamy, and A. Slominski, “Serving deep learning models in a 

serverless platform,” Proceedings - 2018 IEEE International Conference on Cloud 

Engineering, IC2E 2018, pp. 257–262, 2018, doi: 10.1109/IC2E.2018.00052. 

[4] Tom Ash, “Machine learning is getting BIG (Part I),” Speechmatics, 2020. 

https://www.speechmatics.com/resources/articles-and-news/machine-learning-is-

getting-big-part-i 

[5] M. M. John, H. H. Olsson, and J. Bosch, “Towards an AI-driven business devel-

opment framework: A multi-case study,” Journal of Software: Evolution and Pro-

cess, 2022, doi: 10.1002/smr.2432. 

[6] R. Moutafis, “Why 90 percent of all machine learning models never make it into 

production,” Towards Data Science, Nov. 08, 2020. https://towardsdatasci-

ence.com/why-90-percent-of-all-machine-learning-models-never-make-it-into-

production-ce7e250d5a4a (accessed May 09, 2022). 

[7] Bansal Pradeep, “Why your Machine Learning model may not work in produc-

tion ?,” Artificial Intelligence in Plain English, Apr. 2020, Accessed: May 09, 

2022. [Online]. Available: https://ai.plainenglish.io/why-your-machine-learning-

model-may-not-work-in-production-adb95a04225d 

[8] S. Nirgudkar and S. Modi, “Deep learning deployment,” Nov. 2020. doi: 

10.1109/DCAS51144.2020.9330658. 

[9] S. Anwarul and D. Joshi, “Deep Learning With TensorFlow,” Birmingham: Packt 

Publishing, 2020, pp. 96–120. doi: 10.4018/978-1-7998-3095-5.ch004. 

[10] G. Gharibi, V. Walunj, R. Nekadi, R. Marri, and Y. Lee, “Automated end-to-end 

management of the modeling lifecycle in deep learning,” Empirical Software En-

gineering, vol. 26, no. 2, Mar. 2021, doi: 10.1007/s10664-020-09894-9. 

[11] Dr. B. Zohuri and Dr. S. Zadeh, Artificial Intelligence Driven By Machine Learn-

ing And Deep Learning. New York: Nova, 2020. doi: 10.52305/lfwk9582. 

[12] C. Lazari, “Can We Use Java For Machine Learning?,” Upstack, 2021. https://up-

stack.co/knowledge/can-we-use-java-for-machine-learning 

[13] L. Gillman, “Is Java good for machine learning?,” Comp-Success. 

https://www.compsuccess.com/is-java-good-for-machine-learning/ 

[14] A. Belokrylov, “Why And How Java Continues To Be One Of The Most Popular 

Enterprise Coding Languages,” Forbes, Forbes Technology Council, 2022. 



 

31 

[15] N. Ngo, “Deploying a Machine Learning Model as a REST API,” Towards Data 

Science, Aug. 2018, Accessed: Mar. 12, 2022. [Online]. Available: https://to-

wardsdatascience.com/deploying-a-machine-learning-model-as-a-rest-api-

4a03b865c166 

[16] Eliassy Eliran, “Create your own image classifier with Angular and Tensor-

flow.js,” Angular In Depth, Jul. 2019, Accessed: May 09, 2022. [Online]. Availa-

ble: https://medium.com/angular-in-depth/create-your-own-image-classifier-with-

angular-and-tensorflow-js-5b1bc2391424 

[17] J. Brownlee, “How to Save and Load Your Keras Deep Learning Model,” Ma-

chine Learning Mastery, May 2019, Accessed: May 22, 2022. [Online]. Available: 

https://machinelearningmastery.com/save-load-keras-deep-learning-models/ 

[18] J. Juneau, “Building RESTful Web Services,” in Introducing Java EE 7, Birming-

ham: Packt Publishing, 2013, pp. 113–130. doi: 10.1007/978-1-4302-5849-0_8. 

[19] Vasudevan Rakesh, “Introducing Deep Java Library(DJL),” Towards Data Sci-

ence, Nov. 2019, Accessed: May 09, 2022. [Online]. Available: https://to-

wardsdatascience.com/introducing-deep-java-library-djl-9de98de8c6ca 

[20] Briggs James, “How to Use Angular to Deploy Tensorflow Web Apps,” Towards 

Data Science, 2020. 

[21] Dr. B. Zohuri and Dr. S. Zadeh, Artificial Intelligence Driven By Machine Learn-

ing And Deep Learning. New York: Nova, 2020. doi: 10.52305/lfwk9582. 

  



 

32 

Bilaga A – Metoder för konvertering av bilder 

  loadAndProcessImage(image: any) { 

    const croppedImage = this.cropImage(image); 

    const resizedImage = this.resizeImage(croppedImage); 

    const batchedImage = this.batchImage(resizedImage); 

    return batchedImage; 

  }  

Code 2: loadAndProcessImage 

cropImage(image: any) { 

    const width = image.shape[0]; 

    const height = image.shape[1]; 

    const shorterSide = Math.min(image.shape[0], image.shape[1]); 

    const startingHeight = (height - shorterSide) / 2; 

    const startingWidth = (width - shorterSide) / 2; 

    const endingHeight = startingHeight + shorterSide; 

    const endingWidth = startingWidth + shorterSide; 

    return image.slice( 

      [startingWidth, startingHeight, 0], 

      [endingWidth, endingHeight, this.CHANNELS] 

    );  

Code 3: cropImage 

 resizeImage(image: any) { 

    const inputTensor = tf.image 

      .resizeBilinear(image, [this.IMAGE_WIDTH, this.IMAGE_HEIGHT]) 

      .reshape([this.IMAGE_WIDTH, this.IMAGE_HEIGHT, 

this.CHANNELS]); 

 

    return inputTensor; 

  }  
Code 4: resizeImage 

  batchImage(image: any) { 

    const batchedImage = image.expandDims(0); 

    return batchedImage; 

  } 

 
 

Code 5: batchImage 
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Bilaga B – Metoder för klassificering med Deep 

Java Library i back-end 

public NDList processInput(TranslatorContext ctx, Image input) 

throws Exception { 

    NDManager manager = ctx.getNDManager(); 

    NDArray array = input.toNDArray(manager, Image.Flag.COLOR); 

    array = NDImageUtils.resize(array, 224); 

    return new NDList(array); 

    } 

 

Code 1: proccessInput 

public Classifications processOutput(TranslatorContext ctx, NDList list) 

throws Exception { 

        NDArray probabilities = list.singletonOrThrow(); 

        return new Classifications(CLASSES, probabilities); 

    } 

 

Code 2: processOutput 

 



 

B2 

Translator<Image, Classifications> translator = new 

MyTranslator(); 

        Criteria<Image, Classifications> criteria 

                = Criteria.builder() 

                        .setTypes(Image.class, 

Classifications.class) 

                        .optModelPath(modelPath) 

                        .optTranslator(translator) 

                        .optProgress(new ProgressBar()) 

                        .build(); 

        ZooModel model = criteria.loadModel(); 
 

Code 3: Translator 

 

  try ( Predictor<Image, Classifications> predictor = 

model.newPredictor(translator)) { 

 

            predictResult = predictor.predict(image); 

 

        } catch (Exception e) { 

            e.printStackTrace(); 

        } 

 

Code 4: prediction 
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public String bcpredict(String filename) throws 

TranslateException, ModelNotFoundException, 

MalformedModelException, IOException { 

   

    StoredObject imageFile = this.getFile(filename);   

    byte[] bytes = imageFile.downloadObject(); 

         

    ByteArrayInputStream bis = new ByteArrayInputStream(bytes); 

    BufferedImage bImage2 = ImageIO.read(bis); 

         

    this.image = ImageFactory.getInstance().fromImage(bImage2); 

    image.getWrappedImage(); 

   

    MyTranslator translator = new MyTranslator(); 

 

 try ( Predictor<Image, Classifications> predictor =      

this.model.newPredictor(translator)) { 

 this.predictResult = predictor.predict(image); 

    } 

  

    if(translator.getRes().equals("E")) { 

  this.bcdelete(filename); 

    } 

 

    return translator.getRes();  

     

}  

Code 5: bcPredict 
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Bilaga C – Kod för python REST-tjänst  

 

def prepare_image(img): 

    img = Image.open(io.BytesIO(img)) 

    img = img.resize((224,224)) 

    img = np.array(img) 

    img = np.expand_dims(img,0) 

    return img 

 
 

Code 1: Python pipeline 

 

@app.route('/predict', methods = ['POST']) 

def infer_image():  

    if 'file' not in request.files:  

        return "Please try again. The image doesn't exist" 

    file = request.files.get('file') 

    if not file:  

        return 

 

    img_bytes = file.read() 

 

    img = prepare_image(img_bytes) 

    return jsonify(prediction =str(model.predict(img)[0][0])) 

 
 

Code 2: post - predict 

 

 


