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Sammanfattning 

Att spela sällskapsspelet UNO är en typ av umgängesform där målet är att trivas. En 
UNO-kortlek har 5 olika färger (blå, röd, grön, gul och joker) och olika symboler. 
Detta kan vara frustrerande för en person med nedsatt färgseende att delta, då en 
stor andel av spelet är beroende av att identifiera färgen på varje kort. Övergripande 
syftet med detta arbete är att utveckla en prototyp för objektigenkänning av UNO-
kort som stöd för färgnedsatta. Arbetet sker genom jämförelse av objektigenkän-
ningsmetoder som Convolutional Neural Network (CNN) och Template Matching 
inspirerade metoder: hue template test samt binary template test. Detta kommer att 
jämföras i samband med igenkänning av färg och symbol tillsammans och separerat. 

Utvecklandet av prototypen kommer att utföras genom att träna två olika CNN-
modeller, där en modell fokuserar endast på symboler och den andra fokuserar på 
både färg och symbol. Dessa modeller kommer att tränas med hjälp av YOLOv5 al-
goritmen som anses vara State Of The Art (SOTA) inom CNN med snabb exekve-
ring. Samtidigt kommer template test att utvecklas med hjälp av OpenCV och ge-
nom att skapa mallar för korten. Dessa används för att göra en jämförelse av kortet 
som ska identifieras med hjälp av mallen. Utöver detta kommer K Nearest Neighbor 
(KNN), en maskininlärningsalgoritm att utvecklas med syfte att identifiera endast 
färg på korten. Slutligen utförs en jämförelse mellan dessa metoder genom mätning 
av prestanda som består av accuracy, precision, recall och latency. Jämförelsen kom-
mer att ske mellan varje metod genom en confusion matrix för färger och symboler 
för respektive modell. 

Resultatet av studien visade på att modellen som kombinerar CNN och KNN preste-
rade bäst vid valideringen av de olika metoderna. Utöver detta visar studien att 
template test är snabbare att implementera än CNN på grund av tiden för träningen 
som ett neuralt nätverk kräver. Dessutom visar latency att det finns en skillnad mel-
lan de olika modellerna, där CNN presterade bäst.  
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Abstract 

Engaging in the social game of UNO represents a form of social interaction aimed at 
promoting enjoyment. Each UNO card deck consists of five different colors (blue, 
red, green, yellow and joker) and various symbols. However participating in such a 
game can be frustrating for individuals with color vision impairment. Since a sub-
stantial portion of the game relies on accurately identifying the color of each card. 
The overall purpose of this research is to develop a prototype for object recognition 
of UNO cards to support individuals with color vision impairment. This thesis in-
volves comparing object recognition methods, namely Convolutional Neural Net-
work (CNN) and Template Matching (TM). Each method will be compared with re-
spect to color and symbol recognition both separately and combined. 

The development of such a prototype will be through creating and training two dif-
ferent CNN models, where the first model focuses on solely symbol recognition 
while the other model incorporates both color and symbol recognition. These mod-
els will be trained though an algorithm called YOLOv5 which is considered state-of-
the-art (SOTA) with fast execution. At the same time, two models of TM inspired 
methods, hue template test and binary template test, will be developed with the 
help of OpenCV and by creating templates for the cards. Each template will be used 
as a way to compare the detected card in order to classify it. Additionally, the K 
Nearest Neighbor (KNN) algorithm, a machine learning algorithm, will be devel-
oped specifically to identify the color of the cards. Finally a comparative analysis of 
these methods will be conducted by evaluating performance metrics such as accu-
racy, precision, recall and latency. The comparison will be carried out in between 
each method using a confusion matrix for color and symbol in respective models. 

The study’s findings revealed that the model combining CNN and KNN demon-
strated the best performance during the validation of the different models. Further-
more, the study shows that template tests are faster to implement than CNN due to 
the training that a neural network requires. Moreover, the execution time shows 
that there is a difference between the different models, where CNN achieved the 
highest performance.  
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1 Introduktion 

Att spela sällskapsspel, det vill säga bräd- och kortspel, är en typ av umgängesform 
där målet är gemenskap och att ha trevligt. Dessa typer av spel har även visat sig ha 
en positiv effekt på den kognitiva förmågan hos både vuxna och barn [1]. Men många 
typer av spel, till exempel kortspelet UNO, brädspelet Fia och fyra-i-rad är mer  
eller mindre beroende av att deltagarna kan identifiera färger. Det medför att för 
personer med nedsatt färgseende kan upplevelsen vara mer frustrerande än ett trev-
ligt moment i vardagen. År 2020 estimerade man att ca 8% av den manliga och 
0,5% av den kvinnliga befolkningen lider av någon typ av nedsatt färgseende [2]. 
Detta innebär att det finns en risk att ca var 12e man och var 200e kvinna känner sig 
exkluderade i dessa typer av aktiviteter. 

1.1 Bakgrund 

Bildigenkänning är ett växande ämne inom datavetenskap. Med algoritmer och tek-
niker för maskininlärning kan datorer lära sig att identifiera objekt i bilder. Detta 
öppnar upp för en rad nya möjligheter och tillämpningar med olika användningar i 
vardagen. Idag finns olika typer av hjälpmedel som kan användas för att förenkla för 
personer som lider av nedsatt färgseende. Detta inkluderar bland annat applikationer 
för mobiltelefoner som använder sig av mobilkameran för att identifiera färger, se 
Figur 1. Problemet med dessa är att applikationen endast identifierar en viss pixel 
eller ett medelvärde på ett mindre antal pixlar vilket leder till att endast ett kort i 
taget kan identifieras. Utöver detta får då inte användaren någon överblick över alla 
korten samtidigt utan måste använda minnet för att få en uppfattning om mängden 
kort i varje färg.  

 

Figur 1: Exempel på en färgidentifieringsapplikation 
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Identifiering och detektering av objekt med hjälp av bildigenkänning kan appliceras 
på hjälpmedel för personer med nedsatt färgseende. I denna studie kommer bild-
igenkänning att appliceras på en UNO-kortlek med målet att identifiera kortens färg 
och symbol. Liknade studier har utförts på poker-kort där syftet var att hjälpa perso-
ner med synnedsättning att identifiera korten [3]. 

Kortspelet UNO är ursprungligen från USA där målet är att vara den första spelaren 
utan kort kvar på handen. Varje UNO-kort har två attribut, färg och symbol, som är 
numrerade med siffror från 0 till 9 samt tre typer av specialkort i de fyra färgerna. 
Utöver de färgade specialkorten och nummerkorten finns fyra andra specialkort med 
färgen svart och benämns hädanefter som "joker-kort". Vilket innebär att ett kort 

kan definieras som (𝑥, 𝑦) ∈ 𝑋 × 𝑌, där 𝑋 representerar färg och 𝑌 representerar 

kortets symbol. Ett kort som spelas kan definieras som (𝑥ᇱ, 𝑦ᇱ) men kan endast spe-

las om (𝑥ᇱ = 𝑥)⋁(𝑦ᇱ = 𝑦) [4], alternativ om kortet är ett joker-kort. För en per-
son som lider av nedsatt färgseende kan denna funktionsvariation därför medföra en 
negativ påverkan på spelarens framgång.  

Spelet börjar med att alla deltagare får 7 kort i handen och resterande kort läggs 
med baksidan synlig i en stack och kallas dra-hög. När spelet börjar vänds ett kort 
från dra-högen till i en kast-hög med framsidan uppåt. Därefter får deltagaren till 
vänster om givaren börja sin omgång. 

För att en spelare ska få lägga ett kort måste kortet ha samma färg eller siffra/sym-
bol som det översta kortet i kasta-högen alternativt lägga ett joker-kort. Detta kort 
placeras då överst i högen och det är nästa spelares tur. 

Skulle en spelare inte kunna lägga ut något av korten på handen så tar spelaren upp 
ett kort från dra-högen. Kan spelaren fortfarande inte lägga ut så går turen vidare till 
nästa.  

När en spelare lägger ut sitt näst sista kort måste detta meddelas genom att säga 
“uno”. Om detta inte meddelas och en motspelare uppmärksammar detta innan 
nästa spelare har lagt måste spelaren med uno dra två kort från dra-högen.  
Omgången är sedan slut när en spelare lägger ut sitt sista kort, som då endast kan 
vara ett kort som inte är svart.  

Mer information kring UNO-spelreglerna hittas bland annat här. 
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1.2 Syfte och frågeställning  

Syftet med detta arbete är att skapa och utveckla ett stöd för personer som lider av 
nedsatt färgseende. Det sker genom att ge användaren feedback i realtid vilka UNO-
kort som ligger på bordet och som spelaren har i handen. Med syfte att underlätta 
för användaren att separera korten när flera kort ligger på bordet kommer även sym-
bolen att identifieras. Detta för att dessa personer ska kunna känna sig inkluderade i 
sociala sammanhang där färg spelar en betydande roll. 

För att kunna utveckla en bra objektigenkänningsmetod behövs det en jämförelse 
mellan existerande metoder och processer. Två populära metoder vid objektigen-
känning idag är Convolutional Neural Network (CNN) och Template Matching 
(TM) vilket anses vara State Of The Art (SOTA) tekniker. För att få en ökad förstå-
else gällande vilken av dessa metoder som är mest fördelaktig vid igenkänning av 
UNO- kort kommer dessa implementeras och jämföras.  

Som tidigare nämnt kunde ett UNO-kort beskrivas med hjälp av två egenskaper, 
färg och symbol. Genom att identifiera dessa egenskaper kan kortet klassificeras. 
Därför kommer dessa metoder ytterligare att jämföras mot varandra genom igen-
känning av symbol och färg samtidigt och separat. Igenkänningen som identifierar 
färg och symbol separat använder K Nearest Neighbor (KNN) för färgidentifiering 
och sedan en av CNN eller TM för symbolen. För igenkänningen av både färg och 
symbol kommer däremot CNN användas exklusivt och en sekvens av hue template 
test samt binary template test. Detta resulterar i fyra olika modeller som kommer 
att granskas under detta arbete. 

Frågeställningarna som tas upp i arbetet är:    

– Vilken av de fyra modellerna är mest gynnsam för att känna igen och klassifi-
cera ett UNO-kort? 

– Finns det någon skillnad i latency, precision, accuracy och recall på de olika 
teknikerna? 

– Finns det någon skillnad i tiden och svårighetsgraden det tar att implemen-
tera de olika modellerna?    
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1.3 Avgränsningar 

Detta arbete kommer att fokusera på att identifiera hela spelkort med hjälp av bild-
igenkänning. Det vill säga att inte ta hänsyn till den överlappningen som sker när 
man håller flera kort i handen, se Figur 2. Utöver detta så kommer endast en upp-
laga av en UNO-kortlek att användas vilket innebär att andra upplagor och versioner 
av UNO inte kommer att stödjas.  

 

Figur 2: Ett exempel på hur kort kan överlappa varandra 
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2 Teoretisk bakgrund 

Att bearbeta en bild och känna igen bilden har sina utmaningar. Nedan beskrivs de 
relaterade arbeten som utförts, för att sedan undersöka teorin bakom neurala nät-
verk, TM och KNN samt hur dessa kan appliceras i detta arbete. 

2.1 Relaterade arbeten 

En liknande studie har utförts av H. Ditrih, S. Grgić och L. Turković år 2021 där en 
prototyp för realtidsdetektering för kortspelet Set utvecklades [5]. I den studien de-
lade författarna upp problemet för att kunna tillämpa en mängd olika dataseendes 
tekniker för igenkänning av spelkorten. Första delen är kortsegmentering som med 
hjälp av OpenCVs ramverk extraherade ut konturlinjerna från kortet genom meto-
den kantdetektering. Därefter erhölls symbolerna för varje kort, som sedan trans-
formerades genom perspektivtransformation. Sedan stoppades varje symbol in i ett 
neuralt nätverk för att kontrollera att symbolerna fanns i bilden. Neurala nätverket 
tränades med 935 bilder varav 68 av bilderna inte var med i spelet, 100 av bilderna 
fanns för att lägga till brus och 100 av bilderna var enfärgade. Utöver detta var bil-
derna av storleken 450x300 och roterade med 90o. Nästa steg klassificerade symbo-
lerna och färgen med hjälp av SVM (Support Vector Machine) som är en inlärnings-
modell avsedd för att analysera och klassificera data. 

Ytterligare ett arbete som löser ett likande problem är identifiering av ID kort hos 
personer vid en högskola som gjordes av M. Kushal, K. Kumar B.V., C. Kumar 
M.J. och M. Pappa[6]. Syftet är att reglera åtkomst i en högskolemiljö till bara män-
niskor med ID kort. Om personen går runt med ett synligt ID kort så markerar sy-
stemet kortet med en rektangel, även kallad för en bounding box. Skulle ett ansikte 
kännas igen utan ett synligt ID kort kommer systemet att lagra en bild på ansiktet. 
Detta arbete genomfördes med hjälp av OpenCV och TensorFlow. Processen att 
identifiera och markera ett ID kort utfördes med hjälp av ett neuralt nätverk, där det 
neurala nätverket tränades på en egenanpassad datamängd. Datamängden innehöll 
bland annat data på ansikten som hittades online och egen tagna bilder på ID kort. 
Träningsdata skapades genom att först samla in data, sedan behövde alla objekt som 
skulle tränas vara märkt. Det innebär att position, storlek och typ av klass behöver 
anges i en separat fil för varje bild för att bildigenkänningen ska kunna fungera. Se-
dan konfigurerades träningen för att kunna generera önskade resultat. Slutsatsen 
som togs var att systemet lyckades känna igen ID kort och ansikten på människor 
men att problematiken låg på rörande objekt.  
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”Poker card recognition with computer vision methods” är ett arbete som utfördes 
med syfte att stödja personer med synnedsättning [3]. Författarna förklarar att detta 
bidrar till ett mer inkluderande spelande av poker på ett sätt så alla kan njuta av spe-
let. Tanken är att genom fotografering av pokerkortet med mobiltelefon kommer 
kortet att detekteras och identifieras. Bilden startades som en 24-bit färg och blev 
sedan bearbetad till en gråskalig 256 bitars bild och sist till en binär bild. Sedan häm-
tades symbolerna genom extrahering av konturerna med hjälp av Hu Moments Inva-
riants metoden. Sist jämfördes den extraherade symbolen med en databas av befint-
liga symboler genom figurmatchning. Slutsatsen som drogs från arbetet var att det 
fungerade bra med att känna igen kortet med hjälp av dataseendes tekniker och att 
latency var relativsnabb, men att det uppfann några igenkänningsfel.  

Ytterligare ett relevant arbete är igenkänning av registreringsskyltar som utfördes av 
S. Raj, Y. Gupta och R. Malhotra [7]. Detta utfördes med hjälp av en objektigenkän-
nings algoritmen YOLOv5. Notera att under arbetet refererar författaren till igen-
känningen av registreringsskyltar som Automatic Number-Plate Recognition 
(ANPR). Under arbetet användes två olika datamängder för två olika modeller som 
tränades. En för igenkänningen av registreringsskylt med hjälp av YOLOv5 mo-
dellen och en för igenkänning av karaktärerna med hjälp av Optical Character Re-
cognition (OCR). Där OCR implementerades med hjälp av CNN. Processen från 
första bilden till extraheringen av registreringsnumret började med att först kontrol-
lera om en registreringsskylt fanns i bilden genom detektering. Därefter bearbetades 
bilden och sedan segmenterades varje karaktär för att varsin karaktär ska matas in i 
CNN modellen. Sist kombineras alla karaktärer som utgör registreringsnumret. 
Slutsatsen som kan tas utifrån denna studie är att det förslagna systemet är använd-
bart för realtidsigenkänning och att accuracy med ett sådant system är starkt bero-
ende på datamängden.  

2.2 Template Matching (TM) 

Metoden TM gör det möjligt att utifrån en samling referensmallar hitta och spåra 
objekt i en bild. Detta görs genom att undersöka om någon del i bilden matchar nå-
gon av referenserna. Metoden tar en rektangulär yta från bilden som sedan pixelvis 
jämförs med de förskapade referensmallarna [8].  
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För att kunna utföra TM behövs två bilder, en referensmall samt en bild där det är 
förväntat att hitta ett objekt som matchar referensmallen. Därefter tar man en rek-
tanguläryta som är lika stor som referensmallen, med start från det översta vänstra 
hörnet. Den rektangulära ytan jämförs då med referensmallen och sedan beräknas 
ett värde på hur bra de två matchar varandra. Sedan skjuts den rektangulära ytan en 
pixel åt höger och en ny jämförelse sker. För varje jämförelse som sker så sparas vär-
det på matchningen som sedan skapar en resultat-matris, denna matris har då samma 
dimensioner som den sökta bilden [9].   

Det finns olika ekvationer som kan användas för att beräkna likheter mellan två bil-
der. Dessa uttrycks i ekvation ( 1 ) TM Square Difference och ( 2 ) TM Cross Corre-
lation nedan. 

 
𝑅(𝑥, 𝑦) = ෍ (𝑇(𝑥ᇱ, 𝑦ᇱ) − 𝐼(𝑥 + 𝑥ᇱ, 𝑦 + 𝑦ᇱ))ଶ

௫ᇲ ௬ᇲ

  ( 1 ) 

där 𝑥 = x-koordinaten 

      𝑦 = y-koordinaten 

 𝐼 = Undersökta bilden 

 𝑇 = Mallen 

 𝑅 = Resultatet 

 

 
𝑅(𝑥, 𝑦) = ෍ (𝑇(𝑥ᇱ, 𝑦ᇱ) ∙ 𝐼(𝑥 + 𝑥ᇱ, 𝑦 + 𝑦ᇱ))

௫ᇲ ௬ᇲ

 ( 2 ) 

där 𝑥 = x-koordinaten 

      𝑦 = y-koordinaten 

 𝐼 = Undersökta bilden 

 𝑇 = Mallen 

 𝑅 = Resultatet  

2.3 Neurala nätverk 

Igenkänning av objekt är en uppgift som människohjärnan sköter i det  
undermedvetna och är något som sker på mindre än en sekund. Informationen tol-
kas med hjälp av miljardtals neuroner i hjärnan som aktiveras i ett visst mönster. Att 
kunna imitera denna del av hjärnan artificiellt kan därför komma med många förde-
lar för att lära upp en maskin till att göra eller känna igen något [10]. 
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2.3.1 Artificial Neural Network (ANN) 

Neurala nätverk, även kallade för djupinlärning är en metod som har funnits i över 
70 år. Metoden förslogs år 1943 av neuropsykologen Warren McCulloch och  
matematikern Walter Pitts i en vetenskaplig artikel som spekulerar över hur  
neuroner arbetar. Men idén tog inte fart förrän nyligen då dagens datorer kunde 
klara av att utföra sådana komplexa beräkningar som tillåter ett neuralt nätverk att 
imitera människohjärnan och lära sig [10].  

Artificiella neurala nätverk fungerar med hjälp av sammankopplade noder genom 
vikter och bias. Varje sådan nod har en inmatning där utdata genereras med hjälp av 
vikter och bias som går igenom en överföringsfunktion, därefter går utdatat genom 
ytterligare en nod som indata i nätverket. Varje sådan nod kallas för perceptron. I 
Figur 3 visas hur varje perceptron i ett traditionellt neuralt nätverk fungerar. 

 

Figur 3: Förklaring över hur en perceptron fungerar i ANN 

Figur 3 ovan kan skrivas om till följande uttryck ( 3 ): 

 
𝑓(𝑏 + ෍ 𝑥௜𝑤௜)

௡

௜ୀଵ

 ( 3 ) 

där 𝑥 =  𝑖𝑛𝑚𝑎𝑡𝑛𝑖𝑛𝑔𝑎𝑟𝑛𝑎 

      𝑏 =  𝑏𝑖𝑎𝑠 

 𝑤 =  𝑣𝑖𝑘𝑡𝑒𝑟𝑛𝑎 
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 𝑓 = överföringsfunktionen 

Det innebär att alla inmatningar 𝑥ଵ − 𝑥௡  summeras genom multiplikation av  

motsvarande vikter 𝑤ଵ − 𝑤௡ och sedan adderas med en bias för att sist en  

överföringsfunktion 𝑓 ska tillämpas på hela uttrycket. 

För att uppnå en mer ingående förståelse av den mänskliga hjärnan och artificiella 
nätverkets likheter, kan detta tankesätt demonstreras genom följande exempel. Anta 
att en individ planerar att delta i en ostfestival under helgen och har en förkärlek för 
ost. Beslutet att närvara vid festivalen baseras på övervägandet av följande faktorer: 

1. Är vädret bra? 

2. Ska deltagarens partner följa med? 

3. Ligger festivalen nära kollektivtrafik? 

Dessa faktorer kan representeras binärt där en 1a motsvarar ja och en 0a motsvarar 

nej. Alltså kan ett bra väder skrivas som 𝑥ଵ = 1 och ett dåligt väder som 𝑥ଶ = 0 
och samma sak för dom andra faktorerna.  

Beslutet kan övervägas utifrån individens starka intresse för ost, vilket kan leda till 
att personen väljer att delta i festivalen oavsett om partnern följer med och obero-
ende av avståndet till kollektivtrafik. Men ett dåligt väder skulle hindra personen 
från att delta, oavsett de två andra faktorerna. Då kan noder användas för att model-
lera denna tankeprocess med olika vikter beroende på hur viktiga dessa faktorer är. I 

sådana fall kan vikterna tecknas som 𝑤ଵ = 6 för vädret, 𝑤ଶ,ଷ = 2 för resterande 
faktorer. En bias kan i sådana fall användas som ett tröskelvärde för att avgöra om 
personen borde gå på festivalen eller inte, där personen går på festivalen om vädret 
är bra och stannar hemma om vädret är dåligt. Exempelvis om en bias har ett värde 
på 3 skulle personen delta i festivalen om vädret är bra eller om festivalen är nära 
kollektivtrafik och partnern vill följa med. Genom att justera tröskelvärdet kan per-
sonens villighet att delta på festivalen förändras. Variationen av dessa vikter och bias 
kan resultera i varierande beslut eller utmatningar från en neuron [11].  

Problemet som avgör värdena för vikten och bias i ett neuralt nätverk är det neurala 
nätverket tränas på. Tekniken där nätverket korrigerar sina vikter och bias baserad 
på utmatningen kallas för bakåtpropagering vilket sker för varje neuron i nätverket. 
För att kunna beräkna felen på utmatningen ska det finnas en förväntad utmatning 
där det kan beräknas med ”squared error function” ( 4 ) 

 
𝐸௧௢௧௔௟ = ෍

1

2
(𝑓ö𝑟𝑣ä𝑛𝑡𝑎𝑑 − 𝑢𝑡𝑚𝑎𝑡𝑛𝑖𝑛𝑔𝑒𝑛)ଶ ( 4 ) 
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Sedan försöker det neurala nätverket att uppdatera värdena för varje vikt 𝑤௜௝  genom 
att använda kedjeregeln två gånger [12].   

2.3.2  Convolution Neural Network (CNN) 

Det finns många olika typer av neurala nätverk avsedd för olika användningar. Ett 
mer relevant neuralt nätverk som används vid bildigenkänning är CNN. CNN är di-
rekt relaterad till ANN i och med att många av det traditionella metoderna används 
tillsammans med några nya metoder. Precis som ANN består CNN av olika lager av 
artificiella neuroner där varje beteende definieras av vikten. Det finns tre metoder 
som CNN grundar sig på vilket är pooling, viktdelning och lokala receptiva fält [13].  

När en bild matas in till CNN genererar varje lager en så kallad ”activation map” där 
en viss del av en bild har extraherats med olika kännetecken på bilden med hjälp av 
vikter. Exempelvis kan ett lager läsa en bild på en hund och extrahera först kan-
terna, sedan konturen, därefter mer komplicerade kännetecken som ansiktet på 
hunden [14].  

CNN består alltså av olika lager där varje lager utför en viktig funktion som påverkar 
slut resultatet på bilden. Första lagret är inmatningslagret som läser in bilden, till-
skillnad från ANN förväntas det här att en bild ska matas in med dimensionerna 
höjd, bredd och djup. Notera att djupet på bilden varierar beroende på om bil-
den är gråskalig eller Red Green Blue (RGB) som har dimensionen höjd x bredd 
x 3, alltså är djupet själva volymen på bilden. Förutom de tre olika lager som före-
kommer i CNN, faltning, pooling och fully-connected lagren. Bilden går från en di-
mension på höjd x bredd x djup till en utmatning på 1 x 1 x n där n är antalet 
klasser [15].  

Andra lagret i CNN är faltning vilket utgör en stor del av neurala nätverket. Faltning 

ur en matematikers perspektiv är ett uttryck som tar två funktioner 𝑓 𝑜𝑐ℎ 𝑔 och 

producerar en tredje funktion (𝑓 ∗ 𝑔). I sammanhanget av CNN är faltningslagret 
ansvarig för att extrahera olika kännetecken från bilden genom faltning av inmat-
ningsbilden och ett filter/kernel av storleken M x M. Det filtret är oftast mindre än 
inmatningsbilden i storlek och ifall bilden skulle vara RGB kommer filtret vara lika 
stor i djup. Filtret består av vikter och är det som avgör vilka kännetecken som ex-
traheras från bilden. Under nätverkets framåtpassering går filtret genom höjden och 
bredden på bilden i hela djupet för att skapa en två-dimensionell representation av 
bilden med olika kännetecken som har hittats. Faltning ser ut som i Figur 4 nedan 
[13].  
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Figur 4: En faltning mellan input och filtret för extrahering av egenskaper 

Notera att den resulterande bilden är oftast mindre än inmatnings bilden vilket sker 
under faltnings processen och minskar därför på antalet operationer som behövs i de 
senare lagren. I samband med faltning finns det en formel som beräknar  
storleken på utmatningen av lagret. Anta en inmatning av storlek W x W och Dout 
nummer av filter med rumslig dimension F med stride S och padding P. För att för-
klara mer utförligt är stride alltså antalet steg som filter matrisen tar när den stegar 
igenom inmatningsbilden. Padding P är stoppningen på bilden för att bevara hela bil-
den som försvinner om en faltning direkt sker utan någon padding. Med hjälp av 
dessa variabler kan följande formel skapas för att beräkna matrisen med egenskap-
erna kallad för utmatningsvolymen [13]. Se ekvation ( 5 ) nedan 

 
𝑊௢௨௧ =

𝑊 − 𝐹 + 2𝑃

𝑆
+ 1 ( 5 ) 

Nästa lager är pooling-lagret som är en nedsampling på bilden som får fram viktiga 
egenskaper från bilden. Därefter filtreras det ut mindre informativa pixlar i bilden 
vilket resulterar med att bilden minskar i dimension. Detta underlättar traversering 
av senare lager eftersom bilden är mindre i storlek och det finns mindre vikter att 
koppla till activation maps. Det finns två välkända typer av pooling som används, 
max-pooling och average-pooling. Max-pooling fungerar genom att metoden stegar 
igenom egenskapsmatrisen med ett 2x2 filter och utför MAX funktionen som läser 
det största värdet genom varje steg i matrisen. Det sker med en stride på 2. Det re-
sulterar med att bilden skalas ner 25% av den ursprungliga storleken. Average-poo-
ling gör samma sak med undantaget att medelvärdet beräknas i varje 2x2 del av in-
matningsmatrisen med hjälp av filtret istället för MAX [15].  
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Sista lagret för CNN strukturen är fully-connected-lagret som har en ANN struktur 
vilket börjar med att läsa in utmatningen av faltnings processen. Syftet med detta la-
ger är att klassificera bilden baserad på alla extraherade egenskaper från bilden. Ut-
matningen av neurala nätverket varierar beroende om CNN är avsedd för igenkän-
ning av objekt eller lokalisering. Utmatningen kan exempelvis vara klassificeringen 
av objektet och positionen av objektet som visas med hjälp av en rektangel. Likt alla 
föregående lager finns det också olika vikter och bias som inmatningen går igenom, 
skillnaden är att bilden är nu i 1-dimensions array som behandlas av nätverket. I Fi-
gur 5 nedan syns det en visualisering över hur en typisk CNN struktur ser ut om en 
robot ska kännas igen [14].  

 

Figur 5: Strukturen på en Convolution Neural Network 

2.4 K Nearest Neighbor algoritmen (KNN-algoritmen) 

KNN-algoritmen är en av de enklare typerna av maskininlärning och används för 
klassificering. Det är en icke-parametrisk algoritm vilket innebär att den inte gör 
några antaganden om distributionen av datasetet utan utgår alltid från de data som är 
inmatad i modellen [16]. 

 

Figur 6: Ett exempel på hur ett dataset med en okänd punkt kan se ut 
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Algoritmen utgår ifrån en redan klassificerat datamängd, träningsdatamängden, som 
skickas in i modellen och sedan används för att klassificera nya datapunkter. Ett K-
värde väljs som definierar hur många grannar som ska användas i jämförelsen för att 
kunna klassificera den nya datapunken. Detta K-värde bör vara ett udda tal för att 
minska risken att det finns samma antal grannar av olika klasser. 

En ny datapunkt kan sedan föras in i modellen, i Figur 6 ovan representeras denna av 
en grön stjärna. Sedan beräknas avståndet mellan den nya datapunkten och alla 
punkter i träningsdatasetet med hjälp av det euklidiska avståndet, se ekvation ( 6 ).  

𝑑(𝑝, 𝑞) = ෍(𝑞௜ − 𝑝௜)ଶ

௡

௜ୀଵ

 

 

( 6 ) 
 

Baserat på det valda K-värdet så väljs de K närmsta grannarna ut och det sker en 
röstning baserat på deras klass. Den nya datapunkten blir då klassificerad baserat på 
den klass som har högst representation bland punktens närmsta grannar [17].  
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3 Metod  

I detta avsnitt presenteras genomförandet av arbetet samt metoderna som användes. 
Mer specifikt kommer valet av metoderna att motiveras och implementationen för 
arbetet att redovisas.   

3.1 Verktyg 

Idag finns det många kraftfulla bibliotek och algoritmer som stödjer användandet av 
sådana metoder. Mycket av beräkningarna i detta arbete kommer att skötas av dessa 
bibliotek. Nedan presenteras det vilka bibliotek som användes och i vilket syfte. 

Programmeringsspråket som användes under detta arbete är Python. Det är ett  
modernt högnivåprogrammeringsspråk med många användbara bibliotek. Språket är 
mycket populärt när det gäller visualisering, datorseende och maskininlärning med 
mycket resurser och har använts med denna anledning. 

3.1.1 OpenCV 

OpenCV eller Open Source Computer Vision är ett gratis bibliotek för  
computer vision. Biblioteket innehåller metoder för att manipulera videor och bilder 
för att utföra olika uppgifter. Nästan alla manipulationer av bilder i det här arbete 
har skett med hjälp av OpenCV där bland annat binarisering, gråskalning, storleks-
ändring, projektiva transformationer, konturigenkänning, färgmodells förändring 
samt flera funktioner har använts [18]. Förutom bildmanipulationer stödjer OpenCV 
också några maskininlärningsalgoritmer, en av dessa är KNN vilket implementerades 
med hjälp av OpenCV.  

3.1.2 YOLOv5 

You Only Look Once (YOLO) är en populär metod för objektidentifiering vilket 
används för att realtidsidentifiera ett objekt. Algoritmen anses ha en mycket snabb 
latency med hög precision [19]. Detta är eftersom, som namnet antyder, algoritmen 
bearbetar bilden endast en gång jämfört med andra CNN algoritmer. YOLO predik-
terar klasser av objekt och deras motsvarande rektangel genom inmatningen av bil-

den. Utmatningen blir i form av en motsvarande klass 𝑘 (klassificeringen), med en 

sannolikhet av 𝑝 (hur säker algoritmen är). Detta i samband med en rektangel som 

består av höjd (𝑏௛), bredd (𝑏௪), centrumet (𝑏௫) (𝑏௬) av rektangeln där objektet 
befinner sig i. Algoritmen lyckas med det genom att dela upp en bild till ett rutnät 
och bearbeta varje cell där var och en har en utmatning. Skulle en bild av storlek 3x3 

matas in kommer bilden isåfall ha 9 olika utmatningar i form av 𝐶ଵ,ଵ =

(𝑥, 𝑦, 𝑤, ℎ, 𝑝௖ , 𝐶ଵ. . 𝐶௡) där 𝐶ଵ. . 𝐶௡ är antalet klasser och är 1 eller 0 beroende om 
ett objekt har identifierats i cellen eller inte.  
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Ett förekommande problem är att algoritmen kan prediktera flera rektanglar för en 
klass trots att den bara förekommer en gång i bilden. YOLO löste det genom  
användandet av non-max suppression algoritmen. Rektangeln med högst sannolikhet 
väljs för att jämföras med alla rektanglar av samma klass genom att beräkna  
IoU (Intersection over union). Se ekvation ( 7 ) nedan för ett exempel [19]: 

 
𝐼𝑜𝑈 =

𝐴𝑟𝑒𝑎 𝑎𝑣 ö𝑣𝑒𝑟𝑙𝑎𝑝𝑝𝑛𝑖𝑛𝑔𝑒𝑛 𝑚𝑒𝑙𝑙𝑎𝑛 𝑅ଵ𝑜𝑐ℎ 𝑅ଶ

𝐴𝑟𝑒𝑎 𝑎𝑣 𝑢𝑛𝑖𝑜𝑛𝑒𝑛 𝑚𝑒𝑙𝑙𝑎𝑛 𝑅ଵ𝑜𝑐ℎ 𝑅ଶ

 ( 7 ) 

Notera att 𝑅ଵ𝑜𝑐ℎ 𝑅ଶ är två rektanglar, se Figur 7 nedan för en bild. 

 

Figur 7: Hur en IoU kan se ut 

Om IoU har ett värde högre än exempelvis 0.5 kommer den mindre rektangeln att 
bli exkluderad. Det innebär att dessa två rektangelar antagligen pekar till samma 
klass i bilden. Denna process repeteras tills alla rektanglar är korrigerade.  

Under objektidentiferingen är det viktigt att YOLO erhåller ett högt precision 
värde. Därför har YOLO olika mätningar för att mäta bland annat precision, recall,  
Mean Average Precision (mAP) och Average Precision (AP). Precision är ett mått 
för hur bra en dator gissar rätt klass medan recall mäter hur känslig datorn är. Dessa 
variabler mäts genom jämförelsen av det datorn har gissat och rätta svaret. Detta 
genererar fyra olika resultat. Sann Positiv (SP) innebär att datorn har korrekt 
klassificerat objektet, Sann Negativ (SN) innebär att datorn klassificerade ingenting 
när inget objekt fanns. Om en dator klassificerar ett objekt fel är det en Falsk Positiv 
(FP). Falsk Negativ (FN) är om datorn inte lyckas klassificera ett objekt. Detta kan 
tydliggöras med hjälp av en confusion matrix eller en  sammanbladningsmatris i Fi-
gur 8 nedan [20].  
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Figur 8: En confusion matrix 

Följande variabler kan betecknas med hjälp av dessa resultat. Se ekvation ( 8 ) för 
precision och ekvation ( 9 ) för recall 

 
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  

𝑆𝑃

𝑆𝑃 + 𝐹𝑃
 ( 8 ) 

 
 𝑅𝑒𝑐𝑎𝑙𝑙 =  

𝑆𝑃

𝑆𝑃 + 𝐹𝑁
 ( 9 ) 

En viktig mätning som används vid utvärderingar av CNN modellers prestanda är 
mAP. För att hitta detta värde måste Average Precision (AP) beräknas först vilket är 
den genomsnittliga precision. AP är ett sätt att sammanfatta precision-recall kurvan 
till ett ända värde. En precision-recall kurva används för avvägning av recall 
/precision och generellt sätt innebär en stor area under kurvan ett högt AP värde. 
Beräkning av AP syns i ekvation ( 10 ) nedan. 

 
𝐴𝑃 =  ෍ [𝑅𝑒𝑐𝑎𝑙𝑙(𝑘) − 𝑅𝑒𝑐𝑎𝑙𝑙(𝑘 + 1) ∗ 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛(𝑘)]

௄ୀ௡ିଵ

௞ୀ଴

 ( 10 ) 

Där  𝑅𝑒𝑐𝑎𝑙𝑙(𝑛) = 0 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛(𝑛) = 1 

𝑛 = 𝑎𝑛𝑡𝑎𝑙𝑒𝑡 𝑡𝑟ö𝑠𝑘𝑒𝑙𝑣ä𝑟𝑑𝑒𝑛 

mAP kan nu beräknas genom att först beräkna ett AP för varje klass. Genomsnittliga 
värdet av alla APs för varje klass definieras som mAP vilket syns i ekvation ( 11 ) ne-
dan. 
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 1

𝑁
෍ 𝐴𝑃௜

ே

௜ୀଵ

 𝑑ä𝑟 𝑁 𝑚𝑜𝑡𝑠𝑣𝑎𝑟𝑎𝑟 𝑎𝑛𝑡𝑎𝑙𝑒𝑡 𝑘𝑙𝑎𝑠𝑠𝑒𝑟 ( 11 ) 

I objektigenkänning beräknas mAP oftast i samband med olika IoU gränser, vanliga 
förekommande gränser är exempelvis 50% och 75% och betecknas som  

𝑚𝐴𝑃@0.5, 𝑚𝐴𝑃@0.75 vilket står för mAP vid IoU gränsen och sedan värdet. 
[21].  

3.2 Genomförande 

Nedan beskrivs hur arbetet genomfördes vilket inkluderar insamlingen av data och 
skapandet av metoderna (KNN, TM och CNN). 

3.2.1 Datainsamling 

För att undersöka vilken teknik som är bäst lämpad för klassificering av UNO-kort 
behöver CNN, TM och KNN implementeras. Arbetet började därför med att sätta 
upp Python på Visual Studio Code och sedan installera OpenCV samt Numpy biblio-
teken. OpenCV användes för bildhantering medan Numpy användes för att hantera 
flerdimensionella arrayer och matriser. 

En viktig del av genereringen av det syntetiska datatestet är att ha bra bilder att an-
vända som en bas för att generera flera nya bilder. Det vill säga är det viktigt att bil-
der tas på varje UNO kort där varje bild är tagen med bra belysning, vinkel, bak-
grund och kvalitet på bilden. Därför valdes det att UNO bilderna skulle tas med mo-
bilkameran utifrån ett fågelperspektiv i ett rum med bra belysning och en svart bak-
grund för att underlätta konturigenkänningen. Bilderna ser ut som Figur 9 nedan, 
notera att varje cell motsvarar en bild, totalt togs det 56 bilder på UNO kortleken. 
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Figur 9: Rutnät av UNO bilder 

3.2.2 Syntetisk bildgenerering 

En klassisk UNO-kortlek innehåller totalt 56 unika kort med hänsyn till alla symbo-
ler och färger. Uppdraget att känna igen ett UNO kort med hjälp av CNN kräver en 
stor mängd data. Motiveringen är för att kortet ska kunna kännas igen utifrån många 
olika faktorer såsom miljö, belysning, vinkel, rotation och position. För att skapa en 
modell som tar hänsyn till dessa miljöer och faktorer krävs det därför stort antal bil-
der av ett kort som även är varierande. Detta är på grund av att neurala nätverket 
ska kunna lära sig kännetecken och egenskaper på kortet och med den anledningen 
genererades det 11 200 bilder, 200 bilder per kort för CNN + KNN modellen. Me-
dan det genererades 40 000 bilder för endast CNN modellen, 715 bilder per kort. 
Motiveringen till denna storlek beror på att enligt YOLOv5s rekommendationer bör 

det finnas ≥ 1500 bilder per klass och ≥ 10 000 per instans [22]. Denna mängd 
baseras på mer komplexa objekt än UNO kort där korten ser relativt likadana ut och 
en sådan datamängd hade krävt mycket tid och resurser. Därför valdes 200 bilder 
per kort då detta ansågs ta hänsyn till olika faktorer, miljöer och generera en till-
räcklig stor datamängd som ger en bra precision.  
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För att generera dessa bilder skapades ett program som med hjälp utav biblioteken 
OpenCV och NumPy kunde segmentera endast kortet på bilden. I Figur 10 visas 
processen av den syntetiska genereringen av korten som utfördes för varje kort. 

 

Figur 10: Processen att generera ett syntetiskt UNO kort 

Första steget för att syntetiskt generera en bild krävde att konturerna på UNO-
kortet skulle hittas för att extrahera endast kortet från bilderna. Därav påbörjades 
extraheringen med att OpenCV läste in bilden i Blue Green Red (BGR) format. No-
tera att detta är speciellt för OpenCV där andra bibliotek vanligtvis läser in i RGB-
format. Eftersom bilden fotograferades i en hög kvalitet är upplösningen för stor för 
att bearbetas effektivt, därför skalades om bilden till en mindre storlek. Varje pixel i 
bilden har ett B, G och R värde med en median på 255, alltså kan varje pixel totalt 
kombineras 16 miljoner gånger vilket innebär att varje färgkanal är 8-bit stor. För 
att minska på beräkningarna konverterades bilden om till en gråskalig bild där varje 
pixel har ett värde mellan 0 – 255. Resultatet av konverteringen syns i Figur 11. 
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Figur 11: Konvertering från BGR till Gråskala 

För att kunna extrahera UNO korten behöver bildens kontur hittas, detta utfördes 
därför med hjälp av Canny som är en konturdetekteringsalgoritm. En svaghet med 
alla konturdetekteringsalgoritmer är att brus påverkar kantdetekteringen. Brus 
förekommer med dålig belysning, bakgrund och andra faktorer och behöver därför 
tas bort. I Figur 12 nedan syns det ett exempel på hur kantdetekteringen ser ut med 
brus. 

 

 

Figur 12: Canny Edge på en gråskalad bil 

Gaussianfilter är en populär metod som används för borttagning av brus. Metoden 
blurrar bilden med hjälp av ett filter som appliceras på bilden. Filtret är av NxN 
storlek och hur blurrig bilden blir är beroende på storleken av det filtret. Det filtret 
som extraherade UNO kortet bäst ansågs vara 5x5 Gaussian filtret. Detta visas i Fi-
gur 13, hur den blurriga bilden ser ut före och efter att applicerat Canny filter på 
bilden. 
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Figur 13: Canny på en blurrad bild 

Därefter extraherades informationen av konturerna från Canny filret. Ett av kraven 
för att extrahera konturer på en bild kräver att kanterna är kopplade med varandra, 
vissa UNO bilder avviker från denna regel vilket resulterade i att kortet inte 
extraherades. Därför valdes det att den morpfologiska operationen dilation skulle 
tillämpas. Dilation uttvidgar bildens konturer vilket kopplar ihop kanterna för att 
konturdetekteringen ska fungera för alla kort. Därför lades det till ett dilations filter 
av storlek 5x5. Det finns olika metoder att extrahera konturerna på Figur 13 ovan. 
Extraheringsmetoden som valdes var ”RETR_EXTERNAL” som endast extraherar 
föräldrarkonturer och inga barnkonturer som exempelvis symbolen inuti kortet. 
Konturen som extraherades utgjorde en variabel som lagrade rektangelns fyra olika 
hörn. Detta användes för att skapa en mask där kontrurerna lades till på en helsvart 
bild. Sista steget för att extrahera kortet var att kopiera bilderna med avseende på 
original bilden, masken och den önskade destinationen. Konverteringen mellan 
masken till UNO-kortetet ovanpå en grön bakgrund finns i Figur 14 nedan.  

 

 

Figur 14: Mask till en kopia av kortet 



 

22 

Efter att UNO kortet extraherades slumpades flertalet värden som genererades vil-
ket förändrade bildens utseende. Första förändringen var på UNO kortets mättnad 
och ljusintensitet i form av ett slumpat värde. Mättnaden ändrades genom att origi-
nalvärdet multiplicerades med ett värde mellan -50% till 200%. Sedan ändrades lju-
sintensiteten genom multiplicering av originalvärdet med ett värde mellan -50% till 
150%. Dessa värden valdes genom att experimentera på olika värden som fungerade 
bäst. Detta gjordes genom att omvandla bildens färgskala från BGR till Hue Saturat-
ion Value (HSV), sedan tillämpa dessa ändringar och konvertera tillbaka. Se Figur 15 
för ett exempel. 

 

Figur 15: UNO kortet efter slumpad ljusintensitet och mättnad 

Kortet på bilden ovan placerades på en vitbakgrund, sedan placerades kortet på en 
ny vitbakgrund av storleken 1280 x 720 vilket är storleken för utmatningsbilden. 
Därefter applicerades det olika slumpade projektiva transformationer på kortet 
såsom rotation, förflyttning, skalning och projektion. Kortet roterades mellan -180° 
till 180°, förflyttningen på X och Y skedde 5% av bakgrundsbildens storlek. Sedan 
utifrån ett korts helt rektangulära form har det skapats varianter som återspeglar hur 
ett sådant kort kan se ut i verkligheten, om kortet skulle synas från olika positioner 
runt vinklar och rotationer. För att gå från en rektangulär form till en förvrängd 
projektion kommer kortet att multipliceras med en perspektivtransformationsma-
tris. Detta definieras som ekvation ( 12 ) nedan. 

 
൥
𝑥ᇱ

𝑦ᇱ

𝑧ᇱ

൩ = ൥

𝐴଴଴ 𝐴଴ଵ 𝑏଴

𝐴ଵ଴ 𝐴ଵଵ 𝑏ଵ

ℎ଴ ℎଵ 1
൩ ቈ

𝑥
𝑦
1

቉ ( 12 ) 

där 𝐴଴଴ − 𝐴ଵଵ  =  𝑟𝑜𝑡𝑎𝑡𝑖𝑜𝑛𝑠 𝑚𝑎𝑡𝑟𝑖𝑠𝑒𝑛 

      𝑏଴ − 𝑏ଵ =   𝑓ö𝑟𝑓𝑙𝑦𝑡𝑡𝑛𝑖𝑛𝑔𝑠 𝑚𝑎𝑡𝑟𝑖𝑠𝑒𝑛 

 ℎ଴ − ℎଵ =  𝑝𝑟𝑜𝑗𝑒𝑐𝑡𝑖𝑜𝑛𝑠 𝑣𝑒𝑘𝑡𝑜𝑟𝑛 
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Dessa värden definierades inte explicit, utan OpenCV funktionen ’getPerspective-
Transform’ utnyttjades för denna beräkning. Metoden fungerade genom att läsa in 
fyra hörnpunkter som källa och fyra hörnpunkter som destination för att utföra en 
perspektivtransformation. Denna metod kan, men behöver nödvändigtvis inte, vara 
en korrekt perspektivtransformation då funktionen försökte använda destinationen 
som en förlaga till att räkna ut en perspektivtransformation. I detta fall var källan 
hela bilden och destinationen ett slumpat värde som adderades på bredden och höj-
den som låg mellan -60% till 60%.  

Sista steget för den syntetiska bildgenereringen var att placera kortet på en slumpad 
bakgrund. Anledningen till att bakgrunden slumpas är för att ta hänsyn till olika bak-
grunder som kortet placeras på eller framför under verkliga omständigheter. Bak-
grunderna hämtades från en validerings datamängd från Google, Open Images. För 
att placera varje UNO-kort på bakgrunden krävdes det att bilderna var lika i storlek 
och därför skalades bakgrunden om till 1280 x 720. Därefter konverterades UNO-
bilden till en binär bild, en bitvis NOT tillämpades för att bilden skulle bli vit och 
svart istället. Sedan utfördes en bitvis AND mellan bilden och svartvita bilden för att 
placera kortet på en svart bakgrund. Därefter utfördes det ytterligare en bitvis AND 
mellan bakgrundsbilden och den vitsvarta bilden för att göra alla ställen där kortet 
ska finnas på svart. Sist exekverades ”Add” metoden för att lägga till kortet i den 
svarta bakgrunden ovanpå den önskade bakgrunden. Ett syntetisk UNO-kort ser ut 
som i Figur 16 nedan. 

 

Figur 16: En bild genererad av den syntetiska bildgenereringen 
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3.2.3 Referensmallar för template test 

Inledningsvis skapades mallar för de olika symbolerna som kortleken innehåller för 
att kunna ha något att jämföra korten som undersöks. För att kunna skapa så kor-
rekta templates som möjligt användes samma bilder som för den syntetiska bildgene-
reringen som fotograferades vid perfekta förhållanden samt i ett horisontellt läge. 
GNU image manipulation program (GIMP) användes för att beskära bilden till kor-
tets kanter för att ta bort bakgrunden. Denna metod valdes istället för att göra det 
automatiserat, för att ha möjlighet att ha full kontroll över hur mallarna ser ut. En 
metod som även övervägdes var att manuellt föra in koordinaterna för de fyra hör-
nen på korten men detta förkastades på grund av att en bildredigeringsmjukvara gav 
större precision. 

De binära mallarna skapades genom biblioteket OpenCV för att läsa in de beskärda 
mallarna och använda bibliotekets threshold-metod vilket skapade en binär version 
av bilden samt kopior av samma mallar som roterades 180°. Totalt skapades 34 mal-
lar för symbolerna, 17 mallar för de olika unika symbolerna samt 17 som är roterade 
180°.  

Utöver mallarna för symbolerna skapades även mallar som användes till Hue temp-
late test. Mallarna skapades från bilderna på kort med en etta i varje färg, det vill 
säga grön, röd, blå och gul, samt en mall för varje joker-kort. Vilket resulterade i 8 
mallar för Hue template test, 4 av färgade ettor samt 4 av joker-kort. Eftersom kor-
ten som ska klassificeras kommer att vara perspektivtransformerade behövde olika 
perspektiv inte tas hänsyn till vid skapandet av referensmallarna.  

3.2.4 Färgigenkänning med hjälp av KNN  

För att träna KNN-modellen krävdes en datamängd med färgvektorer för att kunna 
klassificera testpunkter. Dessa genererades med 56 stycken bilder på UNO-kort där 
kortet extraherades ur bilden för att sedan ta ett medelvärde vilket gav en färgvek-
tor. För att öka datasetet användes färgmanipulation på HSV-skalan på bilden där 
mättnaden och ljusintensiteten förändrades på samma sätt som i den syntetiska bild-
genereringen för att ta hänsyn till olika bakgrunder, ljus och brus, se Figur 17. Med 
hjälp utav manipuleringen ökade det spridningen på klustren för att i viss mån ta 
höjd för att denna metod är känslig för färgförändringar på korten. Det kan exem-
pelvis vara olika slitningar på kortet eller smuts som påverkar färgens mättnad. Men 
värt att notera är att förändringar på kortet som påverkar färgen kommer att på-
verka identifieringen och öka risken för felklassificeringar.  
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Figur 17: Processen att generera träningsdata för KNN 

För att maskera bilden användes samma bildbehandling som för den syntetiska bild-
genereringen, se Figur 10. Masken användes sedan för att begränsa ytan som medel-
värdet ska beräknas på, se Figur 14. Det beräknades sedan med hjälp av biblioteket 
OpenCV på alla pixlar i bilden, vilket gav ett medelvärde för HSV-skalan för varje 
färgkanal i bilden, det vill säga kulörton, mättnad och ljusintensitet, som sparades i 
en lista.  

Eftersom en punkt per kort inte är tillräckligt för att kunna klassificera en ny punkt 
med tillräcklig precision återanvändes metoden för att manipulera HSV-värdena i 
bilden som användes i den syntetiska bildgenereringen. Detta för att kunna träna 
modellen på olika typer av belysning vilket kommer att innebära att färgvärdet för-
ändras. Ett nytt medelvärde beräknades för den manipulerade bilden och medelvär-
det på de tre kanalerna för HSV sparades i listan.  

Listan med färgvektorer sparades sedan i en CSV-fil och en ytterligare CSV-fil skap-
ades med färgvektorernas klass. Detta för att förenkla inläsningen av filerna eftersom 
metoden i biblioteket OpenCV kräver att vektorerna och klassen är enskilda variab-
ler.  
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3.2.5 Träning av YOLOv5 modellen  

I samband med att varje bild genereras krävde YOLOv5 att varje objekt i bilderna 
var annoterade. Det innebär att för varje objekt i en bild krävdes det ett textdoku-
ment i TXT format där varje rad motsvarar information om ett objekt i bilden. 
Varje sådan rad innehåller information om klassen, x centrum, y centrum, bredd 
och en höjd som formar en rektangel runt objektet. Klassen ska vara en siffra som 
startar från index noll. Positionen och storleken var dessutom normaliserade mellan 
0 och 1. Det ska även finnas en YAML fil som innehåller information om datamäng-
den. Informationen är var träning, test och valideringsdata ligger i filsöksvägen och 
vad varje klass heter (exempelvis 0: person). 

Under den syntetiska bildgenereringen krävs det därför att varje bild är annoterad. 
Detta är löst genom att tillämpa ytterligare en konturigenkänning efter att bilden har 
slumpats med HSV och projektiva transformationer. Metoden ”boundingRect” läser 
in konturerna från UNO bilden och returnerar alltså en x, y, bredd och höjd  
variabel. Dessa variabler beräknas sedan om för att matcha YOLOv5 kraven och 
skrevs sedan till en textfil. För ett exempel på utseendet av en sådan rektangel se Fi-
gur 18 nedan. 

 

Figur 18: Exempel på annoterad träningsbild där en rektangel markerar ett objekt av en specifik klass (här 
“spelkort +2”) 

För att få en hög precision behöver varje datamängd ha en tränings-, validerings- och 
testdatamängd. Under detta arbete är uppdelningen av den totala datamängden som 
70% träning, 15% validering och 15% testdata. I det fallet var uppdelningen av 
CNN symbol modellen på 11200 gråskalade bilder, tränad totalt på 17 olika klasser. 
Uppdelningen för den färgade CNN modellen var på 40,000 bilder, tränad totalt på 
56 olika klasser. Detta är till för att minska risken att modellen blir överanpassat för 
just träningsdata och få en låg precision på nya data. Sista förberedelsen var att på-
börja träningen av YOLOv5 modellen genom att en YAML fil skapades med inform-
ation om klasser och filsökvägar till modellen. Det skapades totalt två YAML filer, 
en för varje modell. 



 

27 

YOLOv5 kommer med flera modeller att välja mellan, det finns en nano, small, 
medium, large och xlarge. Under detta arbete valdes modellen YOLOv5s (small) 
med anledning att metoden erbjuder en bra balans mellan precision och  
latency. Modellerna tränades dessutom på en bildstorlek på 640 x 640, 100 epoker 
och på helt nya vikter.  

3.2.6 Förbearbetning för template test 

Processen för template testningen gjordes i steg, se Figur 19. Som en del av proces-
sen att utföra template test på en videoström skapades en metod för att plocka ut 
bilderna från strömmen för bearbetning. På varje bild användes sedan en kombinat-
ion av kantdetektering och thresholding för att kunna extrahera ut konturerna i bil-
den. Extraheringsmetoden som valdes var ”RETR_EXTERNAL” eftersom 
konturerna på kortet var irrelevant vid extrahering av hela kortet. Alla konturer 
som hittades lades då i en lista som sorterades baserat på den största konturarean, en 
villkorssats användes även för att avgöra om konturarean var tillräckligt stor för 
kunna vara ett kort. De konturer som uppfyllde vilkoren för att kunna antas vara ett 
kort skickades sedan till en metod som utifrån konturlinjen beräknade de fyra 
hörnpunkterna på kortet.  

 

Figur 19: Processen att utföra tempalte test 

Utifrån hörnpunkterna görs sedan en perspektivtransformation på kortet för att få 
den i samma perspektiv som mallarna. Detta resulterar i en bild i samma format och 
storlek som mallarna vilket möjliggjorde för template test.  
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Traditionell TM stegar igenom en mall över hela bilden och försöker hitta den bästa 
matchningen. Men på grund av att kortet kan fångas i kameran ur olika perspektiv 
beroende på kamerans placering i förhållande till kortet. Då har inte traditionell TM 
rätt förutsättningar att identifiera objekt där samma perspektiv inte kan garanteras, 
därav segmenterades kortet först. Sedan användes antingen Hue template test och 
Binary template test, vilket utgjorde en modell, eller så användes modellen som 
kombinerar Binary template test och KNN.  

3.2.7 Hue template test 

För att identifiera färg på ett annat sätt än med KNN användes en Template 
Matching inspirerad baserad på Hue i HSV-modellen. Denna metod möjliggjorde en 
jämförelse av färgtonerna i bilden. Bilden konverterades om till HSV-format från 
BGR-format som bilden lästes in som. Eftersom storleken på referensmallarna och 
bilden på kortet som har tagits ut genom bildsegmentering gjordes en pixelvis jäm-
förelse. 

Färgmallarna jämfördes i tur och ordning genom summan av differensens absolutbe-
lopp enligt ekvation ( 13 ). De värdet som användes för jämförelsen var endast färg-
tonen.  
 

𝑅(𝑥, 𝑦) = ෍ |𝑇(𝑥, 𝑦) − 𝐼(𝑥, 𝑦)|

(௫,௬)∈்

 

 

( 13 ) 
 

där 𝑥 = x-koordinaten 

      𝑦 = y-koordinaten 

 𝐼 = Undersökta bilden 

 𝑇 = Mallen 

 𝑅 = Resultatet 

Summan för varje referensmall sparades i en lista i samma ordning som mallarna tes-
tades. Den minsta summan definierade sedan färgen på kortet.  

3.2.8 Binary template test 

För att identifiera symbolerna användes återigen en Template Match inspirerad me-
tod. Bilden på kortet från bildsegmenteringen konverterades om från BGR-format 
till gråskala och sedan beräknades medelvärdet på samtliga pixlar. Detta medelvärde 
adderades med en konstant på 20 och detta värde blev då tröskelvärdet för bilden. 
Tröskelvärdet användes sedan i OpenCVs metod för threshold där en inverterad 
binär bild skapades.  
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Den inverterade bilden jämfördes sedan pixelvis med varje referensmall, detta gjor-
des med summan av differensens absolutbelopp i enlighet med ekvation ( 13 ) ovan. 
Här användes pixelns gråvärde. Eftersom bilden och referensmallarna var binära var 
pixlarna antingen svart eller vit, vilket gav värdet för pixeln aningen 0 eller 255. 
Differensens absolutbelopp mellan pixlarna gav då 255 när pixlarna stämmer över-
ens och 0 om inte de stämmer överens. Summan för varje jämförelse sparades i en 
lista och det högsta värdet definierade den bästa symbolen.  

3.3 Utvärdering 

Utvärderingen av modellerna genomfördes genom mätning av metodernas precis-
ion, accuracy, recall och latency. Se ekvation ( 8 ) för precision och ekvation ( 9 ) 
för recall. Ekvationen för accuracy definieras som ekvation ( 14 ) nedan. 

 
𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =  

𝑆𝑃 + 𝑆𝑁

𝑆𝑃 + 𝐹𝑃 + 𝑆𝑁 + 𝐹𝑁
 ( 14 ) 

där 𝑆𝑃 =  𝑆𝑎𝑛𝑛 𝑝𝑜𝑠𝑖𝑡𝑖𝑣 

      𝐹𝑃 =  𝐹𝑎𝑙𝑠𝑘 𝑝𝑜𝑠𝑖𝑡𝑖𝑣 

      𝑆𝑁 =  𝑆𝑎𝑛𝑛 𝑛𝑒𝑔𝑎𝑡𝑖𝑣 

      𝐹𝑁 =  𝐹𝑎𝑙𝑠𝑘 𝑛𝑒𝑔𝑎𝑡𝑖𝑣 

Sedan mättes tiden genom beräkning av antalet bilder per sekund (FPS) som meto-
derna tar i en realtidsapplikation och jämförde deras prestanda. Dessutom innehåller 
valideringsdatamängden bilder med olika bakgrunder och varierande belysning. 
Detta är för att få en bättre inblick över hur de studerade klassificeringsmetoder på-
verkas av olika faktorer i en tänkt användarsituation. 

Modellerna utvärderades slutligen baserat på implementeringstiden och svårighets-
graden. Dessa faktorer är beroende av varje implementations svårighetsgrad för 
varje modell för att uppnå hög prestanda. Utvärderingen genomfördes genom att 
evaluera koden och den tid som spenderats på implementationen av varje modell.  
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4 Resultat 

Detta arbete har resulterat i fyra olika implementerade modeller för att med bild-
igenkänning identifiera UNO-kort. Dessa modeller har testats på accuracy, recall, 
precision och latency med hjälp utav ett valideringsdataset. Precision, recall och 
accuracy testades med hjälp utav 177 bilder där 14 av bilderna var endast bakgrunds-
bilder för att hitta FP. Latency mättes med hjälp av en förinspelad video. Resultatet 
har använts för att besvara på arbetets frågeställning. Följande modeller presenteras i 
detta kapitel: 

 YOLOv5 

 YOLOv5 + KNN 

 Binary template test + KNN 

 Binary template test + Hue template test 

4.1 Latency 

Latency för de olika modellerna mättes med hjälp av hur lång tid som det tar för ett 
kort att identifieras oavsett om kortet har identifierats korrekt eller inte. Detta be-
räknades genom en för inspelad video som skickades in till de fyra modellerna för att 
ge samma förutsättningar och ge ett resultat på likvärdiga grunder. Tabell 1 nedan 
visar latency för varje modell. 

 

 

 

 

 

Figur 20 visar latency för alla modeller i form av ett lådagram. 

Tabell 1: Latency i sekunder för varje modell 

Algoritm/Modell Medel latency (s) 
CNN 0,42 
CNN + KNN 0,45 
Hue template test + binary tem-
plate test 

0,56 

Binary template test + KNN 0,58 
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Figur 20: Lådagram på tidsexekveringen för varje metod 

4.2 CNN 

Denna modell tränades på en datamängd som består av 40,000 färgade och syntetisk 
genererade UNO bilder. Resultatet på modellen presenteras i form av en confusion 
matrix. Eftersom totala antalet klasser är 56 kommer resultatet att presenteras ge-
nom en confusion matrix för färg och symbol enskilt. Figur 21 visar en realtidsi-
genkänning av korten med klassificeringen ovanpå varje kort, notera att det står en 
siffra ovanpå varje kort som inte har någon relevans med detta arbete. 
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Figur 21: Realtidsigenkänning av CNN via webkamera 

Som tidigare nämnt evalueras modellen på 177 validerings bilder för beräkning av 
SP, SN, FP, och FN. Med hjälp av dessa värden skapades en confusion matrix för 
färg och symboler enskilt och tillsammans. Denna confusion matrix innehåller de 
sanna värden på Y-axeln och det predikterade värden på X-axeln. Dessutom motsva-
rar varje cell i figuren antalet gånger som gissades/rätta svaret för varje cell och 
symbol. Genom att kolla på diagonalen på bilden kan alla sanna positiva hittas. Dessa 
confusion matrix syns i Figur 22 och Figur 23 nedan. 

 

Figur 22: Confusion matrix för CNN färg resultatet 
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Figur 23: Confusion matrix för CNN symbol resultatet 

Detta gav möjligheten till beräkningen av prestandamätningar för accuracy, precis-
ion och recall. Prestandamätningarna gjordes först på hela modellen som i Tabell 1 
nedan. Dessutom utfördes det prestandamätningar på symbolerna vilket syns i Ta-
bell 3. Sist utfördes det samma mätningar på färgerna i Tabell 4 nedan. 

 Tabell 2: Prestandamätningarna för CNN modellen 

 

 

Tabell 3: Prestandamätningar för varje symbol 

Algoritm/Modell Accuracy Precision Recall 
CNN 27% 30% 39% 

CNN, Symbol 
Egenskap Precision  Recall 
Bakgrund 21% 100% 
Noll 88% 58% 
Ett 100% 25% 
Två  100% 17% 
Tre 100% 42% 
Fyra 0% 0% 
Fem 100% 40% 
Sex 100% 40% 
Sju 0% 0% 
Åtta 100% 46% 
Nio 100% 50% 
Hoppa över 83% 83% 
Vänd håll 100% 58% 
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Tabell 4: Prestandamätningar för endast färg 

  

 

 

 

 

 

 

 

 

 

  

D2 60% 27% 
D4 15% 67% 
Wild card 0% 0% 
Blanda 18% 100% 
Individuella 20% 67% 

CNN, Färg 
Egenskap Precision  Recall 
Bakgrund 21% 100% 
Blå 0% 0% 
Grön 0% 0% 
Röd 44% 28% 
Wild 27% 100% 
Gul 44% 46% 
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4.3 CNN + KNN 

CNN modellen för endast symboler tränades på en datamängd som består av 11,200 
gråskalade och syntetisk genererade UNO bilder. CNN tränades på totalt 17 olika 
klasser bestående av varje symbol i kortleken. Andra modellen KNN innehåller 150 
vektorer för varje färg, totalt 450 vektorer som användes för att prediktera en ny 
datapunkt där K värdet är 27. För realtidsigenkänning av metoden se Figur 24 ne-
dan.  

 

Figur 24: Realtidsigenkänning av CNN + KNN via webkamera 

För att mäta prestanda på denna modell kommer att modellen valideras på 177 bil-
der genom att beräkna SP, SN, FP och FN för symboler och färger separat (CNN 
och KNN). Med hjälp av dessa värden kommer två confusion matrices av skapas, en 
för färger som syns i Figur 25 och den andra för symboler som visas i Figur 26. 
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Figur 25: Confusion matrix för CNN + KNN färg resultatet 

 

Figur 26: Confusion matrix för CNN + KNN symbol resultatet 

Genom beräkning av SP, SN, FP och FN kan prestandamätningar för accuracy, pre-
cision och recall beräknas för hela modellens prestation, se Tabell 5 nedan. Sedan 
kan de separata beräkningarna av SP, SN, FP och FN för färg och symbol beräknas 
för varje klass. Se Tabell 6 nedan för symbol prestandamätningarna och  
Tabell 7 för färg prestandamätningarna.  
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 Tabell 5: Prestandamätningarna för CNN + KNN modellen 

  

 

 

Tabell 6: Prestandamätningar för varje symbol för CNN + KNN modellen 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
Tabell 7: Prestandamätningar för endast färg (CNN + KNN modellen) 

 

 

 

 

  

Algoritm/Modell Accuracy Precision Recall 
CNN + KNN 91% 90% 100% 

CNN + KNN, Symbol 
Egenskap Precision  Recall 
Bakgrund 100% 100% 
Noll 100% 100% 
Ett 100% 100% 
Två  100% 100% 
Tre 100% 100% 
Fyra 100% 100% 
Fem 100% 100% 
Sex 100% 100% 
Sju 100% 100% 
Åtta 100% 100% 
Nio 100% 100% 
Hoppa över 100% 100% 
Vänd håll 100% 100% 
D2 100% 100% 
D4 100% 100% 
Wild card 100% 100% 
Blanda 100% 100% 
Individuella 100% 100% 

CNN + KNN, Färg 
Egenskap Precision Recall 
Wild 100% 100% 
Bakgrund 100% 97% 
Blå 71% 100% 
Grön 100% 87% 
Röd 100% 100% 
Gul 100% 71% 
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4.4 Hue template test + Binary template test  

Modellen är uppdelad i två metoder, hue template test och binary template test. I 
grund och botten fungerar båda modellerna genom att jämföra UNO kortet som ex-
traherades med hjälp av konturdetekteringen med referensmallar. Igenkänningen 
fungerar genom att jämförelsen med högst värde är med högsta sannolikhet kortet. 
Figur 27 nedan visar realtidsigenkänningen av korten. 

 

Figur 27: Realtidsigenkänning av hue template test + binary template test via webkamera 

Här valideras modellen på 177 bilder för att beräkna prestanda. Först sker en beräk-
ning av SP, SN, FP och FN för att sedan skapa en confusion matrix för färg och en 
för symboler. För symboler confusion matrix se Figur 28 och för färg se Figur 29 
nedan. 
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Figur 28: Confusion matrix för binary template test resultatet 

 

Figur 29: Confusion matrix för hue template test resultatet 

Genom beräkningen av värdena ovan kan accuracy, precision och recall beräknas för 
hela modellen, se Tabell 8 nedan. Dessutom beräknades det en för symboler i Tabell 
9 och en för färger i Tabell 10 nedan. 

Tabell 8: Prestandamätningarna för TM modellen 

 

 

Algoritm/Modell Accuracy Precision Recall 
Hue template test + Bi-
nary template test 37% 70% 36% 
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Tabell 9: Prestandamätningarna för endast symbol (binary template test) 

Binary template test, Symbol 
Egenskap Precision  Recall 
Bakgrund 14% 100% 
Noll 100% 25% 
Ett 32% 58% 
Två  80% 33% 
Tre 100% 33% 
Fyra 86% 50% 
Fem 100% 10% 
Sex 57% 40% 
Sju 86% 50% 
Åtta 100% 27% 
Nio 67% 17% 
Hoppa över 100% 17% 
Vänd håll 100% 42% 
D2 100% 9% 
D4 100% 67% 
Wildcard 100% 25% 
Blanda 0% 0% 
Individuella 0% 0% 

 

Tabell 10: Prestandamätningarna för endast färg (hue template test) 

Hue template test, Färg 
Egenskap Precision Recall 
Wild 14% 100% 
Bakgrund 89% 43% 
Blå 100% 49% 
Grön 100% 59% 
Röd 67% 67% 
Gul 100% 26% 

 

4.5 Binary template test + KNN 

Binary template test modellen fungerar genom jämförelsen av det extraherade kor-
tet och binäriserade mallar. Jämförelsen med högst värde som väljs klassificeras som 
kortet. Andra modellen KNN fungerar på samma sätt som KNN för CNN + KNN 
genom att prediktera värdet på färg medelvärdet av kortet. För en realtidsigenkän-
ning av metoden se Figur 30 nedan.  



 

41 

 

Figur 30: Realtidsigenkänning av binary template test + KNN via webkamera 

Likt alla andra modeller mättes SP, SN, FP och FN för symboler och färg separat 
och gemensamt. En confusion matrix på färg och en för symboler skapades. För 
symbol confusion matrix se Figur 31 nedan och för färg confusion matrix se Figur 32 
nedan. 

 

 

Figur 31: Confusion matrix för binary template test + KNN symbol resultatet 
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Figur 32: Confusion matrix för binary template test + KNN, färg resultatet 

Därefter beräknades prestandamätningarna accuracy, precision och recall genom att 
SP, SN, FP och FN har beräknats. Först beräknas en prestandamätning på hela mo-
dellen, se Tabell 11. Sedan beräknas en prestandamätning för symbolerna, se Tabell 
12. Sist beräknas en prestandamätning för färgerna vilket syns i Tabell 13 nedan. 

Tabell 11: Prestandamätningarna för binary template test + KNN modellen 

 

 

Tabell 12: Prestandamätningar för varje symbol för binary template test + KNN modellen 

Binary template test + KNN, Symbol 
Egenskap Precision  Recall 
Bakgrund 19% 100% 
Noll 100% 33% 
Ett 35% 58% 
Två  83% 42% 
Tre 100% 33% 
Fyra 100% 50% 
Fem 100% 10% 
Sex 57% 40% 
Sju 86% 50% 
Åtta 100% 27% 
Nio 67% 17% 
Hoppa över 100% 17% 
Vänd håll 100% 50% 

Algoritm/Modell Accuracy Precision Recall 
Binary template test + KNN 36% 68% 36% 
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D2 100% 9% 
D4 100% 67% 
Wild card 0% 0% 
Blanda 0% 0% 
Individuella 0% 0% 

 

Tabell 13: Prestandamätningar för endast färg (binary template test + KNN modellen) 

 

 

 

  

Binary template test + KNN, Färg 
Egenskap Precision Recall 
Wild 100% 15% 
Bakgrund 19% 100% 
Blå 100% 43% 
Grön 91% 51% 
Röd 100% 59% 
Gul 100% 26% 



 

44 

4.6 Sammanfattning av resultat 

Tabell 14 nedan summerar resultaten gällande värdena för latency, accuracy, 
precision och recall. 

Tabell 14: En summering av prestandavärden för varje modell 

  Algoritm/Modell Accuracy Precision Recall 
CNN 27% 30% 39% 
CNN + KNN 91% 90% 100% 
Hue template test + Binary 
template test 36% 68% 36% 

Binary template test + KNN 37% 70% 36% 
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5 Diskussion 

Resultatet visar på att den modell som är mest gynnsam, av de fyra undersökta, för 
att känna igen och klassificera UNO-kort är CNN för symboler och KNN för klassi-
ficering av färg. Detta baseras på det sammantagna resultatet som visas i Tabell 14 
där man kan se en tydlig skillnad på accuracy, precision samt recall. 

Utifrån resultaten för precision kan man också se att de båda modellerna med temp-
late test har en precision på över 65% medan accuracy ligger under 40%. Vilket ty-
der på att problemet hos template test ligger i att man måste extrahera ut kortet 
först. Trots att valideringen utfördes med en bakgrund som skulle ge modellen de 
bästa förutsättningarna för att extrahera ut kortet korrekt så har den i många fall inte 
kunnat identifierat kortets kanter på ett korrekt sätt. En möjlig förbättring till detta 
hade varit att ha en bättre förbehandling av korten vilket hade gjort segmenteringen 
av korten enklare. Men precision tyder på att de bilder som modellen har extraherat 
ut kortet så har då även kortet kunnat klassificerats på ett korrekt sätt. 

Resultatet på YOLOv5 modellerna har liknelser till studien ”Real-Time Detection 
and Recognition of Cards in the Game of Set”, där användes en CNN modell med 
syfte att känna igen kortet och SVM för klassificering av symbol och färg. Det är värt 
att notera att CNN modellen hade en accuracy på 92% vid igenkänning av korten. 
Studien kom fram till att klassiska dataseende tekniker för objekt detektering och 
igenkänning har brister på robusthet. Däremot ökade neurala nätverk robustheten 
på igenkänningen av objekt vilket tyder på att användning av CNN under denna ar-
bete har en stor nytta. Särskilt då det finns många klasser att hålla koll på i UNO 
kortleken vilket en CNN är bra att känna igen förutsatt att datamängden som mo-
dellen tränas på är tillräckligt stor [5].  

5.1 Latency 

Vid en analys av latency visar detta att de två template test modellerna har ett betyd-
ligt större spann i jämförelse med CNN modellerna. Detta kan bero på att template 
test modellerna då många gånger inte lyckats att extrahera ut kortet på ett korrekt 
sätt och har då inte något kort att utföra en klassificering på. I jämförelse med CNN 
modellerna som överlag har visat sig ha lättare att identifiera vart i bilden som kortet 
befinner sig. 
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5.2 Jämförelse mellan igenkänning av färg och symbol 

Resultatet tyder på att vid igenkänning av färg och symbol tillsammans jämfört med 
separerat skiljer metoderna åt beroende på om modellen är CNN eller hue template 
test + binary template test. På CNN sidan visades det att alla prestandamätningarna 
skiljdes åt markant. Detta beror på att CNN för alla kort behövde tränas på 56 olika 
klasser och på färgade bilder. Medan CNN för symboler behövde endast tränas på 17 
symboler och på gråskalade bilder. Detta gör i sin tur att under träningen för endast 
CNN så kommer modellen att överanpassas till träningsdatamängden. Resultatet blir 
att CNN blir för bra på att känna igen syntetiskdata men är mindre bra med att 
känna igen och klassificera nya indata. En lösning till detta hade kunnat varit att 
träna CNN på flera bilder och att ha med flera verkliga bilder för att ta hänsyn till 
verkligheten. Dessutom kan hyperparametrarna som styr inlärningen ändras också 
vilket även kan augmentera existerande data för att minska chansen att en övertill-
lämpning sker. 

När det gäller hue template test + binary template test eller binary template test + 
KNN fanns det ingen stor skillnad när det gäller igenkänningen av färg och symbol. 
Detta kan dessutom bero på att hue template test + binary template test egentligen 
fungerar genom att känna färgen och symbolen i två olika tempalte test metoder. 
Detta beror på att som tidigare nämnt är dessa två metoder mer beroende på identi-
fieringen av objektet snarare än själva klassificeringen.  

5.3 Förbättringar på träningsdatamängden 

En potentiell förbättring på detta arbete för ökning av prestandavärdena hos CNN 
modellerna är träningsdatamängden. Träningsdatamängden för CNN består av en 
bild tagen per kort, totalt 56 bilder tagna. En förbättring på träningen av CNN mo-
dellen är att endast använda verkliga bilder tagna på olika bakgrunder, belysningar 
och vinklar. En annan potentiell lösning är att ta flera bilder per kort som tar hänsyn 
till olika bakgrunder och belysningar. Sedan använda dessa bilder för att syntetiskt 
generera en mer accuracy representation av UNO-bilder vilket gör träningsdata-
mängden verkligare.  

Samma gäller för KNN modellen, istället för att syntetiskt generera färg vektorer 
för varje kort kunde 150 bilder på UNO kort ha tagits per färg. Detta för att bättre 
representera hur färgen på ett UNO kort kan skilja beroende på bakgrunden. 
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Ytterligare en förbättring på datamängden och hur kort identifieras och klassificeras 
är genom identifiering av endast symbolen gentemot hela kortet. Detta ger en bättre 
spelupplevelse och en mer praktisk användning av igenkänningsmodellen. Eftersom 
identifieringen hos alla modeller är starkt beroende på att figuren på hela kortet 
syns. Detta beror på att under ett spel av UNO så överlappar korten varandra där 
bara symbolen är synliga, detta gör att den nuvarande implementationen inte kan 
identifiera UNO korten korrekt när det gäller överlappning. Lösningen för ett så-
dant problem hade varit genom att konturdetektering kunna extrahera symbolen 
från varje kort. Sedan med hjälp av symbolerna spara höjden, bredden, x- och y-vär-
dena. Därefter sparas dessa värden i en text-fil för att träna en CNN modell att 
känna igen symboler istället för hela kortet. Utvecklingen av ett sådant program som 
extraherar endast symboler istället för kort hade varit tidskrävande. Problemet med 
att utveckla en sådan lösning ligger hos konturdetekteringen av symbolerna då varje 
symbol i kortet varierar i storlek. Detta hade krävt ett program som letar och detek-
terar efter sådana symboler. Att segmentera symbolerna ifrån ett UNO kort kunde 
möjligtvis ha gjorts på samma sätt som studien ”Poker card recognition with compu-
ter vision methods”. Där segmenterades varje symbol i kortleken genom gråskal-
ning, binarisering och morfologiska operationer, sist hämtades varje siffra och sym-
bol med hjälp av Region Of Interest (ROI) och Image Moment [3].  

5.4 Etiska aspekter och hållbar utveckling 

Arbetet kommer att relatera till FN:s globala miljömål nummer 10, som syftar till 
minskad ojämlikhet [23]. Detta eftersom målet syftar till att verka för att bland annat 
alla människor, oavsett funktionsnedsättning blir inkluderade i det sociala livet. Syf-
tet med arbetet är att förenkla för personer som lider av någon typ av nedsatt färgse-
ende. Vilket kan bidra till att dessa inte känner sig inkluderade i sociala sammanhang 
där identifiering av färg har en betydande roll. Genom identifiering av UNO-kort 
kan dessa personer delta utan att vara begränsade av sin funktionsvariation.  

Detta arbete har utförts i enlighet med vetenskapliga rådets dokument för god forsk-
ningssed, där metoder och resultat har redovisats på ett öppet och ärligt sätt [24].  

5.5 Begränsningar med template test 

Traditionell TM har begränsningar i den bemärkelsen att mallen har ett fast format 
samt form. Eftersom man inte kan räkna med att korten läggs på ett perfekt sätt, 
valdes det därför att extrahera kortet först och sedan utföra en TM inspirerad vers-
ion. Detta innebär att template test metodernas accuracy och precision kommer 
vara beroende på extraheringsprocessen och där med också begränsad till extrahe-
ringsprocessens accuracy och precision.  
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Antagandet kan styrkas med en analys av accuracy och precision där precision skiljer 
sig markant från accuracy. När extraheringsprocessen har lyckats identifiera kortet 
på ett korrekt sätt kommer template test metoderna där med också ha goda förut-
sättningar att lyckas identifiera kortet på ett korrekt sätt. 

5.6 Implementation 

Arbetet utfördes utan tidigare erfarenhet inom bildbehandling och neurala nätverk, 
vilket resulterade i en inlärningskurva under implementationen. För att träna det 
neurala nätverket krävdes en stor mängd bilder som skulle genereras syntetiskt. Den 
syntetiska genereringen utfördes flera gånger på grund av att bilderna inte uppfyllde 
förväntningarna vilket förmodligen berodde på bristande kunskap inom området. 
Därefter tog träningen av det neurala nätverket flertalet timmar. Detta sköttes av 
YOLOv5 vilket innebar att minimal interaktion krävdes, men pausade arbetsflödet. 
Träningen behövde dessutom upprepas flera gånger för att uppnå högre prestanda-
värden genom justering av hyperparametrar och träningsdatamängden. Slutligen tog 
träningen, inklusive upprepningar, totalt flera dygn att slutföra för båda CNN-
modellerna. 

Fördelen med template test var att ingen träning krävdes. När referensmallarna hade 
skapats och implementationen för modellerna var färdigställda kunde modellerna 
köras direkt, vilket innebär att arbetsflödet inte behövde pausas.  
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6 Slutsatser 

Resultatet av denna studie visar på att av de fyra modellerna som undersökts så är 
CNN kombinerat med KNN den modellen som är bäst lämpad för att känna igen 
och klassificera ett UNO-kort.  

Studien visar även på att latency mellan de olika modellerna skiljer sig, men det som 
utmärker sig mest är accuracy och precision mellan de olika modellerna. Där finns 
en markant skillnad mellan de olika CNN modellerna medan de två template test 
modellerna är mer jämn. 

Slutligen visar denna studie att template test har mindre implementationskrav uti-
från en kunskapssynpunkt samt tar mindre tid. Men att tiden som det tar att imple-
mentera och träna ett neuralt nätverk kan vara mer eller mindre försumbar då mo-
dellen med CNN kombinerat med KNN ger markant bättre resultat. 

6.1 Fortsatt arbete 

En utökning av detta arbete skulle kunna utföras genom att kombinera modellerna 
med en head mounted display vilket skulle ge användaren möjlighet att få direkt 
feedback av systemet och vilka kort som ligger på bordet under spelets gång.  

För att kunna använda systemet utan att behöva anpassa sig efter modellernas be-
gränsningar i en verklig kontext bör även överlappning av korten göras möjlig.  

Precision mellan CNN-modellen och den CNN-modell kombinerades med KNN 
skiljde sig markant. Detta trots att CNN-modellen tränades på samma antal bilder 
per klass så skulle en fortsatt studie på en CNN-modell för symbol som kombineras 
med en CNN-modell för färg kunna ge intressanta resultat. Detta eftersom, till skill-
nad mot KNN, som är en parametrisk algoritm och kan därför göra antaganden vil-
ket skulle kunna resultera i en modell som har högre accuracy, precision och recall. 
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